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échelle logarithmique. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 52

2.4 Valeurs propres des matrices Σ̌SCM et Ŝ lorsque le signal Y a été blanchi par
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la SCM de Y̌wFP Y̌H

wFP /N et le seuil t pour ρ = 0.7, m = 900, N = 2000,
τ ∼ inverse gamma. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 61

2.12 Distribution des valeurs propres des matrices Ŝ et Σ̌FP lorsqu'un endmembers
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Introduction

Les chaînes de traitement du signal se ressemblent souvent : il s'agit d'abord d'acquérir
des données, puis de séparer la partie informative de la partie inintéressante pour l'appli-
cation en question. Cette partie non informative, sans intérêt, qui est ainsi appelée bruit
du signal, gêne généralement le traitement des données, car le manque d'information à son
égard empêche bien souvent son élimination avant traitement des informations. De même,
la grande dimension des données peut être un frein à leur analyse, à la fois parce que le
temps nécessaire à leur analyse peut être plus grand, mais aussi par manque de méthodes
adaptées. Or, de plus en plus, les données à traiter dans di�érents domaines sont de volume
de plus en plus important, et ceci, pour di�érentes raisons dont le développement d'instru-
mentation plus précise qui permet l'acquisition de plus de données, le besoin de transmettre
plus d'informations plus rapidement, le besoin de donner des résultats de plus en plus �ables
et donc de prendre en compte plus de paramètres et de données.

L'objectif de cette thèse est de proposer des méthodes permettant d'améliorer le trai-
tement des images hyperspectrales, et ceci, sans aucun a priori sur les images en question.
Cette thèse montre également la polyvalence des applications possibles des méthodes pro-
posées. Le problème assez général de cette thèse est ainsi d'abord de séparer correctement
la partie bruit de la partie intéressante d'un signal de type image hyperspectrale, puis de
traiter correctement l'information véhiculée.

Les méthodes développées en théorie des matrices aléatoires, théorie particulièrement
adaptée aux grand �ux de données et donc aux grandes dimensions, sont adaptées au cas
de l'imagerie hyperspectrale et au cas du modèle plus général considéré ici pour cette thèse.
L'imagerie hyperspectrale ainsi que la théorie des matrices aléatoires sont des domaines
récents en traitement du signal ; cette thèse s'applique donc à améliorer des méthodes exis-
tantes et proposer des méthodes innovantes dans un domaine en plein développement.

Cette thèse est présentée en quatre chapitres, et s'attèle à deux problèmes distincts qui
peuvent être traités séparément. Le premier problème est la sélection d'ordre du modèle
(notion développée dans le premier chapitre), le second le problème est celui du démélange
spectral (également dé�ni dans le premier chapitre).

Le premier chapitre dresse l'état de l'art des méthodes déjà existantes en imagerie hy-
perspectrale pour ces deux problèmes, et les compare entre elles. Certaines méthodes seront
dé�nitivement abandonnées pour le problème abordé dans cette thèse. Ce chapitre introduit
la théorie des matrices aléatoires et donne aussi, sans entrer dans les détails, quelques élé-
ments de cette théorie qui seront utiles pour les chapitres suivants. Il présente aussi quelques
méthodes issues de cette théorie et adapté au problème de cette thèse. Il pose également
le modèle choisi pour les images hyperspectrales. Le second chapitre propose des méthodes
pour l'estimation d'ordre du modèle, méthodes reposant à la fois sur des éléments de la théo-
rie des matrices aléatoires et sur des méthodes de traitement des images hyperspectrales.
Un retour sur le modèle choisi sera nécessaire pour montrer que dans certains cas parti-
culiers, il est possible d'utiliser des méthodes jusqu'alors utilisées dans d'autres domaines
mais adaptables au cas de l'imagerie hyperspectrale. Trois principales méthodes seront rete-
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nues pour la suite, valables pour le modèle général développé dans le premier chapitre. Des
applications au cas images simulées et réelles sont regroupées dans un troisième chapitre.
En�n, un quatrième chapitre expose de nouvelles méthodes pour le problème du démélange
spectral, tout en rappelant certains résultats obtenus avec des méthodes "classiques" pour
une meilleure évaluation des performances des solutions proposées. De ces chapitres découle
la conclusion que les méthodes proposées sont parfois meilleures que les méthodes déjà exis-
tantes, d'autant plus si certaines hypothèses sur les images hyperspectrales sont véri�ées. En
annexe sont proposés des rappels mathématiques et les preuves des principaux théorèmes
développés dans cette thèse.



Chapitre 1

Problèmes et méthodes en

imagerie hyperspectrale

Dans ce chapitre sont présentées l'imagerie hyperspectrale, ses principales problématiques
ainsi que certaines méthodes classiques de résolution associées à ces problématiques. Les
limites de ces méthodes sont également montrées. Un type de modélisation particulier est

développé, qui sera repris par la suite.

1.1 L'imagerie hyperspectrale

L'imagerie hyperspectrale ou spectroscopie hyperspectrale [39] est une technique d'ima-
gerie passive qui renvoie, pour une scène spatiale considérée, une centaine d'images représen-
tant des mesures de radiance, chacune des images étant dans une longueur d'onde di�érente
comprise en général entre 0.4 µ m et 3 µ m (visible et proche infrarouge). Une image hy-
perspectrale peut donc être assimilée à un cube de données, les données étant des radiances
mesurées pour chaque longueur d'onde choisie et pour chaque zone ou pixel de l'image. Les
longueurs d'onde doivent, en général, être presque contiguës, souvent prises avec un pas de
10 nm, pour permettre une exploitation plus facile des données [43]. Elle se di�érencie de
l'imagerie multispectrale ou superspectrale par le nombre de longueurs d'onde ou spectres
considérés. Les images proviennent de spectromètres hyperspectraux, mesurant des valeurs
de radiance issues de la ré�exion du soleil, et souvent embarqués dans des engins survolant
la scène étudiée, tels que des avions ou des satellites. Certaines longueurs d'onde ne peuvent
ainsi pas être considérées car elles sont situées dans la zone d'absorption de l'atmosphère [70].
La résolution spatiale est, quant à elle, en général de l'ordre de la dizaine de mètre. Cette
résolution dépend du champ de vision du spectromètre, lui même fonction de la taille des
détecteurs, de leur résolution spatiale mais aussi de l'altitude de laquelle est prise l'image. La
�gure 1.1 montre un exemple d'image hyperspectrale, où x et y représentent les dimensions
spatiales, tandis que sur l'axe vertical se trouvent les di�érentes longueurs d'ondes considé-
rées. Sur cette image d'une zone rurale, seulement 10 bandes spectrales sont représentées
pour plus de visibilité. Les dimensions spatiales de l'image sont 400×316 soit 126400 pixels.

Dans une image hyperspectrale peuvent être présents plusieurs types de matériaux,
sources ou objets, appelés endmembers. La notion d'endmember reste assez subjective puisque
selon la résolution du spectromètre utilisé, un objet peut être considéré comme plusieurs end-
members s'il est constitué de di�érents matériaux ou un seul. De plus, les matériaux sont
soumis à une assez grande variabilité spectrale [100] : un même matériau, peut, selon les
conditions sous lesquelles l'image a été acquise, renvoyer des spectres di�érents, ce qui est le
cas par exemple de certains matériaux lorsqu'ils sont mouillés par la pluie. Cette variabilité
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Figure 1.1 � Image hyperspectrale issue
de la base de données du DSO National

Laboratories.

spectrale est une di�culté supplémentaire pour l'interprétation des données. Mais aussi, se-
lon la résolution spatiale du détecteur utilisé, plusieurs endmembers peuvent renvoyer leur
radiance sur un même pixel. Il s'agit de pixels mélangés, c'est à dire que plusieurs matériaux
sont présents sur un même pixel. Dans ce cas, les endmembers sont mélangés linéairement
[58]. Il peut aussi être supposé, mais ce ne sera pas le cas ici, que plusieurs ré�exions de la
lumière du soleil ont lieu à l'intérieur d'un même matériau ou entre couches de matériaux
avant d'être renvoyés vers le spectromètre. Il s'agit d'un modèle dit de mélange non linéaire
[38], [20]. En général, en plus d'endmembers, un bruit s'ajoute aux données, apparu par
exemple par l'action du spectromètre. Ce bruit peut être corrélé, pas forcément gaussien,
de puissance plus ou moins importante par rapport au signal. Comme dans beaucoup de
domaines en traitement du signal, ce bruit gène l'amélioration des performances pour beau-
coup de méthodes, car souvent, aucun a priori ne peut être obtenu. La �gure 1.2 présente
les spectres de 6 endmembers présents dans une image représentant une scène urbaine ainsi
que leurs abondances, c'est à dire leur répartition sur l'image. Les données de l'image sont
issues de la base de données constituée dans [106].

Les images hyperspectrales sont donc des images qui contiennent un grand nombre de
données et qui nécessitent des outils de traitement adaptés. Les domaines d'utilisation de ces
images sont assez variés, des applications militaires (pour la surveillance de zones d'intêret
par exemple) aux applications médicales en passant par l'astronomie (pour la détection et la
détermination de la composition de corps) et l'agronomie (pour l'évaluation par exemple de
la composition des sols) [70]. Les problèmes couramment rencontrés pour l'imagerie hyper-
spectrale sont l'estimation du nombre d'endmembers présents sur une image [62], la détection
d'anomalies [83], [126], l'estimation du spectre des endmembers présents ou l'identi�cation
des endmembers ainsi que le démélange [13], qui consiste à retrouver les endmembers de
pixels mélangés. Tous ces problèmes peuvent faire appel à de nombreuses méthodes et algo-
rithmes de traitement du signal tels que des algorithmes de classi�cation [21], de détection
[69], de problèmes inverses [81], des méthodes de reconnaissance de forme [92], de champs de
Markov [104], de machine learning [92], des méthodes adaptés à la parcimonie [122], [125],
des méthodes propres aux images ou plutôt générales telles que des méthodes de traitement
statistique des données [102] ou autre.

Les problèmes considérés dans ce travail sont ceux de l'estimation du nombre d'endmembers
ou estimation d'ordre de modèle, ainsi que le problème du démélange spectral. Ces problèmes
sont plutôt di�ciles dans la mesure ou, pour cette thèse, aucun a priori n'est disponible en
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Figure 1.2 � Spectres et abondances
pour une scène urbaine [106].

dehors des données reçues par les capteurs.

1.2 Quelques méthodes classiques pour le problème de

l'estimation du nombre d'endmembers

Dans la littérature, le problème de l'estimation du nombre d'endmembers se retrouve sous
le nom d'estimation d'ordre de modèle, ce qui revient souvent à l'estimation de la dimension
du sous espace signal. Ce problème assez général se pose dans de nombreux domaines, tels
que les communications sans �l [117], le traitement d'antenne [4], le traitement radar [25]
ou bien d'autres problèmes [79] en traitement du signal ou faisant appel à des méthodes
d'analyse des données, telle que la �nance ou encore l'agriculture. Mais ici, il sera question
de l'estimation du nombre d'endmembers, même si toutes les méthodes développées par la
suite peuvent s'adapter à ces autres domaines.

Avant de présenter quelques méthodes utilisés fréquemment pour le problème de l'esti-
mation du nombre d'endmembers en imagerie hyperspectrale, il reste à dé�nir ce qu'est cette
quantité. Dans la littérature, il est souvent fait référence à la dimension intrinsèque (Intrinsic
Dimension ID) [19] pour décrire le nombre d'endmembers, qui se dé�nit comme suit : soient
N le norme de pixels de l'image hyperspectrale considérée (sur la �gure 1.1, N = x × y),
(yi)1≤i≤N les données recueillies c'est à dire les spectres obtenus pour les longueurs d'ondes
considérées sur les N pixels, où, pour chaque donnée yi, yi = di+bi avec di les informations
contenues dans le pixel i et bi le bruit contenu dans ce pixel. Alors l'ID des données est
égal à p, la dimension du sous-espace engendré par les di , 1 ≤ i ≤ N . Ceci correspond à
la dimension du sous-espace signal. D'autres dé�nitions peuvent être proposées pour l'ID,
notamment [22], qui dé�nit cette grandeur par le nombre minimal de paramètres néces-
saires pour décrire les données. Comme expliqué précédemment, le nombre d'endmembers
étant une notion plutôt subjective, une autre dé�nition intéressante peut aussi être prise
en compte, il s'agit de la dimension virtuelle (Virtual Dimension VD) qui se dé�nit comme
le nombre d'endmembers nécessaires pour proposer une solution au problème du démélange
proche de la vérité. La dimension e�ective (E�ective Dimensionality ED), quant à elle, est la
dimension du sous-espace a�ne permettant de décrire correctement tous les pixels. Encore
une fois, ces dé�nitions ne reposent pas sur des critères vraiment objectifs. Ici, le nombre
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d'endmembers est associé à l'ID et est noté p.

Il existe un grand nombre de méthodes pour estimer p. Celles-ci reposent sur des prin-
cipes assez di�érents. Les sections suivantes présentent quelques unes des plus utilisées. Ces
méthodes sont des méthodes dites "globales", approches utilisées dans un cas de mélange
linéaire. Dans le cas de mélange non linéaire, qui ne sera pas étudié ici, d'autres méthodes
sont envisageables, méthodes dites alors "locales".

1.2.1 Des méthodes qui reposent sur un critère d'information théo-

rique

La méthode proposée par Akaike [2], le critère d'information d'Akaike (Akaike Informa-
tion Criterion AIC), celle de Rissanen [95] et de Schwarz [99], le critère de la taille minimale
de description (Minimum Description LengthMDL) comptent parmi les méthodes populaires
pour des signaux contaminés par un bruit blanc gaussien. Ces deux méthodes sont assez iden-
tiques dans leur principe et se déclinent comme suit. Soit Y ∈ Rm×N la matrice image des
observations, contenant les spectres de dimensions m, c'est à dire que m bandes spectrales
sont considérées, obtenus sur les N di�érents pixels. Alors Y peut se noter [y1, . . . ,yN ] où
chaque (yi)1≤i≤N correspond à un spectre bruité acquis. Ces vecteurs se décomposent alors
en une partie contenant les endmembers et du bruit, supposé blanc gaussien dans un pre-
mier temps. Soit également Θ un vecteur contenant les paramètres de l'image c'est à dire
la matrice de covariance des données Y, ses valeurs propres et ses vecteurs propres, dont
l'estimation par maximum de vraisemblance est notée Θ̂. Soient λ0 > λ1 > . . . > λm−1 les
valeurs propres de l'estimation empirique de la matrice de covariance des données, appelée
SCM, alors la méthode AIC consiste à sélectionner le modèle qui correspond le plus aux
données c'est à dire à estimer p de la façon suivante dans le cas où les données sont réelles :

p̂AIC = argmin
k

AIC(k) = argmin
k

[
−2 log f(y1,y2, . . . ,yN | Θ̂k) + 2 k

]
, (1.1)

où p̂AIC est l'estimation de p, k est le nombre de degrés de liberté, f la densité de proba-
bilité du modèle, et ΘH

k =
(
λ0, ..., λk−1, σ

2,VH
0 , ...,V

H
k−1

)
avec σ2 la variance du signal et(

VH
0 , ...,V

H
k−1

)
les vecteurs propres correspondant aux valeurs propres associées. Ainsi,

p̂AIC = argmin
k∈[0,m−1]

−2N (m− k) log


m−1∏
i=k

λ̂
1/(m−k−1)
i

1

m− k

m−1∑
i=k

λ̂i

+ 2 k

 . (1.2)

Ce critère est présenté ici dans le cas des données réelles, mais il s'adapte au cas des
images dont les données sont complexes, c'est dire les images pour lesquelles Y ∈ Cm×N
en modi�ant le nombre de degrés de liberté k par k (2m − k) + 1. Le critère est alors le
même à part le dernier terme qui devient 2 k (2m − k) au lieu de 2 k, voir [120] pour plus
de précisions.

Seulement ce critère s'est montré inconsistant. Le critère MDL a été conçu pour pallier
ce problème. Il di�ère donc peu du critère AIC et se construit comme suit :

p̂MDL = argmin
k∈[0,m−1]

−N (m− k) log


m−1∏
i=k

λ̂
1/(m−k−1)
i

1

m− k

m−1∑
i=k

λ̂i

+
1

2
k logN

 . (1.3)
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Ce critère, peut, de même, s'adapter au cas complexe en changeant le dernier terme en
1

2
k (2m− k) logN .

p̂MDL représentant aussi l'estimation de p, par le critère MDL. La di�érence principale
avec le critère AIC étant la présence du terme en logN , donnant un terme de pénalité un
peu plus précis.

Le dernier critère qu'il peut être intéressant de considérer est celui proposé par [94], noté
RAD, particulièrement robuste au cas où le bruit serait corrélé. Ce critère ressemble aux
deux autres mais recherche cette fois-ci le dernier k pour lequel il est positif et s'écrit comme
suit :

p̂RAD = argmax
k∈[1,m−1]


λk+1
m∑
i=2

λi

− ξk
m−1∑
i=1

ξi

> 0

 . (1.4)

avec ξk = 1− α (λk−µk)
µk

, µk = 1
m−k

m∑
i=k+1

λi et α tel que αmax
k

λk−µk
µk

= 1.

Ces méthodes donnent de bons résultats, notamment pour des images ayant un bruit
gaussien, comme c'est le cas pour la �gure 1.3, où les trois critères sont tracés, pour N = 1000

et m = 10, p = 4 avec, pour chaque endmember, un RSB de 20 dB dé�ni par 20 log10

(
Pd
Pb

)
,

Pd et Pb les puissances des endmembers et du bruit respectivement. Le bruit n'est pas
corrélé ici, mais la méthode [94] donne de bons résultats pour un bruit gaussien non blanc.
Les valeurs du critère de la méthode proposée dans [94] sont multipliées par 100 pour plus
de visibilité. Pour rappel, les critères AIC et MDL renvoient pour p̂ le plus petit p̂ atteint,
soit ici 4 sur la �gure 1.3. Quant au critère RAD, il s'agit de trouver le dernier p̂ pour lequel
le critère est positif, soit ici, 4 également. Ces méthodes trouvent toutes trois le bon nombre
d'endmembers, c'est à dire 4.

1.2.2 Des méthodes statistiques plus générales et la méthode Hy-

sime

Une autre façon d'estimer l'ID est de considérer la matrice de corrélation ou, voire et, de
covariance pour en déduire p sans passer par la minimisation d'un critère. C'est par exemple
le cas de l'analyse en composantes principales (Principal Component Analysis PCA) [97]
ou de la décomposition en valeurs singulières (Singular Value Decomposition SVD) où l'ID
sera le nombre de valeurs propres de la matrice de covariance supérieures à un seuil. Ce
seuil reste à �xer et il n'est pas toujours facile, selon la nature du bruit, de le déterminer.
Ces méthodes ne fonctionnent systématiquement bien que pour des distributions de bruit
connues ou pour des images sans bruit. En général, ces techniques sont utilisées pour réduire
la dimension des images en projetant les données sur le sous espace signal.

Cependant, d'autres méthodes plus e�caces et robustes qui se fondent sur les mêmes
principes ont été avancées. Dans cette partie sont rassemblées ces principales méthodes sans
donner trop de détails pour certaines car elles ne seront pas réutilisées par la suite. Elles sont
tout de même nommées et rapidement présentées ici car souvent utilisées en traitement des
images hyperspectrales. De plus, cela permet au lecteur de se rendre compte de la grande
diversité des méthodes existantes, et de l'intérêt d'en développer de nouvelles, si les premières
se montrent ine�caces dans certaines situations.

La méthode Maximum Noise Fraction (MNF) a été introduite dans l'article [42] et se
présente comme une alternative à la méthode PCA. Cette méthode consiste à rechercher
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Figure 1.3 � Valeurs des critères AIC, MDL et de la méthode [94] pour N = 1000,m = 10,
p = 4, RSB = 20dB

les vecteurs de l'image qui représentent au mieux les spectres des endmembers présents en
cherchant à maximiser le RSB. Mais les limites de la MNF sont vite atteintes puisqu'elle
nécessite la connaissance de la matrice de covariance du bruit et celle du signal.

La méthode proposée par Harsany, Farrand et Chang (HFC) [22] quant à elle, propose
de considérer la matrice de covariance estimée des données ainsi que celle du bruit. Cette
méthode repose sur le fait que, pour un bruit blanc de moyenne nulle, les p plus grandes
valeurs propres de la matrice de corrélation sont supérieures à celles de la matrice de cova-
riance tandis que les suivantes sont égales. Il su�t donc de choisir un seuil pour la di�érence
entre deux valeurs propres à partir duquel ces deux valeurs propres ne sont plus considérées
comme égales. Pour améliorer les performances de détection, une méthode bruit-blanchi-
HFC (Noise-Whitened-HFC notée NWHFC) a ensuite été introduite. NWHFC est donc la
version blanchie de HFC, où la matrice des données est blanchie.

En�n, une méthode a été proposée par Bioucas-Dias et Nascimento [11], nommée Hysime,
qui estime au sens des moindres carrés, les valeurs propres qui représentent le mieux la
moyenne des données Y = [y1, . . . ,yN ]. Un peu plus en détail, la méthode estime d'abord
les matrices de covariance du bruit et du signal, notées Rd et Rb, puis e�ectue une SVD sur
Rd pour en déduire les vecteurs propres singuliers. Pk, la matrice de projection sur le sous
espace des vecteurs propres singuliers correspondant aux k plus grandes valeurs propres
est calculée, pour 1 ≤ k ≤ m. P⊥k représente la matrice de projection sur le sous espace
orthogonal à celui associé à Pk. p est ensuite estimé par l'équation suivante :

p̂ = argmin
1≤k≤m

ȳTP⊥k y + 2Tr(PkRb/N) , (1.5)

où ȳ représente la moyenne des données soit ȳ =

N∑
i=1

yi.

Un comparatif de certaines de ces méthodes assez populaires est proposé dans l'article
[96]. Sur ce comparatif il est visible que les méthodes présentées ici ne donnent pas de bons
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résultats dans le cas ou l'ID est supérieur à 20. Aucune méthode ne trouve systématiquement
le bon ordre p, pour n'importe quel bruit de RSB raisonnable et n'importe quelle valeur de
p. En e�et, si le bruit est inconnu, les méthodes nécessitent une estimation de ses caractéris-
tiques, estimation qui peut alors poser problème et dégrader les performances de la méthode
si la méthode d'estimation choisie n'est pas adaptée. Cependant, la méthode Hysime donne
de relativement bons résultats par rapport aux autres méthodes proposées ici, tandis que les
méthodes HFC et NWHFC ne donnent pas de résultats constants en fonction de la forme
du bruit considéré.

La méthode Hysime sera donc considérée par la suite dans certaines simulations pour
comparer les résultats proposés.

1.2.3 Des méthodes géométriques

A titre informatif, il existe des méthodes qui se fondent sur des études de distance ou de
volume pour estimer l'ID. Parmi elles, la méthode function d'indication empirique (Empirical
Indication Function EIF) [68] construite à partir de l'étude des valeurs propres et l'ACP
mais ne peut s'appliquer aux données corrélées.

La méthode de [49] propose d'étudier la distance entre plus proches voisins de spectres
appartenant à di�érents pixels. Mais le plus gros inconvénient de cette méthode est que,
encore une fois, la connaissance de la matrice du bruit est absolument nécessaire.

1.3 Quelques méthodes classiques pour le problème du

démélange

Le démélange spectral est un problème qui vient de la structure de l'image, c'est à dire
un problème lié à la façon dont est construite une matrice représentant une image hyper-
spectrale. Une image hyperspectrale, dont les spectres recueillis [y1, . . . ,yN ] sont regroupés
dans une matrice image Y, peut s'écrire, dans le cadre d'un modèle de mélange linéaire [58],
[57] :

Y = M S + B , (1.6)

où M ∈ Rm×p contient les spectres des endmembers et est appelée matrice de mélange,
considérée déterministe, S ∈ Rp×N contient la proportion des endmembers présents dans
chaque pixel ou abondances (la matrice S est ainsi la matrice des abondances), également
considérée comme déterministe seulement dans un premier temps, et où B ∈ Cm×N , B =
[b1, . . . ,bN ], représente le bruit additif obtenu sur l'image recueillie. Le modèle choisi pour
ce bruit sera plus développé par la suite. Autrement écrit, pour chaque pixel yi :

yi =

p∑
j=1

si,jmj + bi , (1.7)

où si,j = [S]i,j et mi,j = (mj)i = [M]i,j . Chaque mi,j correspond à une mesure de spectre
et est de ce fait, positif.

Connaissant Y, les méthodes de démélange spectral permettent de retrouver M et S.
Le problème posé comme tel n'admet pas de solution unique, puisque, pour toute matrice
inversible positive U, si M et S sont solutions, M U et U−1 S ou M U−1 et U S sont aussi
solutions de l'équation en M et S (1.6). Il est donc nécessaire de rajouter un certain nombre
de contraintes sur la matrice de mélange et celle des abondances, même si l'unicité n'est
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pas forcément assurée. Les contraintes qui seront toujours considérées par la suite sont les
suivantes :

Non-négativité : ∀i ∈ [1, p] , ∀j ∈ [1, N ] si,j ≥ 0 ,

Somme égale à un : ∀j ∈ [1, N ]

p∑
i=1

si,j = 1 . (1.8)

Ces contraintes sont en e�et en accord avec l'interprétation physique des données choisie ici,
c'est à dire une matrice M contenant les spectres positifs des endmembers et une matrice S
contenant la proportion entre 0 et 1 de chaque endmember dans chaque pixel i considéré.

Ce problème est assez général et beaucoup de méthodes non spéci�ques aux images
hyperspectrales peuvent être utilisées. Il s'agit du problème de séparation aveugle de sources,
sous contraintes, c'est à dire un problème d'optimisation sous contraintes. Pour plus de
visibilité, l'ensemble des méthodes présentées dans ce travail a été divisé en deux groupes,
celles utilisant des méthodes plus "statistiques" c'est à dire exploitant l'estimation de certains
paramètres pour estimer M et S et celles utilisant des outils plutôt relatifs à des calculs de
volumes géométriques. L'article [13] regroupe un bon nombre des méthodes possibles et
certaines sont reprises ici.

La plupart de ces méthodes proposent en amont une réduction des données par projection
sur un sous espace identi�é, et ce, a�n de réduire le temps de calcul, leur complexité et
augmenter le RSB du signal reçu. La méthode Hysime, citée ci-dessus, permet par exemple
ce genre de manipulation et est d'ailleurs souvent utilisée pour cette étape. Cependant, cette
étape n'améliore pas les résultats en terme de consistance pour l'estimation de M et S et
nécessite l'estimation correcte du sous-espace signal et du sous espace bruit, pour permettre
la projection des données sur ces espaces.

Les méthodes qui reposent sur une hypothèse de parcimonie ne sont pas présentées car
le modèle choisi ne comprend pas cet a priori.

1.3.1 Des méthodes statistiques

Une des méthodes les plus connues pour ce genre de problème est l'analyse en compo-
santes indépendantes (Independant Component Ananlysis, ICA) [28] ; par exemple [24] pro-
pose une application en imagerie hyperspectrale. Le problème de cette méthode est qu'elle
repose sur l'hypothèse forte de l'indépendance des sources. Or ici, la contrainte de la somme
égale à un implique une dépendance statistique des abondances. L'article [81] traite d'ailleurs
ce problème. Cette méthode est donc assez restrictive et di�cilement applicable au cas de
l'imagerie hyperspectrale.

Une autre famille de méthodes utilisées est celle des méthodes bayésiennes. Ces méthodes
recherchent un Maximum A Posteriori (MAP) [10] à partir de lois à priori nécessaires sur
les abondances et sur la matrice de mélange. Le bruit est aussi souvent soumis à de fortes
hypothèses, comme par exemple des hypothèses de gaussianité. C'est l'inconvénient de ces
méthodes. A titre d'exemple, l'article [37] introduit un algorithme bayesien d'estimation de
M et S en réduisant les données en amont. D'autres articles proposent d'autres dérivées de
méthodes bayésiennes, comme détaillé dans [13], qui dresse un état de l'art des approches
bayésiennes pour l'imagerie hyperspectrale. Ici, il n'est fait aucun a priori, ni sur la matrice
des abondances, ni sur la matrice de mélange, ce qui explique pourquoi ces méthodes ne
seront pas considérées dans cette thèse.
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1.3.2 Des méthodes géométriques

Les méthodes géométriques présentent, sous certains aspects, plus de �exibilité pour
l'application en imagerie hyperspectrale. Il est possible de les classer en di�érentes catégories :
des méthodes qui optimisent le problème par réduction d'une erreur quadratique, et les
méthodes qui optimisent un calcul de volume sur les données.

Le premier type de méthode recherche la solution au problème général suivant :

argmin
M,S

‖Y −M S‖2F , sous contraintes (1.8). (1.9)

Soit J(M,S) = ‖Y −M S‖2F . Ce problème se règle en général avec une méthode de des-
cente type descente de gradient. La méthode de factorisation par matrice non-négative (
Nonnegative Matrix Factorization NMF) est une méthode de ce type dont la convergence
a été montrée dans [63]. L'algorithme de cette méthode est décrit juste après. L'article [26]
propose d'ailleurs une étude complète de cette méthode, non appliquée au cas de l'imagerie
hyperspectrale. Cela dit, cette méthode est particulièrement adaptée au cas de l'imagerie hy-
perspectrale [77] puisqu'elle ne nécessite pas d'hypothèses particulières sur les images comme
par exemple la présence de pixel non-mélangés ou dit "purs", c'est à dire constitués d'un
seul endmember, hypothèse malheureusement souvent nécessaire pour d'autres types de mé-
thodes. Par contre, cette méthode de descente n'étant pas convexe, elle peut converger vers
des minimas locaux de la fonction à optimiser et n'assure pas la consistance de l'estimation
obtenue pour les matrices de mélange et des abondances. Il est donc nécessaire de rajouter
un certain nombre de contraintes comme (1.8).

Ci dessous est présenté l'algorithme général, en prenant en compte les contraintes (1.8).
Les matrices M et S sont initialisées avec une valeur choisie respectant (1.8), pour donner
M0 et S0. Les gradients de J(M,S) sont d'abord calculés comme suit à chaque itération
k, pour 0 < k ≤ kmax, kmax le nombre maximum d'itération (ce point sera développé plus
tard) :

∂J (M,S)

∂M
= (M S−Y) ST , (1.10)

∂J
(
M̄,S

)
∂S

= M̄T
(
M̄ S− Ȳ

)
. (1.11)

avec, en notant 1N et 1p deux vecteurs de dimension N et p respectivement, constitués de
1, et :

M̄ =

(
M
1N

)
et Ȳ =

(
Y
1p

)
. (1.12)

Cette manipulation permet de respecter (1.8), comme utilisé dans [48], [77] ou encore [65].
Puis, pour chaque itération k chacune des matrices M et S est modi�ée comme suit :

Mk ←Mk−1 + µMk−1

∂J(Mk−1,Sk−1)

∂M
, (1.13)

Sk ← Sk−1 + µSk−1

∂J(M̄k−1,Sk−1)

∂S
. (1.14)

où µM et µS représentent les pas de descente. Plusieurs solutions sont possibles pour calcu-
ler ces pas de descente, qui doivent, pour chaque itération, permettre de diminuer J(M,S).
Parmi ceux possibles, l'article [63] propose des pas de descente assez classiques mais de
meilleurs résultats sont obtenus en utilisant des pas qui véri�ent la règle d'Armijo (voir l'an-
nexe A.2) comme proposé dans [77]. Le nombre kmax peut être �xé arbitrairement ou être
atteint une fois que J(M,S) vaut une valeur minimale �xée arbitrairement. Pour améliorer
encore les performances de cet algorithme, certains auteurs proposent d'ajouter plusieurs
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autres contraintes par exemple dans les articles [65] et [51]. Même si cela améliore l'al-
gorithme général, les temps de calculs peuvent devenir assez longs, des lois à priori sont
nécessaires pour la matrice des abondances et de mélange et au �nal de meilleurs résultats
sont obtenus pour d'autres méthodes, comme montré dans la �gure 1.5.

Si une contrainte de volume sur la matrice de mélange est ajoutée à l'algorithme NMF,
il est possible d'améliorer sensiblement la méthode. La nouvelle méthode est alors appe-
lée Minimum Volume Constraint-NMF (MVC-NMF). Il s'agit alors non plus de minimiser
J(M,S) mais :

f(M,S) =
1

2
J(M,S) + λK(M) véri�ant (1.8), (1.15)

où K(M) est une fonction de pénalité sur le volume du simplex de la matrice de l'estimation
de M, λ ∈ R un paramètre de régularisation à �xer arbitrairement (ce qui est un point
faible de la méthode). Le calcul du volume du simplex représentant la matrice M peut se
faire comme pour [77], c'est à dire un calcul de déterminant sur la matrice de mélange

réduite grâce à une ACP. Ainsi, K(M) =
1

2(p− 1)!

∣∣∣∣(1Tp
M̃

)∣∣∣∣2, avec M̃ = UT
(
M− ν 1Tp

)
où

ν est un vecteur colonne contenant la moyenne sur les lignes de Y, et où U, de dimension
m×(p−1) est une matrice qui contient les p−1 données les plus importantes de Y obtenues
par PCA. L'article [77] donne le calcul complet et l'expression �nale de ce volume qui n'est
qu'en fonction de la matrice M uniquement.

En�n, toujours pour améliorer les performances de cette méthode, l'article [64] intro-
duit une méthode de gradient projeté pour la NMF, notée PGNMF (Projected Gradient
Methods for Non-negative Matrix Factorization). Cette méthode a pour intérêt de conver-
ger plus rapidement que les autres méthodes, en projetant, avant chaque itération, les
Mk−1 + µMk−1

∂J(Mk−1,Sk−1)
∂M et Sk−1 + µSk−1

∂J(M̄k−1,Sk−1)
∂S sur un espace choisi.

Le second type de méthode assez utilisé est celui des méthodes de calcul de volume. La
méthode N-FINDR [123] est une des plus connues même si elle nécessite la présence de pixels
purs pour chaque endmember. L'algorithme recherche alors les pixels qui permettent d'obte-
nir le volume de simplex le plus grand. Ces pixels correspondent au spectre des endmembers
(et sont des pixels purs). Ici, cette méthode ne peut pas être utilisée telle quelle puisqu'il
n'y a pas forcément de pixel purs dans les données considérées. La �gure 1.4 illustre ce
principe de minimisation de volume de simplex. Y sont disposés plusieurs pixels, dont trois
correspondent à des pixels purs, contenant trois endmembers di�érents. Le volume maximum
du simplex contenu à l'intèrieur des données est ainsi obtenu en considérant comme points
extrêmes les trois vrais endmembers. Pour cette �gure 1.4, les spectres des trois endmembers
utilisés ont été obtenus dans [60], auxquels ont été ajoutés un bruit additif gaussien. Le
nombre de bandes spectrales considéré est m = 900 et le nombre de pixels est 1000. De
nombreuses méthodes reposent sur un calcul de volume de simplex, et améliorent la mé-
thode N-FINDR. C'est le cas de la méthode Vertex Component Analysis (VCA), proposée
dans [82]. Cette méthode étudie la projection des données sur le sous espace orthogonal aux
endmembers déjà trouvés, le pixel le plus extrême après projection sera alors pris comme
nouvel endmember.

La �gure 1.5 regroupe ces méthodes et présente les résultats en termes de l'erreur qua-
dratique moyenne J (M,S). Sur cette �gure, les données reçues dans la matrice image Y
sont obtenues à l'aide d'un bruit additif gaussien et de 4 endmembers dont les spectres ont
été récupérés sur [60]. Les RSB ne sont pas tout à fait dé�nis comme précédemment pour
des raisons de visibilité des résultats : le RSB est ici dé�ni comme l'inverse de la puissance
du bruit. Sur la �gure 1.5, il varie de 1 à 1

0.001 . Les méthodes NMF1 et NMF2 correspondent
respectivement aux méthodes proposées dans [51] et [65] la di�érence entre les deux étant les
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Figure 1.4 � Simplex obtenu avec p = 3, m = 900 et N = 1000, données issues de [60].

contraintes rajoutées dans le critère de minimisation f(M,S). Cette �gure permet de voir
que les résultats sont du même ordre de grandeur, et qu'ils dépendent du critère de minimi-
sation choisi (visible notamment entre NMF1 et NMF2). Pour ces simulations, N = 1000 et
m = 96, ce qui correspond à une petite image, ce choix étant fait pour des raisons de durée
de calculs pour certaines méthodes. Pour les autres, prendre N et m plus grands ne change
pas les résultats. Les résultats obtenus ont été moyennés à partir de 10 simulations.

1.4 Modélisation CES d'une image hyperspectrale

Une image hyperspectrale peut se modéliser de di�érentes façons. Ici, comme déjà si-
gnalé, le modèle choisi est un modèle de mélange linéaire [58], [57], c'est à dire des données
mélangées linéairement et un bruit additif. Les données contenues dans M S sont des données
de terrain, toujours constituées des spectres des endmembers, rassemblés dans la matrice de
mélange M et leur proportion dans les di�érents pixels dans la matrice des abondances S.
Quand au bruit noté B jusqu'ici, il peut être dû à di�érents phénomènes et donc modélisé de
di�érentes façons. Comme aucun apriori n'est fait pour le bruit, l'approximer par un bruit
gaussien pourrait sembler un peu trop restrictif. La section suivante dé�nit ainsi un cas un
peu plus général qui sera considéré par la suite.

1.4.1 Les distributions elliptiques complexes et les matrices de Toe-

plitz

Les distributions elliptiques ont été introduites par Kelker en 1970 dans [55], puis étudiées
dans [3] et [16]. Elles sont utilisées notamment dans les applications pour des données issues
de radars, mais il faudra attendre 2004 pour qu'Ollila [85] élargisse le cas de ces distributions
au cas complexe, et qu'elles puissent ainsi être utilisées pour des applications plus diversi�ées
[86]. Les dé�nitions suivantes permettent d'introduire d'abord les distributions elliptiques
réelles avant la généralisation au cas complexe. Ces dé�nitions plus approfondies peuvent être
retrouvées dans la thèse [67]. Mais avant, voici un rappel sur les distributions gaussiennes
multivariées :

De�nition 1.4.1. Distribution réelle gaussienne multivariée
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Figure 1.5 � J(M,S) pour di�érentes méthodes, avec : N = 1000,m = 96, sur images
simulées avec des spectres hyperspectraux de [60] et un bruit additif gaussien.

Soit x ∈ Rm un vecteur aléatoire de matrice de covariance C, C une matrice hermitienne
et d'espérance µ. Alors il est dit gaussien réel multivarié si sa densité de probabilité peut
s'écrire :

f(x) =
1

(2π)m/2|C|1/2
exp

(
− (x− µ)

T
C−1 (x− µ)

2

)
. (1.16)

Il est alors noté : x ∼ N (µ,C)

La généralisation au cas complexe se fait comme suit, en reprenant les mêmes notations :

De�nition 1.4.2. Distribution complexe gaussienne multivariée
Soit z ∈ Cm un vecteur aléatoire de matrice de covariance C, C une matrice complexe

hermitienne, dé�nie positive, et d'espérance µ. Alors il est dit gaussien complexe multivarié
si sa densité de probabilité peut s'écrire :

f(z) =
1

(π)m|C|
exp

(
− (z− µ)

H
C−1 ((z− µ)

)
. (1.17)

Il est alors noté : z ∼ CN (µ,C)

Les distributions elliptiques réelles sont des distributions qui généralisent les distributions
gaussiennes multivariées réelles.

De�nition 1.4.3. Distribution elliptique réelle
Soit x ∈ Rm un vecteur aléatoire. Alors il est dit elliptiquement distribué s'il existe un

vecteur µ ∈ Rm, une matrice symétrique réelle, semi-dé�nie positive C ∈ Rm×m et une
fonction Ψ : R+ → R telle que la fonction caractéristique Φx−µ de x − µ corresponde à
t→ Ψ(tT C t) pour tout t ∈ Rm.

Il est alors noté : x ∼ Em(µ,C).



1.4. Modélisation CES d'une image hyperspectrale 15

L'article [16] apporte une dé�nition plus appliquée de ces distributions : si x ∼ Em(µ,C),
tel que C est de rang k ≤ m alors x peut se décomposer, par dé�nition, de la manière
suivante :

x = µ + r∆u(k) , (1.18)

où ∆ ∈ Rm×k, de rang k, est telle que C = ∆∆T , u(k) ∈ Rk est un vecteur aléatoire de
distribution uniforme sur l'hypersphère unité Sk−1 dé�nie comme suit :

Sk−1 = {x ∈ Rk\ ‖x‖ = 1} , (1.19)

et r ∈ R une variable aléatoire positive indépendante de u(k). Il est également possible de
caractériser ces distributions par leur densité de probabilité, lorsqu'elle existe, c'est à dire
lorsque C est une matrice dé�nie positive et lorsque r a une fonction de répartition continue.
Cette densité de probabilité s'écrit alors, pour tout x 6= µ et pour g, une fonction positive
nommée génératrice de densité :

f(x) = cm,g |C|−1/2 g
(

(x− µ)
T

C−1 (x− µ)
)
, (1.20)

où cm,g est une constante de normalisation qui a pour expression exacte :

cm,g =

(
(2π)m/2

Γ
(
m
2

) ∫ ∞
0

tm−1 g
(
t2
)
dt

)−1

. (1.21)

Les équations (1.20) et (1.16) sont assez similaires, avec, au lieu de l'exponentielle, la fonction
g. Le cas complexe se généralise de la façon suivante :

De�nition 1.4.4. Distribution elliptique complexe généralisée [85]
Soit z ∈ C un vecteur aléatoire tel que z = x + iy, x ∈ Rm, y ∈ Rm, i tel que i2 = −1.

Alors z a une distribution elliptique complexe généralisée si et seulement si z̃ = vect(x,y) ∈
R2m×1 a une distribution elliptique réelle.

La densité de probabilité de z̃ s'écrit, pour z 6= µ :

fz̃(z) = cm,g |C|−1 g
(

(z− µ)
H

C−1 (z− µ)
)
, (1.22)

avec, cette fois ci, la matrice de covariance C dé�nie de la même façon que dans [67], c'est à

dire C =

(
Cxx Cxy

Cyx Cyy

)
et µ =

(
µx
µy

)
. Les matrices Cxx, Cyy, Cxy et Cyx sont des matrices

réelles, et telles que Cxy = CH
yx. Soient : µ = µx + iµy, Γ = Cxx + Cyy + i (Cyx − Cxy)

et Σ = Cxx −Cyy + i (Cyx + Cxy), Γ la matrice de dispersion et Σ la matrice de pseudo-
dispersion.

Alors la notation usuelle est : z ∼ GCE(µz,Γ,Σ, g).

Voici trois exemples de ce type de distribution :

� la distribution normale multivariée, avec

g(t) = exp(−t) , (1.23)

et cm,g = π−m ,

� la t-distribution multivariée, à µ degrés de libertés, où

g(t) =

(
1 +

2t

µ

)− 2m+µ
2

, (1.24)

et cm,g =
2m Γ

(
2m+µ

2

)
(π µ)m Γ(µ/2)

. Pour cette distribution, prendre µ = 1 renvoie à la distribu-

tion de Cauchy tandis que µ→∞ correspond à la distribution gaussienne multivariée.
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� la K-distribution multivariée de paramètre µ > 0 :

g(t) = t(µ−m)/2Kµ−m
(
2
√
µt
)
, (1.25)

Kµ−m(.) la fonction de Bessel modi�ée de second type d'ordre µ − m, et cm,g =
2µ(µ+m)/2

Γ(µ)πm .

Il est à noter qu'un théorème établi dans l'article [85] montre la proportionalité entre la
matrice de dispersion Γ et la matrice de covariance C de z. La densité de probabilité de
z peut se déduire de celle de z̃ comme proposé dans l'article [67]. Une sous-classe de ces
distributions est proposée dans l'article [61], qui est souvent utilisée dans les applications
en traitement du signal. Il s'agit des distributions elliptiques complexes du second ordre ou
circulaires, dont un cas particulier sera ici utilisé par la suite.

De�nition 1.4.5. Distribution elliptique complexe du second ordre [61]
Ce sont les distributions telles que z ∼ GCE(µz,Γ,0m×m, g). Dans ce cas, il est possible

d'écrire simplement la densité de probabilité de z :

f(z) = c2m,g 2m |Σ|−1 g
[
2(z− µ)HC−1(z− µ)

]
. (1.26)

En�n, une dernière dé�nition importante pour la suite est la dé�nition d'un cas parti-
culier qui caractérise les distributions elliptiques complexes du second ordre. Il s'agit des
distributions gaussiennes composées. Plusieurs résultats sur ces distributions sont donnés
dans [52].

De�nition 1.4.6. Distribution complexe gaussienne composée
Soit z ∈ Cm un vecteur aléatoire qui suit une distribution elliptique complexe du second

ordre, de moyenne nulle, de matrice de covariance C, C une matrice dé�nie positive et τ
une variable aléatoire positive de densité de probabilité pτ . Alors b =

√
τz a une distribution

gaussienne composée. La densité de probabilité de b peut s'écrire :

fb(b) =
1

πm |C|
hm
(
bH C−1 b

)
, (1.27)

où hm
(
bH C−1 b

)
=

∫ +∞

0

t−m exp

(
−bH C−1 b

t

)
pτ (t) dt, z est appelé speckle et τ tex-

ture.

Il est intéressant de noter que d'autres distributions peuvent être obtenues à partir de
cette famille de distributions, comme par exemple :

� la distribution gaussienne multivariée complexe : il su�t de choisir pour δ la fonction
de Dirac :

pτ (t) = δ(t− 1) , (1.28)

� la distribution de Laplace de paramètre b > 0, obtenue pour

pτ (t) =
b2

2
exp

(
−b

2t

2

)
, (1.29)

c'est à dire obtenue lorsque τ suit une loi exponentielle de paramètre
b2

2
.

� la distribution de Cauchy, obtenue pour

pτ (t) =
b2

2
t−2 exp

(
−b

2t

2

)
. (1.30)
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D'autres exemples sont donnés dans [52]. Certaines distributions peuvent également être
déduites de ces distributions gaussiennes composées sans pour autant que la fonction pτ n'ait
une expression explicite. Ces distributions gaussiennes composées présentent donc l'avantage
de regrouper un certain nombre de distributions connues et utilisées pour modéliser di�érents
types de bruits. Elles seront ainsi utilisées par la suite.

Pour une variable aléatoire b suivant une distribution gaussienne composée complexe, il
est donc possible de noter b =

√
τ z où z est un vecteur complexe de matrice de covariance

C. Par la suite, z sera pris de moyenne nulle et de matrice de covariance égale à l'identité. La
corrélation des données contenues dans b sera ainsi traduite comme suit : b =

√
τ C1/2z. Une

image hyperspectrale sera alors modélisée avec une matrice de bruit B de une distribution
CES. Le bruit B peut donc s'écrire :

B = C1/2 X T1/2 , (1.31)

avec quelques hypothèses et dé�nitions supplémentaires que voici :

Hypothèse 1

• T ∈ RN×N est une matrice diagonale, contenant sur sa diagonale, pour tout i ∈ J1, NK,
les τi correspondant aux τ de la distribution gaussienne composée pour chaque pixel.

• X ∈ Rm×N est un bruit d'entrées indépendantes et identiquement distribuées, de
moyennes zéro et de variances unité.

Hypothèse 2

• C ∈ Cm×m est une matrice de Toeplitz (voir [41] pour plus de détails sur les matrices
de Toeplitz et ci-après).

Ce dernier point est développé par la suite. Cette hypothèse permet d'obtenir dans les
chapitres suivants une estimation plus consistante de la matrice C et ne dégrade pas les
résultats obtenus sur signaux réels.

Les matrices de Toeplitz sont des matrices dont les éléments sur une même diagonale
sont tous identiques. Leurs propriétés ont été largement exploitées ( voir [41] pour une étude
globale de ces matrices, [40] pour l'étude de la distribution de leurs valeurs propres) , et sont
utilisées pour de nombreuses applications en traitement du signal, telles par exemple que
des applications pour les séries temporelles [14], pour l'estimation de canaux parcimonieux
[47], pour la détection de sources [119] ou encore pour l'estimation d'angles d'arrivées [1].
Ici, C sera supposée de Toeplitz, hypothèse discutable mais déjà utilisée pour des images
hyperspectrales par exemple dans la thèse [93], mais cette hypothèse ne sera pas toujours
nécessaire dans les di�érents chapitres et sections. Cette hypothèse vient de l'utilisation
possible de certains résultats théoriques non utilisables sinon, et d'une certaine réalité phy-
sique, comme vont le montrer les simulations sur images réelles, simulations qui ne sont
généralement pas a�ectées par cette hypothèse qui conduit parfois à une amélioration des
résultats.

1.4.2 Récapitulatif sur le modèle et les hypothèses

Voici quelques notations supplémentaires : pour tout vecteur x de taille m, L : x→ L(x)
est la matrice m×m dé�nie comme l'opérateur de Toeplitz : ∀i, j ∈ J1,mK, ([L(x)]i,j)i≤j =

xi−j et ([L(x)]i,j)i>j = x?i−j . Pour toute matrice A de taille m ×m, T (A) représente la
matrice L(ǎ) où ǎ est le vecteur dont chaque composant ǎi, 1≤i≤m contient la somme de la
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i−ième diagonale de A divisée par m. C'est à dire :

T (A) =
1

m



∑
i=j

[A]i,j
∑
j=i+1

[A]i,j . . . [A]1,m∑
i=j+1

[A]i,j
∑
i=j

[A]i,j
. . .

. . .
. . .

...∑
i=j

[A]i,j


. (1.32)

Cet opérateur T peut être vu comme une opération de "toeplitzi�cation" (recti�cation)
consistant à rendre une matrice A de Toeplitz.

Pour des données hyperspectrales Y = [y1, . . . ,yN ] de taille m×N contenant N obser-
vations {yi}i∈J1,NK de taille m constituées de p endmembers mélangés auxquels s'ajoute un
bruit additif, le modèle choisi est donc le modèle suivant :

yi =

p∑
j=1

si,jmj +
√
τi C

1/2 xi , i ∈ J1, NK , (1.33)

où, autrement écrit :
Y = M S + C1/2 X T1/2 . (1.34)

La matrice C, supposée hermitienne, non-négative et de Toeplitz, est telle que : C =
L
(
[c1, . . . , cm]T

)
, où encore :

C =


c1 c2 . . . cm
c?2 c1 . . . cm−1

. . .
c?m c?m−1 . . . c1

 .

Et ce, sous les hypothèses 1 et 2 (1.4.1), auxquelles est rajoutée l'hypothèse suivante :

Hypothèse 3 :

• m et N sont supposés grands, et même tels que N →∞, m→∞ avec cN =
m

N
→

N→∞
c > 0.

Le modèle choisi est donc celui d'un bruit CES corrélé par une matrice C, dans le cadre
du régime des grandes dimensions (hypothèse 3). Ce régime des grandes dimensions signi�e
en pratique que m et N sont grands, et du même ordre de grandeur. Ce modèle se justi�e
plutôt bien dans la pratique et englobe plus de cas que les modèles reposant sur un bruit
gaussien, blanc, connu ou encore les modèles qui ne prennent pas en compte le bruit. La
plus grande di�culté est ici que seule la matrice Y est supposée connue, et que ni le bruit,
ni p, ni les matrices M, S et leurs dimensions ne sont connus.

1.5 Limite des méthodes proposées et motivations pour

la théorie des matrices aléatoires

Certaines des hypothèses faites sur le modèle choisi ne permettent pas d'utiliser des
méthodes classiques présentées précédemment, puisque les conditions d'application ne sont
pas toutes véri�ées.
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Figure 1.6 � N = 1000, m = 10, p = 4, bruit CES.

1.5.1 Méthodes d'estimation du nombre d'endmembers qui reposent

sur un critère d'information théorique

Les méthodes d'estimation du nombre d'endmembers qui reposent sur un critère d'in-
formation théorique ne peuvent pas être utilisées dans le cas d'un signal corrélé en grandes
dimensions. En e�et, la méthode AIC tend à surestimer le nombre d'endmembers dans le
cas des grandes dimensions, et les trois méthodes n'estiment plus correctement le nombre
d'endmembers pour le cas d'un bruit CES, même pour des faibles dimensions. La �gure
1.6 montre que pour les mêmes données que sur la �gure 1.3, l'ajout d'un bruit CES à la
place d'un bruit gaussien fausse les résultats : la méthode RAD [94] renvoie un nombre
d'endmembers égal à 1, tandis que les méthodes AIC et MDL surestiment cet ordre à p̂ = 6.

Les auteurs de [114] ont travaillé sur ce problème et proposent de rajouter un terme
de pénalité à �xer pour rendre la méthode AIC consistante dans le cadre de l'hypothèse 3
(1.4.2). En e�et, la consistance des estimateurs qui utilisent un critère d'information théo-
rique provient du fait que, lorsque N → ∞ avec m constant, la SCM converge presque

surement vers la matrice de covariance réelle en
√

log(log(N))
N . Or ceci n'est plus vrai sous

l'hypothèse 3 (1.4.2) comme présenté dans la partie introduisant les matrices aléatoires. Les
méthodes AIC, MDL et RAD ne sont donc plus applicables en grandes dimensions sans
ajouter un terme de pénalité assurant leur consistance. Mais ce terme ne permet pas d'ob-
tenir de bons résultats pour un bruit CES. Quand à la méthode RAD, même si elle est plus
robuste au cas de la corrélation du bruit, elle ne donne pas de bons résultats pour le bruit
CES de la �gure 1.6, et ne s'applique pas non plus au régime des grandes dimensions.

1.5.2 Méthodes statistiques d'estimation du nombre d'endmembers

La méthode Hysime [12], qui donne de bons résultats dans le cas où N →∞ pour m �xé,
ne permet pas de retrouver le bon nombre d'endmembers sous l'hypothèse 3 (1.4.2) lorsque le
bruit est CES. La simulation de la �gure 1.7 montre les performances de la méthode Hysime
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Figure 1.7 � Performances de la méthode Hysime pour di�érents cas de �gure.

pour les cas suivant : Hysime1 est un cas de faible dimension, dé�ni par N = 1000, m = 96
avec un bruit gaussien, Hysime2 est un cas de dimension plus importante avec un bruit CES,
pour N = 1000 et m = 960. Le bruit est soit estimé comme proposé par J.Nascimento et J.
Bioucas-Dias dans [12], dans ce cas la méthode est annotée d'un "B1", soit le vrai bruit est
mis en entrée de l'algorithme Hysime. Le vrai p est indiqué en bleu.

Que le vrai bruit soit fourni en entrée de l'algorithme ou non, les résultats sont bien
plus mauvais en grande dimension avec un bruit CES (Hysime2). De plus, le bruit n'est en
général pas disponible et la méthode de [12] ne permet pas de l'estimer correctement dans
le cas CES de grande dimension, comme visible sur la courbe de la méthode Hysime2 B1
qui trouve p̂ = 0 pour des forts RSB, alors que pour la méthode Hysime1, la �gure montre
bien que le bruit est correctement estimé et que la méthode est consistante pour des RSB
plus faibles que Hysime2. Les courbes Hysime1 et Hysime1 B1 se superposent, montrant que
le bruit est correctement estimé. Dans un cas pratique, sur une image réelle, il n'est donc
pas possible d'estimer correctement le nombre d'endmembers avec cette méthode si l'image
réelle se rapproche plus du modèle proposé ici que du modèle gaussien en faible dimension.
En e�et, dès que le bruit n'est pas su�samment bien estimé ou si les RSB sont trop faibles,
la méthode ne trouvera pas le bon nombre d'endmembers.

1.5.3 Méthodes de démélange géométriques

Les méthodes de démélange qui reposent sur un principe de minimisation de volume
ne peuvent pas être utilisées telles quelles. En e�et, dans le cas où l'image hyperspectrale
est corrélée, alors le simplex représentant les di�érents pixels de l'image ne permet pas
de localiser les endmembers. Ceci est visible sur la �gure 1.8, sur laquelle, à droite, sont
représentées les mêmes données que sur la �gure 1.4 mis à part le bruit qui est corrélé
fortement. La �gure de gauche montre un cas moins extrême pour lequel le bruit est corrélé
avec la matrice W = L(ρ0, . . . , ρm−1), pour ρi = 0.7i, i ∈ J0,m − 1K. Sur ces �gures, les
pixels sont beaucoup plus éparpillés et les méthodes de maximisation de volume échouent.
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Figure 1.8 � Représentation des données dans un simplex, N = 1000, m = 900, données
corrélées.

La �gure 1.9 suivante montre l'évolution de J(M,S) en fonction du rapport signal sur
bruit pour les di�érentes méthodes présentées précédemment. Il est à noter que l'augmenta-
tion de la dimension dégrade les performances des méthodes NMF. Sur la �gure 1.9, le bruit
simulé est un bruit CES, tel que les τi suivent une loi inverse gamma de paramètre 1.1 et la
matrice de corrélation est telle que W = L(ρ0, . . . , ρm−1), pour ρi = 0.99i, i ∈ J0,m − 1K.
Le bruit est donc fortement corrélé. Les dimensions choisies sont N = 1000 et m = 960.
Les sources sont également issues de la base de donnée en ligne [60], et les RSB, dé�nis
comme pour la �gure 1.5, varient également entre 1 et 1

0.001 . Les performances des estima-
teurs sont dégradées, sauf pour la méthode VCA, qui renvoie des résultats assez similaires.
Pour les autres méthodes, l'erreur calculée est assez importante, d'autant plus que le nombre
d'endmembers était supposé a priori connu. Les di�érentes contraintes rajoutées sur le vo-
lume notamment, n'apportent rien de plus par rapport à la méthode VCA, puisque ces
contraintes n'ont plus le même sens au vu de la �gure 1.8.

En�n, les deux graphes de la �gure 1.10 montrent les performances d'estimation de la

matrice M, c'est à dire
∥∥∥M̂−M

∥∥∥
F
. Pour la première �gure, le bruit est gaussien, N = 1000

et m = 96, tandis que sur la seconde, le bruit est un bruit CES, de mêmes paramètres (RSB,
forme du bruit) que pour la �gure 1.9. Les résultats montrés sur ces �gures sont les moyennes
des résultats obtenus pour 10 itérations. Au vu de la dé�nition du RSB, les résultats doivent
rester plus ou moins constants selon le RSB. Sur la �gure de droite, la méthode NMF2 a été
retirée car donnait de trop mauvais résultats.

Sur les �gures 1.10, les ordres des méthodes donnant les meilleures performances sont
changés par rapport à la �gure 1.9. Ainsi, la méthode VCA, donnant les meilleurs résultats
pour la minimisation du critère, ne donne plus les meilleurs résultats en ce qui concerne
l'estimation de M.

Ainsi, plusieurs éléments sont à considérer : la bonne minimisation du critère mais aussi
l'estimation correcte des matrice M et S. La meilleure méthode serait celle qui véri�e ces
éléments.

1.5.4 Motivations pour la théorie des matrices aléatoires

Les images hyperspectrales, comme présentées précédemment, sont des signaux de grande
dimension qui peuvent être corrélées spatialement. Certaines méthodes, pourtant reconnues
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pour leur e�cacité, ne le sont plus pour résoudre les problèmes fréquemment rencontrés
présentés précédemment si l'on considère une image hyperspectrale plus complexe, sans
faire d'hypothèses parfois restrictives. Une autre solution serait de considérer un très grand
nombre de pixels pour ne plus être sous l'hypothèse 3 (1.4.2) mais les temps de traitements
seraient beaucoup plus longs et le nombre d'endmembers risque d'être autant plus important
que le nombre de pixels, lié à la surface de terrain prise en compte dans l'image, est grand.
Une dernière solution souvent adoptée est la réduction des données, par projection par
exemple, comme le fait E.R. Manolakis dans son article [71], où les données sont réduites
pour faciliter leur traitement.

La théorie des matrices aléatoires permet de caractériser des variables aléatoires de grande
dimension beaucoup plus précisément que par ces méthodes classiques. Récemment intro-
duite vers 2010 pour l'imagerie hyperspectrale, par exemple avec l'article [18], cette théorie
présente l'avantage par rapport aux autres méthodes de prendre en compte la grande di-
mension des images hyperspectrales sans chercher à la réduire. Elle apporte de nouveaux
outils statistiques adaptés, et reste encore à développer pour certains domaines. En e�et,
celle-ci ne s'applique pas seulement au domaine de l'imagerie hyperspectrale, puisque initia-
lement développée pour la physique nucléaire [121], elle se démocratise pour tout type de
domaine nécessitant l'analyse d'un grand nombre de données, telle que la biologie [5] ou les
télécommunications sans �l [30].

Pour l'application en imagerie hyperspectrale, l'intérêt est l'étude des valeurs propres de
matrices de covariance pour estimer correctement le sous espace des endmembers. La théorie
des matrices aléatoires permet ce genre d'étude, ce qui a motivé le sujet de cette thèse,
cherchant à développer des méthodes faisant appel à des outils statistiques de la théorie des
matrices aléatoires pour l'imagerie hyperspectrale.

1.6 La théorie des matrices aléatoires

1.6.1 Introduction à la théorie des matrices aléatoires

La théorie des matrices aléatoires propose des outils théoriques permettant de développer
des méthodes d'estimation adaptées au cas de l'imagerie hyperspectrale. Cette théorie traite
des matrices, ici de grande dimension, dont les entrées sont des variables aléatoires, dé�nies
rigoureusement par :

De�nition 1.6.1. Matrice aléatoire
Une matrice aléatoire X est une matrice considérée comme une variable aléatoire d'un

espace probabilisé (Ω, C, Pr), Pr une mesure de probabilité, dont les entrées sont des variables
aléatoires dans un espace mesurable.
Une réalisation de X pour un point ω ∈ Ω notée rigoureusement X(ω), sera par la suite
notée X en omettant de parler du point de réalisation, et ce, pour simpli�er les écritures.

Cette théorie ne fut développée que récemment, d'abord par les travaux de J. Wishart
en 1928 [124], qui étudia les matrices de covariances empiriques de matrices aléatoires,
dont notamment, largement étudiées, les matrices de Wishart. Ces matrices peuvent s'écrire
comme le produit W WH d'une matrice W ∈ Cm×m dont les colonnes sont des vecteurs
indépendants et de moyenne nulle. En ce qui concerne les matrices de grande dimension,
elles furent introduites pour la physique nucléaire et la mécanique quantique dans l'étude
de particules par E. Wigner en 1955 [121]. Ce fut alors l'occasion d'introduire les matrices
de Wigner, elles aussi largement étudiées par la suite. Depuis, l'émergence de nouveaux
domaines et méthodes en traitement du signal a souvent conduit à l'acquisition d'un grand
nombre de données à traiter. De nouveaux outils statistiques ont ainsi été développés à partir
de ces travaux de recherche a�n d'analyser correctement ces observations dont le nombre N
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et la dimension m sont grands. Ces nouveaux outils sont utiles dans de nombreux domaines
tels que les communications et le traitement d'antennes [27], le traitement radar [89], la
�nance [98], et pour des problèmes plus généraux tels que l'estimation du sous-espace signal
[45] et la détection de sources [62]. En ce qui concerne l'imagerie hyperspectrale, elle n'y est
encore que très peu utilisée, et ceci fera l'objet d'une section suivante.

L'intérêt de la théorie des matrices aléatoires appliquée à l'imagerie hyperspectrale est
qu'elle permet l'étude des valeurs propres de matrices de grande dimension, permettant,
notamment, l'estimation du sous espace signal. Les images hyperspectrales pouvant être
modélisées par des matrices de grande dimension, cette théorie semble ainsi particulière-
ment adaptée. Elle nécessite ainsi l'estimation de la matrice de covariance du signal, comme
pour les méthodes classiques présentées en 1.2, pour pouvoir ensuite estimer les valeurs
propres et vecteurs propres associés au sous-espace signal. Or, comme montré dans la sec-
tion précédente, en régime classique, c'est à dire lorsque N tend vers l'in�ni, pour m �xé, les
estimations de la dimension du sous espace signal ou les estimations de M et S sont consis-
tantes. Mais lorsque N et m tendent vers l'in�ni avec un rapport constant, ces méthodes ne
sont plus consistantes. Le régime des grandes dimensions étudié par la théorie des matrices
aléatoires donne des résultats di�érents pour ce type de données, et propose une interpréta-
tion des résultats en lien avec la structure des données. En pratique, le régime des grandes
dimensions signi�e que les grandeurs N et m sont toutes deux proches en ordre de grandeur,
alors que les méthodes présentées précédemment s'utilisent plutôt pour des signaux tels que
la dimension N est grande, et surtout importante par rapport à la dimension des données
m.

1.6.2 Quelques éléments de base en théorie des matrices aléatoires

La théorie des matrices aléatoires a de nombreuses applications, mais ici la partie utile de
cette théorie est l'étude de la matrice de covariance estimée Ĉ, sous l'hypothèse 3 (1.4.2). Il
est en particulier intéressant de regarder la distribution des valeurs propres de cette matrice,
pour distinguer, lorsque cela est possible, les valeurs propres issues du bruit et celles des
endmembers. Ainsi, cette partie et les parties suivantes s'appliquent à présenter quelques
résultats sur la distribution des valeurs propres, en sachant que l'intérêt est de pouvoir
ensuite séparer les valeurs propres du bruit et celle du signal. La distribution des valeurs
propres des matrices de covariance pour un signal constitué uniquement de bruit doit donc
être étudiée, pour ensuite pouvoir les distinguer de celles du signal.

Cette étude a déjà été menée, pour di�érents modèles de matrices de covariance, comme
par exemple dans les articles [30], [75], [76] ou encore [31]. Ces études reposent sur la loi de
Marchenko-Pastur [72], développée en 1967 par Marchenko et Pastur qui peut être introduite
de la manière suivante : soient N vecteurs d'observations [y1, . . . ,yN ] ∈ R de taille m avec,
pour tout i de l'intervalle J1, NK, yi indépendants et identiquement distribuées, suivant une
loi normale de moyenne nulle et de matrice de covariance C ∈ Cm×m. Alors la loi des grands
nombres stipule que :∥∥∥∥∥ 1

N

N∑
i=1

yi y
T
i −C

∥∥∥∥∥ p.s.→ 0 lorsque N →∞ m �xé. (1.35)

Maintenant, dans le cadre de l'hypothèse 3, alors l'équation (1.35) n'est plus valable :∥∥∥∥∥ 1

N

N∑
i=1

yi y
T
i −C

∥∥∥∥∥ p.s.9 0 lorsque N →∞ etm→∞ avec
m

N
→ c , c ∈ R+ , (1.36)

même si, terme à terme, chaque élément de la SCM, soit, de la matrice
N∑
i=1

yiy
T
i tend p.s. vers

l'élément correspondant de la matrice C. Par exemple, pour C = Im, c'est à dire dans le cas
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Figure 1.11 � Distribution des valeurs propres de la SCM d'un bruit blanc, à gauche
cN = 0.01 et à droite cN = 0.57.

d'un bruit blanc gaussien, les valeurs propres de
1

N

N∑
i=1

yiy
T
i , correspondant à l'estimation

empirique de la matrice de covariance, tendent vers 1, dans le cas où seul N tend vers l'in�ni
et m est �xé. Elles seront notées λ̂k pour k ∈ J0,m− 1K par la suite. La �gure de gauche de
1.11 illustre la loi des grands nombres, pour N = 10000 et m = 100. Cependant, sur la �gure
de droite de 1.11, où N = 700 et m = 400, les valeurs propres ne sont plus réparties autour
de 1 d'une façon symétrique mais suivent la loi de Marchenko-Pastur. Ainsi, beaucoup de
méthodes qui reposent sur cette loi des grands nombres ne peuvent s'appliquer au cas où N
etm sont du même ordre de grandeur. Cependant, comme la distribution des valeurs propres
reste connue (c'est la loi de Marchenko-Pastur), la théorie des matrices aléatoires développe
de nouveaux outils théoriques pour appréhender correctement la distribution des valeurs
propres du bruit pour ces signaux de grande dimension. A�n de dé�nir la loi de Marchenko-
Pastur, soit A ∈ Cm×m une matrice aléatoire de valeurs propres λk, k ∈ J0,m − 1K , alors
µA, l'e.s.d. (Distribution Spectrale Empirique) de cette matrice est dé�nie de la manière

suivante : µA = 1
m

m−1∑
k=0

δλk .

La loi de Marchenko-Pastur est dé�nie comme suit :

Théorème 1.6.1. Loi de Marchenko-Pastur [30]
Soit Y ∈ Cm×N composée d'éléments indépendants et identiquement distribués de moyennes

nulles et de variances unités. Alors, sous l'hypothèse 3 (1.4.2), l'e.s.d. de la SCM
1

N
YYH

converge faiblement vers une fonction Fc non aléatoire dont la densité de probabilité est
donnée par :

fc(x) = (1− c−1)+ δ(x) +
1

2π c x

√
(x− a)+ (x− b)+ 1]a,b[(x) , (1.37)

où a = (1−
√
c)

2
, b = (1 +

√
c)

2
et δ(.) est la distribution de Dirac en zéro. La fonction Fc

est la loi de Marchenko-Pastur.

Un cas un peu plus général peut être montré, lorsque les éléments de la matrice Y ont
une variance égale à σ2. Dans ce cas, le support de la loi devient ]a, b[=]σ2(1−

√
c)2, σ2(1 +√

c)2[. Cette loi montre que les estimateurs qui supposent que l'e.s.d. des valeurs propres est

indépendante de cN =
m

N
ne peuvent donner de bons résultats puisque ce postulat est faux.
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Figure 1.12 � Distribution des valeurs propres de
1

N
YYH pour di�érentes valeurs de c

Sur la �gure 1.12 est représenté, pour di�érentes valeurs de c, la loi de Marchenko-Pastur,
a�n de bien illustrer ce phénomène. Plus la grandeur c est proche de 0, plus la distribution
se rapproche de 1. Ainsi, en partant de matrices aléatoires, il est possible d'obtenir une
distribution de probabilité à support déterministe borné et connu pour leurs valeurs propres.
Ce support ne dépend que de la grandeur c et de la variance des données.

La �gure 1.13 montre, pour une même valeur de c mais pour des valeurs de m et N
di�érentes, les di�érents histogrammes obtenus pour les valeurs propres de la SCM pour un
signal constitué d'un bruit blanc gaussien de moyenne nulle et de variance unité. Sur cette
�gure, en rouge, est aussi représenté la loi de Marchenko-Pastur. Il est bien visible que cette
loi dépend du paramètre c et non directement des grandeurs m et N . Par ailleurs, pour des
valeurs relativement faibles de N , (comme par exemple N = 100 sur la �gure 1.13), il est
possible d'être dans le cas où la loi des grands nombres ne s'applique déjà plus.

La preuve de cette loi peut se trouver dans [30] et peut se faire selon di�érentes approches.
L'une d'elle fait appel à un outil primordial pour la suite qui est la transformée de Stieltjes,
présentée ci-après.

Mais avant d'introduire cette notion, comme un certain nombre de méthodes reposent
sur l'étude des plus grandes valeurs propres ou de la plus grande valeur propre de matrice
de covariance et non sur la distribution de toutes les valeurs propres, la littérature propose
de nombreuses études de la distribution de la plus grande valeur propre pour des matrices
particulières. En e�et, dans l'optique de distinguer les valeurs propres du bruit et celles dues
aux endmembers, il semble judicieux de connaître la valeur de la plus grande valeur propre du
bruit, et ce, pour poser par la suite un seuil qui déterminera quelles sont les valeurs propres
qui ne peuvent pas être des valeurs propres dues au bruit. Par exemple, les �uctuations de la
plus grande valeur propre d'une matrice de Wishart centrée ont été étudiées. Ces matrices,
qui ont une dé�nition assez simple, sont rencontrées dans le cas de signaux indépendants et
de moyenne nulle, pour lesquels la SCM est étudiée. Leur étude donne le théorème suivant :
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Figure 1.13 � Loi de Marchenko-Pastur et histogramme des valeurs propres pour un bruit
blanc gaussien, de variance unité et de moyenne nulle, c = 0, 90, avec, à droite N = 100 et

m = 90, et, à gauche, m = 900 et N = 1000.

Théorème 1.6.2. Loi de Tracy-Widom : Soit Y ∈ Cm×N composée d'éléments indépen-
dants et identiquement distribués de moyennes nulles et de variances unités. Soit λ0 la plus

grande valeur propre de
1

N
YYH , cN =

m

N
, bN = (1 +

√
cN )2 et σN = (1 +

√
cN )c

4/3
N . Alors,

pour tout x appartenant à un ensemble compact :

P

(
m2/3 λ0,N − bN

σN
≥ x

)
→

N→∞
FTW (x), (1.38)

où FTW (.) représente la fonction de répartition de la loi de Tracy-Widom, dé�nie comme
suit :

FTW (t) = exp

(
−
∫ +∞

t

(x− t)2 q(x) dx

)
, (1.39)

avec q(.) la fonction de Painlevé II solution de l'équation di�érentielle ci-dessous :

q′′(x) = x q(x) + 2 q3(x),

q(x) ∼
x→∞

Ai(x),

avec Ai(x) =
1

2π

∫
exp

(
i x t+

i t3

3

)
dt.

Cette loi est tracée sur la �gure 1.14 ainsi qu'un histogramme des plus grandes valeurs
propres de 1

NYYH . Sur cette �gure, il est visible que la plupart des plus grandes valeurs
propres se répartissent autour d'une valeur moyenne, et que la distribution de cette loi n'est
pas à queue lourde. Cette loi n'est cependant pas une loi centrée. Cette loi permet ainsi
de prédire, pour une valeur de Probabilité de Fausse Alarme (PFA) donnée, quelle sera la
valeur de la plus grande valeur propre du bruit d'un signal.

L'expression de le loi de Tracy-Widom n'étant pas explicite, des tableaux de valeurs
donnant la fonction de répartition de cette loi sont utilisés. Cette loi caractérise donc la
distribution de la plus grande valeur propre de la loi de Marchenko-Pastur. Un cas plus
général a été étudié dans l'article [78], pour le cas des matrices V = C1/2Y, C ∈ Cm×m
une matrice déterministe non négative. Alors dans ce cas le théorème s'applique mais pour
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Figure 1.14 � Loi de Tracy-Widom et histogramme des valeurs propres, cN = 0.57.

des valeurs di�érentes de bN et σN qui vont dépendre de la distribution spectrale de C.
Ce théorème est ainsi utile lorsqu'il s'agit de donner, pour une PFA donnée, le nombre
d'endmembers présents dans l'image. Ce point sera développé un peu plus tard.

En ce qui concerne la transformée de Stieltjes, elle est dé�nie de la manière suivante,
Supp désignant le support :

De�nition 1.6.2. Transformée de Stieltjes
Soit µ une mesure �nie réelle, z ∈ C \ Supp(µ). Alors la transformée de Stieltjes de la

mesure µ est dé�nie comme suit :

mµ(z) =

∫
1

t− z
µ(dt). (1.40)

De�nition 1.6.3. Transformée inverse de Stieltjes
Soit µ une mesure �nie réelle. Alors, pour tout a et pour tout b points du support de µ,

µ([a b]) = lim
ε→0

1

π

∫ b

a

Im [mµ(x+ i ε)] dx. (1.41)

Si µ possède une densité de probabilité f en x, alors :

f(x) = lim
ε→0

1

π
Im [mµ(x+ i ε)] . (1.42)

La transformée de Stieltjes est utilisée en pratique pour la caractérisation d'e.s.d. des va-
leurs propres de la matrice de covariance. En e�et, la fonction de répartition dé�nie comme :

Q̂m(λ) =
1

m
]k, {λ̂k ≤ λ} ,

n'est, en pratique, pas facile à étudier [75] (Rappel : les λ̂k correspondent aux valeurs

propres de
1

N

N∑
i=1

yiy
H
i pour des vecteurs yi complexes, i ∈ J1, NK). Il est alors plus aisé
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de considérer la transformée de Stieltjes de Q̂m(λ), pour en déduire le comportement des
valeurs propres dans des cas plus ou moins complexes. De plus, l'expression de la transfor-

mée de Stieltjes peut avoir une forme assez simple dans le cas d'une matrice
1

N

N∑
i=1

yi y
H
i

puisque mQ̂m
(z) =

1

m

m−1∑
i=0

1

λ̂i − z
=

1

m
Tr

( 1

N

N∑
i=1

yi y
H
i − z Im

)−1
 pour tout z ∈ C+,

C+ = {z ∈ C|Im(z) > 0}, d'où son utilisation notamment dans la preuve de la loi de
Marchenko-Pastur.

1.6.3 Distribution des valeurs propres pour un modèle plus général

Maintenant qu'il a été montré que les valeurs propres d'une matrice de covariance n'ont
pas le même comportement en grande dimension, il apparaît plus clairement l'utilité d'étu-
dier de nouveau la distribution de ces valeurs propres. En particulier, dans le cas où le signal
n'est constitué que d'un bruit, l'étude des valeurs propres de la matrice de covariance permet
de décider ensuite quelles valeurs propres appartiennent au bruit, et quelles valeurs propres,
avec une certaine probabilité ou avec certitude, sont dues à la présence d'endmembers. Et
ceci permet la mise en place d'outils adaptés pour le problème de l'imagerie hyperspectrale,
puisque la plupart des méthodes reposent sur l'étude de ces valeurs propres.

Le théorème suivant donne toute son importance à la loi de Marchenko-Pastur puisqu'il
assure qu'aucune valeur propre du bruit ne peut se retrouver en dehors de la distribution. Il
a été introduit par Z. Bai et J.W. Silverstein [7], et s'occupe d'un cas un peu plus général.

Théorème 1.6.3. Bai & Silverstein 1

• Soit X ∈ Cm×N une matrice de variables aléatoires indépendantes, identiquement
distribuées, de moyennes nulles, de variances unités et de moment d'ordre 4 �nis ;

• soit C de taille m ×m une matrice hermitienne dé�nie positive , de valeurs propres

λi(C), i ∈ J1,mK, et telle que l'e.s.d. FC =
1

m

m∑
i=0

δλi(C) de C converge en distribution

vers ν ;

• soit W =
1

N
C1/2XXH C1/2 ∈ Cm×m.

Alors, sous l'hypothèse 3 (1.4.2), si ‖C‖, la norme spectrale, est bornée, pour tout intervalle
[a, b], a > 0 en dehors du support de FC et de ν, la probabilité qu'aucune valeur propre de
W n'apparaisse dans [a, b] sous l'hypothèse 3 est égale à 1.

Ainsi, grâce à ce théorème, la distribution des valeurs propres de la matrice de covariance
du bruit a un support connu. Ce théorème ne donne cependant pas la distribution spectrale
des valeurs propres, alors qu'il est possible de la déterminer d'une façon non explicite, en
fonction de µ, par l'intermédiaire de la transformée de Stieltjes. C'est ce que montre le
théorème suivant, toujours issu de l'article [7].

Théorème 1.6.4. Bai & Silverstein 2
Soit C ∈ Cm×m telle que l'e.s.d. de C converge en distribution vers ν. Et soit W =

1

N
XHCX ∈ CN×N .

Alors µ
N

= 1
N

N∑
i=

δλi(W) converge presque sûrement et en distribution vers µ dont la trans-

formée de Stieltjes mµ est l'unique solution dans C+ = {z ∈ C Im(z) > 0} pour tout z ∈ C+

de l'équation :

mµ(z) =

(
−z + c

∫
1

1 + tmµ(z)
ν(dt)

)−1

. (1.43)
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Figure 1.15 � Distribution des valeurs propres pour c = 0.09, ν = 1
3δ1 + 1

3δ5 + 1
3δ10.

L'équation :
µ(x) = (1− c)1[0,∞](x) + µ(x) ,

permet de relier µ(x) et µ(x), l'e.s.d. limite pour W dé�nie comme µ l'est pour W. Il est
ainsi possible d'étudier aussi bien la distribution des valeurs propres de W que de W, qui
ne vont di�érer que par un certain nombre de valeurs propres nulles. Or, il se trouve que µ
est plus facile à étudier que µ. La relation suivante permet de lier leur deux transformées de
Stieltjes, pour pouvoir passer facilement de l'une à l'autre :

mµ(z) = cmµ(z) + (c− 1)
1

z
. (1.44)

La �gure 1.15 montre une distribution possible des valeurs propres lorsque par exemple

ν =
1

3
δ1 +

1

3
δ5 +

1

3
δ10. Sur cette �gure, plusieurs paquets de valeurs propres sont visibles,

autant de paquets que ν contient de "zones" contenant des valeurs propres, à condition que
la valeur choisie pour c le permette [75]. Ce choix de c impose une condition de séparabilité
sur les paquets de valeurs propres. En e�et, si le paramètre c est trop grand, certains paquets
fusionnent. Ainsi sur la �gure 1.15 sont visibles trois paquets de valeurs propres correspon-
dant aux trois valeurs propres de la matrice C choisie. Alors, le théorème précédent permet
de retrouver ces paquets de valeurs propres.

Le problème reste que ces expressions ne donnent pas le moyen de calculer explicitement
la transformée de Stieltjes voulue.

Pour obtenir le support de distribution des valeurs propres de la SCM, il est nécessaire de
considérer les manipulations mathématiques suivantes. Il est tout d'abord possible d'inverser
la relation, pour trouver, en fonction de cette transformée de Stieltjes, les z correspondants :

z(mµ) = − 1

mµ
+ c

∫
t

1 + tmµ
d(ν) .

Puis, les théorèmes suivant permettent de déterminer la distribution des valeurs propres de
la matrice W ou W. Ils sont repris dans [78], [101] et [30] notamment.

Tout d'abord, d'après la formule de la transformée de Stieltjes inverse, pour repasser à
la densité de probabilité de W, il su�t de calculer, pour tout point a, b de µ :

µ(b)− µ(a) = lim
ε→0

1

π

∫ b

a

Im
[
mµ(x+ iε)

]
dx .

Il s'agit donc de calculer la valeur limite de mµ(z) lorsque z ∈ C+ → x ∈ R.



1.6. La théorie des matrices aléatoires 31

Théorème 1.6.5. [30]
Soient W ∈ Cm×m et µ dé�nis comme précédemment.
Alors, ∀x ∈ R+, lim

z→x
z∈C+

mµ(z) existe et est notée m◦(x). m◦ est de plus continue sur R?.

De plus, pour tout x du support de µ, la densité de probabilité f(x) = µ(x) =
1

π
Im(m◦(x)).

Si f est une fonction analytique alors, ∀x ∈ R? , f(x) > 0 [30]. Ainsi, le théorème suivant
permet de déduire m◦(x) à partir de m.

Théorème 1.6.6. [30]
Soit Suppc le support complémentaire d'une distribution, et soient :

• G =

{
mµ / mµ 6= 0 , − 1

mµ
∈ Supp(ν)

}

• xµ une fonction dé�nie sur G par xµ : mµ → −
1

mµ
+ c

∫
t

1 + tmµ
d(ν).

Alors pour tout x ∈ R?, il est possible de calculer m◦(x) de la manière suivante :

• Si x ∈ Supp(µ), alors m◦(x) est l'unique solution sur G telle que Im(m◦(x)) > 0 de
l'équation x = xµ(mµ).

• Si x ∈ Supp(µ)c, alors m◦(x) est l'unique solution réelle sur G de l'équation x =
xµ(mµ) telle que x

′

µ(m◦) > 0.

De plus, pour tout mµ ∈ G, si x
′

µ(mµ) > 0 alors xµ(mµ) ∈ Suppc(µ).

Ainsi, pour aller plus loin, le support de µ correspond aux zones où x
′

µ(mµ) > 0. Les
bords du support de µ sont ainsi les solutions de :

1

m2
− c

∫
t2

(1 + tm)2)
ν(dt) = 0 ,

soit les solutions de ∫
t2m2

(1 + tm)2
ν(dt) =

1

c
. (1.45)

De plus, résoudre x
′′

µ(mµ) = 0 donnera le nombre de paquets présents, comme résumé dans

l'article de P. Vallet [113]. Et de cette façon, il est possible de retrouver une expression
un peu plus facile à calculer du support de la loi de la distribution de valeurs propres de
la matrice de covariance du bruit. Ceci peut être illustré par la �gure suivante 1.16, où
est représenté la fonction x en fonction de mµ. Le support complémentaire correspond aux
zones mises en valeur en rouge. Sur cette �gure, c = 0.009 pour plus de visibilité. Les autres
paramètres sont les mêmes que pour la �gure 1.15. Les bornes du support sont ainsi dé�nis
par les ordonnées des points en rouge sur la �gure 1.16. Des asymptotes sont également
visibles à chaque valeur propre c'est à dire pour mµ = −1, −1

5 et −1
10 . Il est donc possible de

retrouver le support de la distribution des valeurs propres de la SCM.

Le théorème suivant permet d'estimer correctement les valeurs propres de C, dans le cas
où les valeurs propres de la matrice W sont connues. Il sera repris et utilisé par la suite en
tant que théorème à l'origine de l'algorithme G-MUSIC.

Théorème 1.6.7. [75]

• Soient c1 < . . . < cK les K, K < m, di�érentes valeurs propres de la matrice C,

chacune de multiplicité m1, . . . ,mk et soit Mk =


k∑

j=1−1

mj + 1, . . . ,

k∑
j=1

mj

, pour

k ∈ J1, . . . ,mK, représentant en pratique les indices des valeurs propres correspondant
à la même multiplicité.
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Figure 1.16 � Zones correspondants au support complémentaire pour la distribution des
valeurs propres de la matrice W.

• Soient λ1 ≤ . . . ≤ λm les valeurs propres de W et soit le vecteur λ = (λ1 ≤ . . . ≤ λm)
T
.

• Soient µ1 ≤ . . . ≤ µm les valeurs propres de la matrice

(
diag(λ)− 1

N

√
λ
√
λ
T
)
,

diag(λ) une matrice contenant sur sa diagonale λ et des zéro ailleurs.

• Soient aussi ĉk, k ∈ J1, . . . ,mK tels que

ĉk =
N

mk

∑
i∈M

(λi − µi)

Alors, sous l'hypothèse 3 (1.4.2), et si les paquets des valeurs propres de C véri�ent les
conditions assurant leur séparabilité (voir plus haut et voir [30]),

∀k , ĉk − ck
p.s.→ 0 (1.46)

Ce théorème donne ainsi une estimation des valeurs propres de la matrice C lorsque
celles de W sont connues. Dans un cas assez général, il est ainsi toujours possible d'estimer
correctement la distribution des valeurs propres de la matrice d'intérêt, même si des lois
valables dans le cas m� N ne s'appliquent plus.

1.6.4 Distribution des valeurs propres pour le modèle Spiked

La distribution des valeurs propres de la matrice de covariance d'un signal constitué uni-
quement d'un bruit venant d'être étudiée, il est maintenant important d'étudier l'in�uence
d'un signal qui s'ajouterait aux données sur cette distribution.

À présent, il sera supposé que la matrice C est égale à l'identité et donc que la densité de
probabilité de la distribution des valeurs propres est la loi de Marchenko-Pastur. Lorsque les
valeurs propres du bruit et les valeurs propres des endmembers sont clairement di�érentiables,
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il devient alors possible d'estimer le nombre d'endmembers en comptant le nombre de valeurs
propres di�érentes de celles du bruit, évidemment à condition que le RSB des endmembers
soit su�samment élevé pour leur permettre de sortir du support de la loi de Marchenko-
Pastur. Mais ce point est développé dans le théorème 1.6.8 suivant. Le modèle Spiked en
théorie des matrices aléatoires correspond à un modèle ou une matrice de rang faible par
rapport aux dimensions m et N est ajoutée au bruit W de la partie précédente. Il fut
introduit par [54]. Il existe di�érents types de modèles spiked, additifs ou multiplicatifs,
et le modèle choisi ici pour les images hyperspectrales correspond parfaitement au modèle
multiplicatif.

Le modèle choisi est de la forme : Y = M S + B. Dans un premier temps, le modèle du
bruit est un modèle plus simple que celui choisi pour modéliser les images hyperspectrales,
c'est à dire B = X, X dé�nie comme précédemment c'est à dire une matrice d'élément
indépendants, gaussiens, (identiquement distribués) de moyenne nulle et de variance σ2.

Alors la matrice de covariance du signal peut s'écrire comme Γ =
1

N
MSSHMH +σ2Im. La

partie
1

N
MSSHMH peut être assimilée à une perturbation de rang faible. Le modèle pour

la matrice Y est alors équivalent au modèle suivant :

Y = Γ1/2 Z , (1.47)

ou Z est une matrice de taille m×N d'éléments gaussiens, indépendants, de moyenne nulle
et de variance unité. Alors le théorème suivant s'applique, pour un cas un peu plus général :

Théorème 1.6.8. [9]

Soit Y = (P + Im)
1/2

Z où Z ∈ Cm×N est une matrice d'entrées indépendantes, iden-
tiquement distribuées, de moyenne nulle, de variance unité et de moment d'ordre 4 �ni,
P ∈ Cm×m une matrice hermitienne non-négative de rang p �xe.

Soient ω0 ≤ . . . ≤ ωp−1 et λ̂0 ≤ . . . ≤ λ̂m−1 les valeurs propres de P et de
1

N
YYH

respectivement.
Alors :

Si ωk >
√
c,

λ̂k
a.s.→ (1 + ωk)

(
1 +

c

ωk

)
.

Sinon,
λ̂k

a.s.→ (1 +
√
c)2 .

Le théorème 1.6.8 donne ainsi la position des valeurs propres de la matrice de covariance
empirique engendrées par la partie des endmembers. La condition ωk >

√
c peut être vue

comme une condition de séparabilité des valeurs propres dues aux endmembers et celles
dues au bruit. La �gure 1.17 montre la distribution des valeurs propres de la SCM lorsque
deux endmembers indépendants sont ajoutés au signal avec un RSB su�samment fort. Deux
valeurs propres ressortent alors à droite de la distribution des valeurs propres du bruit.

La �gure 1.18 montre un autre cas, où 4 endmembers cette fois-ci sont présents sur
l'image, et où leur position a été calculée théoriquement grâce au théorème 1.6.8. Leur posi-
tions théoriques sont en rouge. Cette nouvelle illustration montre à la fois la correspondance
entre la théorie des matrices aléatoires et la distribution des valeurs propres de la SCM d'une
image hyperspectrale constituée d'endmembers auxquels s'ajoute un bruit gaussien.

La distribution de la plus grande valeur propre peut également être connue en fonction
de ωp−1 [8].

Si le bruit est un bruit gaussien corrélé, des résultats plus ou moins similaires existent,
et le nombre de valeurs propres dépassant de la loi de Marchenko-Pastur est connu, en
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Figure 1.17 � Distribution des valeurs propres de l'estimation empirique de la matrice de
covariance pour un bruit gaussien et deux sources indépendantes.
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Figure 1.18 � Distribution des valeurs propres de l'estimation empirique de la matrice de
covariance pour un bruit gaussien et quatre sources indépendantes.
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fonction des valeurs propres de la matrice de corrélation du bruit. Ces résultats, résumés
dans [23] mais qui ne seront pas exploités ici, montrent qu'il est possible, en fonction de
la fonction de corrélation et de la transformée de Stieltjes de sa distribution spectrale, de
connaître la distribution des valeurs propres de la matrice Y. Ainsi, même dans le cadre des
grandes dimensions, l'étude de la distribution des valeurs propres de matrices particulières
reste possible et a déjà donné lieu à la publication de nombreux résultats, qui seront utiles
pour la suite de cette thèse.

1.7 Quelques méthodes RMT pour l'imagerie hyperspec-

trale

Des méthodes utilisant des théorèmes et principes présentés dans la partie précédente
ont déjà été développées pour l'imagerie hyperspectrale, pour di�érents modèles que celui
choisi ici. Par exemple, les articles [46], [17], proposent d'estimer le nombre d'endmembers
pour ensuite pouvoir estimer leur spectre ainsi que leurs abondances en utilisant les résultats
sur les modèles Spiked.

Le bruit est assimilé à un bruit gaussien, de moyenne nulle et de matrice de covariance
Σ = σ2Im. La matrice de covariance empirique du signal Y est notée Λ̂ et a pour valeurs
propres λ̂1 ≤ . . . ≤ λ̂m. Les résultats sont donnés toujours sous l'hypothèse 3 (1.4.2). Les
hypothèses propres aux images hyperspectrales (somme des abondances égales à un, ...) sont
également prises en compte.

L'estimation du nombre d'endmembers p̂ peut se faire alors de la manière suivante ([46],
[19] par exemple) : d'après les résultats déjà présentés sur la loi de Tracy-Widom, la valeur
limite ω pour une PFA donnée, notée α, à partir de laquelle une valeur propre est une valeur
propre issue des endmembers, est

ω = σ2
(
1 +
√
c
)2

+
σ2 (1 +

√
c) c4/3

m2/3
F−1
TW (1− α) . (1.48)

Ainsi, pour estimer le nombre d'endmembers, il su�t de compter combien de valeurs propres
sont au delà de ce seuil, comme présenté dans [19] :

p̂Caw = min
k=1,...,m

(
λ̂k < σ2

(
βc
N2/3

s(α) +
(
1 +
√
c
)2))− 1 , (1.49)

avec s(α) une fonction de la fonction de distribution inverse de la loi de Tracy-Widom, et

βc = (1 +
√
c)
(

1 +
√
c−1
)1/3

. Cependant, cet estimateur n'est pas consistant, et d'autres

auteurs se sont appliqués à trouver un meilleur estimateur, comme présenté ci-après.

En notant γ̂1 ≤ . . . ≤ γ̂r les valeurs propres de Λ̂ dues aux endmembers et en supposant
que ∀i , γ̂i > 1 +

√
c, en notant φ : x → (x + 1)(1 + c

x ) pour tout réel x, alors d'après la
partie précédente :

λ̂j →
N→∞

σ2 φ(γ̂j) a.s. , pour tout 1 ≤ j ≤ r , (1.50)

λ̂j →
N→∞

σ2 (1 +
√
c)2 a.s. , pour tout j > r , (1.51)

ceci traduisant le fait que les valeurs propres des endmembers "sortent" de la distribution
de Marchenko-Pastur. L'estimateur alors proposé dans [46] est de considérer δ = λ̂j − λ̂j+1

pour j ∈ J1,m− 1K pour ensuite calculer :

p̂Hal = min{j ∈ J1,m− 1K / δj+1 < dN} , (1.52)
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où dN est un seuil à déterminer, sachant que l'estimateur p̂Hal est consistant si dN →
N→∞

0

et N2/3dN →
N→∞

∞ (voir l'article [90] pour le détail). Les auteurs de [90] proposent par

exemple dN =
4
√

2log(log(N))

N2/3
βc.

Une autre façon d'estimer le nombre d'endmembers, mais qui n'a pas été spéci�quement
appliqué au cas de l'imagerie hyperspectrale, est d'utiliser l'espacement entre les valeurs
propres comme proposé dans [118], appliqué ici à un cas plus simple que celui de l'article :

p̂V in = argmax
j∈J1,mK

λ̂j−1

λ̂j
> ε , (1.53)

où ε est un seuil à �xer.

Le problème principal de ces méthodes est l'estimation de la matrice de covariance du
signal, qui, si non consistante, peut mener à une surestimation du nombre d'endmembers.
En e�et, chacune de ces méthodes nécéssite l'utilisation d'un seuil, qui est obtenu soit en
prenant en compte les valeurs propres de cette matrice, soit �xé arbitrairement (ce qui
peut aussi poser problème). Des solutions sont ainsi proposées, comme dans l'article [17],
qui consiste à ne plus considérer seulement les valeurs propres de la matrice de covariance
estimée mais aussi les estimations des valeurs propres de la matrice de covariance du bruit.
Ceci présuppose d'avoir préalablement estimé le sous espace bruit.

1.8 Introduction à l'estimation robuste

Même si la théorie des matrices aléatoires propose des outils qui semblent adaptés à
l'imagerie hyperspectrale, il est aussi important de développer des méthodes d'estimation du
nombre d'endmembers qui soient robustes par exemple à la forme du bruit et notamment à la
présence de valeurs aberrantes. Comme les méthodes proposées ici s'appuient sur l'estimation
des valeurs propres de la matrice de covariance, cette section présente quelques estimateurs
robustes qui seront repris par la suite.

La famille d'estimateurs considérés est la famille des M-estimateurs. Ils sont issus de
la généralisation de l'Estimateur du Maximum de Vraisemblance (EMV), qui se présente
comme suit : soient [y1, . . . ,yN ] des signaux indépendants suivant une distribution CES
GCE(µ,Γ, g) telle que pour tout i ∈ J1, NK, f(y) = k |Σ|−1 g

((
y − µH

)
Σ−1

(
y − µH

))
,

avec k un paramètre d'échelle. g est supposée réelle et dérivable. Alors la log-vraisemblance
s'écrit :

L (µ,Σ) = k −N log (|Σ|) +

N∑
i=1

log
[
g
(

(yi − µ)
H

Σ−1 (yi − µ)
)]

. (1.54)

Par dérivation en fonction de µ et de Σ, la solution qui correspond au EMV est alors donnée
par les deux équations suivantes en µ̂ et Σ̂ :

µ̂ =

N∑
i=1

−g′(ui)
g(ui)

yi

N∑
i=1

−g′(ui)
g(ui)

Σ̂ =
1

N

N∑
i=1

−g′(ui)
g(ui)

(yi − µ̂)(zi − µ̂)H , (1.55)



1.8. Introduction à l'estimation robuste 37

où ui = (yi − µ̂)
H

Σ̂−1 (yi − µ̂) pour tout i ∈ J1, NK. En pratique, il s'agit de résoudre
itérativement ces deux équations. Voici deux exemples, où, la fonction g étant connue, il est
possible de retrouver l'EMV correspondant :

� pour la distribution gaussienne :

∀i ∈ J1, NK , g(ui) = exp(−ui) et
−g′(ui)
g(ui)

= 1 , (1.56)

ce qui donne comme solution pour Σ̂ la SCM.

� pour la K-distribution,

∀i ∈ J1, NK ,
−g′(ui)
g(ui)

=

√
µ

ui

Kµ−m−1 (2
√
µ t)

Kµ−m (2
√
µ t)

. (1.57)

Cependant, la fonction g n'est pas toujours connue. Une solution consiste à remplacer
les équations (1.55) par :

µ̂ =

N∑
i=1

v1(ui)yi

N∑
i=1

v1(ui)

Σ̂ =
1

N

N∑
i=1

v2

(
u2
i

)
(yi − µ̂) (zi − µ̂)

H
, (1.58)

avec, cette fois ci : ui la distance de Mahalanobis c'est à dire ui =
(

(yi − µ̂)HΣ̂−1(yi − µ̂)
)1/2

pour tout i ∈ J1, NK, et v1, v2 sont deux fonctions poids, qui ne dépendent pas de la distribu-
tion CES étudiée et qui véri�ent certaines hypothèses citées ci-après. L'existence et l'unicité
ont été montré par R.A. Maronna dans [74] sous réserve que les hypothèses suivantes soient
véri�ées :

Hypothèses de Maronna

• v1 et v2 sont deux fonction positives ou nulles, décroissantes et continues sur [0,∞[.

• Les fonctions dé�nies par Φ1 : x 7→ x v1(x) et Φ2 : x 7→ x v2(x) sont bornées.

• La fonction Φ2 est croissante et elle l'est strictement sur les intervalles où Φ2(x) <
supx ≥ 0Φ2(x).

• Soit Py la distribution empirique des signaux [y1, . . . ,yN ]. Il existe un x0 tel que, pour

tout hyperplan H, dim(H) < 2m− 1 et Py(H) ≤ 1− m

supx ≥ 0Φ2(x)
− x0.

La dernière hypothèse peut ne pas être prise en compte comme montré dans [112] et [56].

Pour di�érents types de distribution du bruit CES, il est possible de trouver l'EMV cor-
respondant en fonction de ces fonctions v1 et v2, à condition de connaître cette distribution.
Par exemple :

� dans le cas d'une t-distribution présentée précédemment, les fonctions de poids corres-
pondant à l'EMV sont de la forme :

v2(u2) =
µ+ 2m

µ+ 2u2
et v1(u) = v2(u2) . (1.59)
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Même si choisir ces fonctions arbitrairement pour un bruit dont la distribution est incon-
nue est possible et donne bien un M-estimateur, certaines de ces fonctions sont plus adaptées
et plus robustes pour des distributions de bruit inconnues dans le sens où les grandes valeurs
sont mieux atténuées. Voici deux exemples souvent utilisés, dont un sera repris par la suite :

� estimateur de Huber [50] et [84] pour le cas complexe :

v2

(
u2
){ 1/β si u2 < k2 ,

k2/
(
u2 β

)
sinon.

(1.60)

k2 et β deux paramètres ajustables, qui permettent de choisir la proportion de données
à atténuer. k est dé�ni grâce à la distribution du χ2 à 2m degrés de libertés, avec F2m

la fonction de répartition d'une loi du χ2, q = F2m(2 k2). Quant au paramètre β,
il permet de rendre l'estimation de la matrice de covariance non biaisée dans le cas
gaussien, et est également déterminée à l'aide de la fonction de répartition d'une loi

du χ2 : β = F2m+2(2k2) + k2 1− q
m

. Par exemple, q = 1 renvoie à l'estimateur de la

SCM.

� estimateur du point �xe, aussi appelé estimateur de Tyler :

v1(u) =
1

u
et v2(u2) =

m

u2
. (1.61)

Ce dernier estimateur a été largement étudié [112], [111], [86] et [88]. En notant Σ̂FP

l'estimateur du point �xe pour la matrice de covariance d'un signal CES, c'est à dire l'unique
solution de :

Σ̂FP =
m

N

N∑
i=1

yiy
H
i

yHi Σ̂−1
FP yi

(1.62)

Alors les résultats suivant sont vrais, pour µ connue :

• Σ̂FP est un estimateur consistant de Σ [87],

• Pour N grand, Σ̂FP est une matrice de Wishart à mN
m+1 degrés de liberté.

La �gure 1.19 suivante montre les di�érentes fonctions de pondération v2 pour trois
estimateurs : la SCM, plusieurs estimateurs de Huber et le point �xe. Sur cette �gure,
plus le coe�cient q se rapproche de 1, plus l'estimateur considéré est proche de la SCM. A
l'inverse, une faible valeur de q rapproche l'estimateur du point �xe. Selon l'application, il
peut être avantageux de considérer certaines valeurs pour q.

Dans cette thèse, c'est sur l'estimation de la matrice de covariance que sera porté un inté-
rêt particulier. Les estimateurs pris en considération seront donc ceux de la forme simpli�ée
suivante, avec les nouvelles notations qui suivent :

Σ̂ =
1

N

N∑
i=1

u
(

(yi − µ̂)
H

Σ̂−1 (yi − µ̂)
)

(yi − µ̂) (yi − µ̂)
H
, (1.63)

ou, pour des données de moyenne nulle :

Σ̂ =
1

N

N∑
i=1

u
(
yHi Σ̂−1yi

)
yi y

H
i , (1.64)

la fonction u véri�ant les hypothèses de Maronna 1.8. L'estimateur du point �xe a l'avantage
de n'être sensible à aucun facteur d'échelle sur les yi. En e�et, pour toute constante a et
pour des signaux [y1, . . . ,yN ] de moyenne nulle,

1

N

N∑
i=1

(ayi) (ayi)
H

(ayi)
H

Σ̂−1 (ayi)
=

1

N

N∑
i=1

yi y
H
i

yHi Σ̂−1 yi
. (1.65)
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Figure 1.19 � Fonctions de poids de certains M-estimateurs pour m = 10 et di�érentes
valeurs de q pour l'estimateur de Huber.

Pour �nir, la distribution asymptotique des ces M-estimateurs a été étudiée, et la consis-
tance démontrée [87].

Par la suite, la fonction Φ2 sera notée Φ, et la limite limN→∞Φ sera notée Φ∞.

En�n, dans le cas ou le nombre de données serait insu�sant, c'est à dire si la taille m
des spectres recueillis est trop important par rapport au nombre de pixels N , il est toujours
possible d'utiliser un estimateur de type "régularisation" (ou "shrinkage") qui se présente
sous la forme suivante :

Σ̂shr(β) = (1− β) Σ̂ + β Im , (1.66)

où cette fois-ci, β ∈ [0, 1] est un paramètre à �xer en fonction des résultats souhaités. Un tel
estimateur, par exemple dans le cas du point �xe, n'existe pas forcément puisque l'équation
(1.65) n'admet pas obligatoirement de solution selon le β choisi. De récents travaux [88] ont
permis de montrer que cette equation par exemple admet une solution si β ∈ [α, 1] avec

α = max

(
0, 1− N

m

)
. Cet estimateur de shrinkage ne sera pas développé par la suite mais

peut être utilisé sur des images hyperspectrales réelles où la zone spatiale prise en compte
est trop petite par rapport au nombre de bandes spectrales.

1.9 Synthèse

Ce chapitre de présentation de l'imagerie hyperspectrale, des problèmes et des solutions
envisageables a permis d'introduire le contexte de cette thèse.

Cette thèse se place dans le contexte du traitement des données de grandes dimensions.
Il s'agit également de considérer des images hyperspectrales ayant un bruit additif modélisé
comme CES, corrélé, a�n de prendre en compte un cas plus général que le cas du bruit
gaussien. Les hypothèses qui seront considérées par la suite ont été énoncées dans ce premier
chapitre d'introduction : le modèle général qui permettrait de représenter un grand nombre
d'images hyperspectrales a été introduit. Ce modèle sera repris par la suite. Le problème qui
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se pose alors est celui de la forme du bruit et de sa corrélation, ainsi que le problème de la
taille des données. En e�et, certaines images se rapprochent du cas applicatif de la RMT,
c'est à dire un grand nombre de pixels et un grand nombre de bandes spectrales. Sous ces
deux conditions, certaines méthodes ne s'appliquent plus tandis que d'autres renvoient des
résultats moins bons que ceux sur des images qui ne véri�ent pas ces hypothèses ou qui ont
été réduites par des opérations de projection.

Dans ce premier chapitre d'introduction, des notions sur l'imagerie hyperspectrale, sur
les problèmes associés et considérés dans cette thèse et sur les bruits CES ont été rappelées.
Les limites de quelques méthodes souvent utilisées ont été démontrées pour le type de modèle
choisi. Les fondements et quelques théorèmes de la RMT ont été exposés, ainsi que quelques
éléments de la robustesse, utiles pour traiter les images hyperspectrales, comme cela sera
démontré par la suite.

L'objet de cette thèse est de retrouver les informations qui se trouvent sur une image
hyperspectrale. La di�culté est qu'elle n'utilise aucun a priori sur les images hyperspectrales
utilisées : le bruit est supposé inconnu, sa matrice de covariance est aussi supposée inconnue,
les endmembers sont inconnus, leur nombre est inconnu, leur distribution sur l'image est
inconnue. La seule hypothèse faite sur les images traitées est celle de la forme du bruit. Celui-
ci est supposé CES corrélé, c'est à dire un cas assez général. La seule méthode qui semble
envisageable alors pour retrouver les endmembers de l'image hyperspectrale est d'abord
estimer le nombre d'endmembers pour en déduire la dimension des matrices de mélange et
d'abondances pour réussir ensuite à les séparer.



Chapitre 2

Sélection d'ordre pour le

démélange d'images

hyperspectrales

Ce chapitre propose di�érentes méthodes d'estimation du nombre d'endmembers, pour
di�érents cas de �gure. Chaque cas de �gure correspond à un modèle de bruit di�érent, ce

chapitre considérant d'abord un modèle de bruit simple pour aboutir au modèle plus
complexe présenté en introduction. Ainsi, en revenant sur le modèle choisi pour le bruit, ce

chapitre présente des méthodes variées dont la complexi�cation permet d'aboutir aux
dernières méthodes proposées dans ce chapitre. Dans ce chapitre sont aussi données en

illustration quelques simulations sur des images hyperspectrales simulées.

2.1 Rappel des principales hypothèses

Hypothèse 1

• T ∈ RN×N est une matrice diagonale, contenant sur sa diagonale, pour tout i ∈ J1, NK,
les τi correspondant aux valeurs de τ de la distribution gaussienne composée pour
chaque pixel.

• X ∈ Rm×N est un bruit d'entrées indépendantes et identiquement distribuées, de
moyennes zéro et de variances unité.

Hypothèse 2

• C est une matrice de Toeplitz de taille m×m.

Hypothèse 3 :

• m et N sont supposés grands, avec cN =
m

N
→ c > 0 lorsque N →∞ et m→∞.

Les deux premières parties de ce chapitre présentent des méthodes déjà existantes mais
adaptées ici au cas de l'imagerie hyperspectrale. Ces méthodes s'appliquent sur un modèle
qui ne véri�e pas forcément toutes les hypothèses du modèle général choisi pour cette thèse. Il
est cependant intéressant de les considérer puisqu'elles s'appliquent à un cas particulier de ce
modèle général. Elles permettent également de présenter d'abord des méthodes qui utilisent
un modèle plus simple pour arriver à des méthodes utilisant le modèle plus complexe énoncé.
Ces premières méthodes proposées, qui ont pour certaines déjà été appliquées à d'autres
domaines, permettent de démontrer l'adaptabilité de la théorie des matrices aléatoires au cas
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de l'imagerie hyperspectrale. Les autres parties correspondent à la présentation de méthodes
développées entièrement durant cette thèse, qui ne s'appuient pas sur des méthodes déjà
existantes dans d'autres domaines.

2.2 Estimation du nombre d'endmembers pour un bruit

non corrélé, d'entrées indépendantes et identique-

ment distribuées.

Comme montré précédemment, certaines méthodes déjà développées dans le cadre des
matrices aléatoires peuvent s'adapter au cas de l'imagerie hyperspectrale. Pour un modèle
de bruit blanc, c'est à dire pour le modèle suivant :

Y = M S + σX , (2.1)

il est toujours possible de regarder le nombre de valeurs propres de l'estimation empirique
de la matrice de covariance de Y, c'est à dire 1

NYY′, qui dépassent un seuil �xé sur la loi
de Tracy-Widom. Ce nombre de valeurs propres correspond ainsi au nombre d'endmembers
estimé p̂ pour une PFA donnée. La méthode proposée consiste ainsi à considérer successive-
ment les deux hypothèses suivantes :{

H0 : au plus k endmembers
H1 : au moins k + 1 endmembers

avec k ∈ J0, min(m,N) − 1K. Les valeurs propres de la SCM (l'estimation empirique de la
matrice de covariance) de Y sont classées dans l'ordre décroissant : λ̂0 > ... > λ̂m−1. À
chaque itération en k, la k-ième valeur propre est comparée à un seuil, permettant de rejeter
ou de valider l'hypothèse en question, comme suit :

λ̂k
H1

≷
H0

ζN , (2.2)

avec, pour une PFA �xée et notée α :

ζN = σ̂2(k)

(
bN +

σN

m2/3

(
F−1
TW (1− α)

))
, (2.3)

où σ̂2(k) est dé�ni ci après. Les autres paramètres sont les mêmes que ceux dé�nis dans le
chapitre précédent. Le test d'hypothèses prend �n pour le plus petit k tel que λ̂k < ζN . L'es-
timation du nombre d'endmembers est alors le même que celui proposé par J. Vinogradova
dans sa thèse [116] :

p̂ = arg min
k

(
λ̂k < ζN

)
− 1 . (2.4)

Le paramètre σ̂2(k) est dé�ni dans [62] et correspond à un estimateur non biaisé et consistant
de σ2, analysant les k+ 1 dernières valeurs propres de la SCM, qui sont donc, si l'hypothèse
H0 est véri�ée, égales à σ2. L'estimation de σ2 est obtenue en résolvant itérativement le
système d'équations non linéaires suivant, en prenant pour ρ̂j la plus grande racine de
l'équation quadratique ci-après :

σ̂2(k)− 1

m− k − 1

 m−1∑
j=k+1

λ̂j +

k∑
j=0

(λ̂j − ρ̂j)

 = 0 ,

ρ̂2
j − ρ̂j

(
λ̂j + σ̂2(k)− σ̂2(k)

m− k − 1

N

)
+ λ̂j σ̂

2(k) = 0 .
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Table 2.1 � Résultat de la méthode pour di�érents RSB, avec α = 0.01, m = 200,
N = 400.

RSB 32 28 27 26 24 18
p̂ 4.00 4.00 3.34 2.12 0.47 0

p̂AIC 4.0 3.64 1.8 0.27 0 0
vp̂ 0 0 0.27 0.25 0.27 0
vAIC 0 0.23 0.40 0.20 0 0

Table 2.2 � Résultats de la méthode pour di�érentes valeurs de α, RSB = 27 dB,
m = 200, N = 400.

PFA 1 0.005 0.001
p̂ 4.56 3.20 3.08

p̂AIC 1.7 1.7 1.7
vp̂ 0.25 0.30 0.25

En prenant pour valeur initiale, une valeur de σ̂2(k) qui correspond à un estimateur biaisé
de σ2 :

σ̂2(0) =
1

m− k − 1

m−1∑
j=k+1

λ̂j .

Ces équations donnent une solution pour σ̂ sous les conditions données dans [62].

Les tableaux 2.1 et 2.2 montrent les performances de cet estimateur. Pour ces simulations,
des spectres hyperspectraux ont été simulés de la manière suivante : chaque pixel yi, i ∈

J1, NK s'écrit yi =

p∑
j=1

si,jmj + σ xi avec mj = exp

(
2iπj

(
0, . . . ,

m− 1

m

)T)
. Le RSB est

alors, pour chaque endmember j : RSB = 20 log10(si,j). Les simulations sont les moyennes
sur 100 tirages de type Monte-Carlo. p = 4,m = 200 et N = 400. Le seuil ζN est calculé pour
k = 10, c'est à dire avec σ̂2(10). Le tableau 2.1 montre, pour di�érents RSB, les résultats
de la méthode, notés p̂ par rapport à la méthode AIC, notée p̂AIC . Les variances, notées vp̂
et vAIC , sont également calculées pour ces 100 itérations. La PFA est �xée à 0.01.

Le tableau 2.2 montre, pour di�érentes valeurs de PFA, les résultats obtenus pour les
simulations faites avec les mêmes paramètres et un RSB de 27 dB.

Les résultats de ces tableaux sont en faveur de la méthode développée dans [116] et
proposée ici pour le cas de l'imagerie hyperspectrale. La méthode AIC, quant à elle, ne
donne pas de résultats su�samment bons pour pouvoir être considérée comme une méthode
�able pour les images hyperspectrales.

2.3 Estimation du nombre d'endmembers pour un bruit

corrélé, d'entrées indépendantes et identiquement dis-

tribuées

Cette section s'intéresse au cas où les données sont du type :

Y = M S + C1/2 X , (2.5)

ou C est une matrice hermitienne non-négative.
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Dans cette section sont également reprises des méthodes déjà présentées ou qui ne sont pas
encore adaptées au cas de l'imagerie hyperspectrale. Cette section expose donc des méthodes
déjà existantes, pour permettre au lecteur de se rendre compte de ce qu'il est possible de
faire, même si les deux premières méthodes n'ont pas de lien avec la suite.

L'hypothèse suivante sera nécessaire :

Hypothèse 4 réduite

• {ck}k∈J0,m−1K sont des coe�cients absolument sommables, tels que c0 6= 0, et tels que

la limite
1

N

∑
δλi(C) lorsque N →∞ existe et est notée ν.

• dist(λi(C),Supp(ν))→ 0 avec ν la limite de
1

N

∑
δλi(C) lorsque N →∞,

Dans ce cas, il est possible de blanchir le signal avec une estimée de la matrice C, puis de
regarder la distribution des valeurs propres de la matrice de covariance estimée des données
blanchies.

C'est ce qui est par exemple proposé dans [78], qui suppose cependant l'existence de
données secondaires pour estimer correctement la matrice C, c'est à dire qu'il est supposé
qu'il existe des pixels de bruits sans endmembers dont la position est connue, et qui per-
mettent, en ne considérant qu'eux, d'estimer la matrice de covariance du bruit d'une façon
plus précise. Pour ce faire, les données sont d'abord blanchies à l'aide de la SCM des don-
nées secondaires. Une fois les données blanchies, la SCM est calculée ainsi que ses valeurs
propres, notées λ̂1 ≥ . . . ≥ λ̂K , K étant le nombre de valeurs propres distinctes de la SCM
des données blanchies. Pour une PFA choisie, notée α, il est ensuite possible de calculer le
seuil suivant :

ζ = TW−1(1− α) .

Alors le théorème suivant s'applique :

Théorème 2.3.1. [78]

Le nombre d'endmembers dans le signal est égal au plus grand p̂ < min(N,m) tel que :

logm
λ̂p̂+1

N
− µ

σ
< ζ , (2.6)

avec

µ = µm,N,N ′ =

uÑ ′

τÑ ′
+
uÑ ′−1

τÑ ′−1

1

τÑ ′
+

1

τÑ ′−1

,

σ = σm,N,N ′ =
2

1

τÑ ′
+

1

τÑ ′−1

,

et Ñ ′ = min(m,N)
N ′ le nombre de données secondaires indépendantes

γÑ ′ = 2 sin−1

√
Ñ ′ + 0.5

2 Ñ ′ +N ′ −m+ |N −m|+ 1

φÑ ′ = 2 sin−1

√
Ñ ′ + |N −m|+ 0.5

2 Ñ ′ +N ′ −m+ |N −m|+ 1
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τÑ ′ =

 16(
2 Ñ ′ +N ′ −m+ |N −m|+ 1

)2

1

sin2(φÑ ′ + γÑ ′) sinφÑ ′ sin γÑ ′


1/3

uÑ ′ = 2 log tan

(
φÑ ′ + γÑ ′

2

)
Or ici, il n'est pas supposé qu'il y ait un accès à des données secondaires sans end-

members. Ainsi, cet algorithme, donné à titre informatif, ne peut être utilisé sur une image
hyperspectrale où le bruit ne serait pas connu.

Estimer les valeurs propres du bruit est tout de même possible sans données secondaires,
notamment dans le cas où la matrice C a des valeurs propres d'ordre de multiplicité égaux ou
supérieurs à 1, comme proposé par l'algorithme G-MUSIC, de l'article [75]. Cet algorithme
est une amélioration de l'algorithme MUSIC lorsque m et N sont grands, et de même ordre,
c'est à dire lorsque le nombre d'échantillons disponibles n'est pas très grand par rapport à
leur taille. Cet algorithme se construit à partir du théorème suivant, résumé ici dans le cas
le plus général, et déjà introduit dans le chapitre 1 (1.6.7) :

Théorème 2.3.2. [75]

• Soient les données Y = C1/2 X, de moyennes nulles et de matrice de covariance C. C
a K valeurs propres distinctes λ1 < . . . < λK de multiplicités respectives m1, . . . ,mK .

• Soit la matrice Č = C1/2 XXH C1/2 ∈ Cm×m.
• Soient λ̌1 ≤ . . . ≤ λ̌m les valeurs propres de Č et le vecteur λ̌ =

(
λ̌1, . . . , λ̌m

)T
.

• Soit k ∈ J1,KK, N =


k−1∑
j=1

mj + 1, . . . ,

k∑
j=1

mj

, qui correspondent aux ordres de

multiplicités d'une même valeur propre.

• Soient λ̂k =
N

mk

∑
i∈Nk

(λ̌i − µi), avec µ1 ≤ . . . ≤ µm les valeurs propres de la matrice

diag(λ̌)− 1

N

√
λ̌
√
λ̌
T

.

Alors, sous l'hypothèse 3 (2.1) et sous des conditions de séparabilité sur les paquets des
valeurs propres de C [75],

∀k, λ̂k − λ
p.s.→ 0 . (2.7)

L'algorithme G-MUSIC consiste alors à calculer les valeurs propres estimées λ̂k pour tout
k pour en déduire celles n'appartenant pas au bruit. Un algorithme G-MUSIC robuste a,
par ailleurs, été développé dans l'article [33], en remplaçant Č par une estimation robuste
de la matrice C. Cet article montre en e�et qu'à un facteur près, et dans le cas d'un bruit
blanc corrélé, les valeurs propres de la SCM et d'un M-estimateur convergent les unes vers
les autres presque sûrement. Le facteur prés dépend de la fonction u choisie pour le M-
estimateur. Ainsi, dans le cas d'un bruit blanc corrélé, il est possible de lier la distribution
des valeurs propres de la SCM est celle des M-estimateurs. Étudier les valeurs propres de
l'un ou de l'autre de ces estimateurs devient alors équivalent.

Les autres approches possibles ont déjà été introduites dans le chapitre précédent, telles
que l'étude des rapports des valeurs propres ou des di�érences entre les valeurs propres par
exemple, et il est possible, sur une image hyperspectrale, de mettre en place le test suivant :
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Figure 2.1 � à gauche : PFA (en log10 ) en fonction du seuil ζ pour 3000 itérations et à
droite : probabilité de détection en fonction du RSB, pour 500 itérations, m = 200,

N = 1000 et une PFA de 0.01, en vert les barres d'erreurs.

Théorème 2.3.3. [116]

Sous l'hypothèse 3 (2.1) et 4 réduite (2.3), en supposant de plus que le signal et le bruit
ne sont pas corrélés à la fois dans dans l'espace et dans la dimension spectrale, et que
‖M S‖
N <∞, en notant λ̂0 ≥ . . . ≥ λ̂m les valeurs propres de la SCM des données Y, alors

p̂ = arg max
k

(
λ̂k−1,N

λ̂k,N
> 1 + ζ

)
, (2.8)

pour k ∈ J0, . . . , LJ, L un entier tel que L ≥ p et λ̂−1,N =∞, ζ un seuil à �xer.

Démonstration. La preuve se trouve dans [116].

L'inconvénient de cette méthode est le seuil ζ qui reste à déterminer. Cependant, il
est toujours possible de déterminer ce seuil de façon heuristique, comme montré par les
�gures suivantes. Pour ces �gures sont utilisées des images simulées, et, pour plusieurs tirages
aléatoires de bruit, il est possible de tracer la PFA en fonction du seuil, sur la �gure de gauche
de 2.1. C'est à dire que pour chaque seuil est calculé le nombre de fausse alarme pour 3000
bruits tirés aléatoirement. Grâce à cette courbe, le seuil peut donc être choisi en fonction de
la PFA voulue, pour l'image considérée. De même, il est possible de tracer la Probabilité de
Détection (Pd) en fonction du RSB, toujours pour une image simulée, représenté à droite
de la �gure 2.1. Les performances obtenues permettent d'obtenir des résultats satisfaisants
mais à condition de pouvoir simuler le bruit de l'image. Ces résultats ont été publiés dans
[108].

Ces méthodes ne semblent pas su�santes, soit parce qu'elles ne sont pas adaptées au
modèle choisi, soit parce qu'il reste des indéterminations dans la méthode. Ces méthodes,
développées pour les modèles corrélés, ne seront donc pas utilisées par la suite. Il semble
préférable, dans le cas d'un modèle gaussien non corrélé et dans le cas d'une image hyper-
spectrale, d'utiliser une des méthodes développées pour un bruit CES et de considérer les τ
comme des scalaires tous égaux à 1. En e�et, le cas gaussien corrélé est un cas particulier du
cas CES corrélé. Les méthodes développées dans le cas CES proposées par la suite sont donc
également adaptées à tous les cas particuliers que le modèle CES regroupe, et ne présentent
pas les inconvénients cités au dessus.
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2.4 Estimation du nombre d'endmembers pour un bruit

CES

Pour un bruit CES, et sous les hypothèses 1, 2 (voir 2.1) et 3 (2.1), le modèle considéré
est le modèle (1.33), c'est à dire :

Y = M S + C1/2 X T1/2 ,

ou

yi =

p∑
j=1

si,jmj +
√
τi C

1/2 xi , i ∈ J1, NK . (2.9)

Pour cette partie, quelques hypothèses supplémentaires sont nécessaires. Il est supposé
que la matrice S = (si,j)i,j ∈ Rp×N peut se décomposer comme suit : S = δHΓ1/2, avec,
δ une matrice aléatoire de taille N × p, indépendante des éléments de X et Γ une matrice
hermitienne de taille N ×N . L'hypothèse suivante est aussi prise en compte :

Hypothèse 4

• {ck}k∈J0,m−1K sont des coe�cients absolument sommables, tels que c0 6= 0, et tels que

la limite
1

N

∑
δλi(C) lorsque N →∞ existe et est notée ν.

• T a ses entrées indépendantes et identiquement distribuées, avec des moments d'ordre
1 �nis.

• dist(λi(C),Supp(ν))→ 0 avec ν la limite de
1

N

∑
δλi(C) lorsque N →∞,

• La mesure aléatoire µN =
1

N

N∑
i=1

δτi véri�e
∫
τ µN (dτ)

a.s.−→ 1

• Les variables aléatoires τi suivent des distributions à queue non lourde telles qu'une
distribution gaussienne, exponentielle, gamma, Student, de Pareto ou de Weibull.

• ‖Γ‖ <∞ et ‖M‖ <∞.

Pour estimer le nombre d'endmembers, la méthode proposée consiste à d'abord blanchir le
signal par une estimation de la matrice de covariance du bruit, c'est à dire par un estimateur
Ĉ, pour obtenir Y̌w = Ĉ−1/2 M S+ Ĉ−1/2 C1/2 X T1/2. La manière d'estimer la matrice de
covariance peut se faire avec des méthodes robustes ou non, ce qui sera présenté par la suite.
Puis une estimation robuste de la matrice de covariance du signal blanchi est proposée. Cette
étape de blanchiment, comme cela sera montré dans les résultats, est primordiale pour le bon
fonctionnement de la méthode. Les valeurs propres de cette matrice sont ensuite analysées,
seuillées, pour en déduire le nombre d'endmembers. Ces résultats, qui sont présentés dans les
parties suivantes, ont fait l'objet de di�érentes publications [109], [110] et [107]. L'originalité
de ces méthodes proposées vient du modèle considéré qui demande une étape de blanchiment
supplémentaire. Cette étape de blanchiment doit ensuite être prise en considération pour la
suite des algorithmes proposés.

2.4.1 Bruit CES "blanc"

Avant de présenter les solutions proposées, un cas déjà étudié dans les articles [34] et
[29], correspondant à un modèle légèrement simpli�é est décrit. Ce cas correspond au mo-
dèle suivant : Y = X T1/2.

Sous l'hypothèse 1 (2.1) et si le bruit est un bruit blanc gaussien, alors, comme présenté
dans le premier chapitre, aucune valeur propre de la matrice de covariance du bruit esti-
mée ne peut se trouver en dehors du support de la loi de Marchenko-Pastur. Cependant, la
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présence de la matrice de texture T modi�e ce résultat, et sans même tenir compte d'une
hypothétique corrélation du bruit C, des valeurs propres peuvent apparaître à droite du sup-
port de la loi. Il est donc nécessaire de déterminer un autre seuil qui assure que les valeurs
propres qui lui sont supérieures sont dues aux endmembers. Cela dit, il n'est pas assuré que
tous les endmembers donneront des valeurs propres dont la valeur dépassera ce seuil, puisque
cela dépend de leur RSB ; mais cela assure que si des valeurs propres sont situées au delà,
elles seront forcément dues à la présence d'endmembers.

Soient les données, notées Y = X T1/2, ou yi =
√
τi xi pour tout i ∈ J1, NK, ce qui

correspond, par rapport au modèle présenté, au bruit CES sans la matrice de covariance C.
Il n'est donc pas nécessaire de blanchir le bruit. Les hypothèses 1 (2.1), 3 (2.1) et 4 (2.4)
sont considérées, en plus de l'hypothèse suivante :

Hypothèse 5

• Les données x1, . . . ,xN sont supposées indépendantes des variables aléatoires τ1, . . . , τN ,

• Il existe un ε < 1 − Φ−1
∞ < 1 − c et n > 0, tel que, pour N assez grand, presque

sûrement, µN ([0, n)) < ε.

Il est de plus supposé que ‖xi‖2F = m pour tout i ∈ J1, NK, ou que les xi sont égaux à
√
m

x̃i
‖x̃i‖F

avec x̃i ∈ Cm gaussien.

Pour estimer la matrice de covariance du bruit et limiter les e�ets de la texture sur la
distribution des valeurs propres (la �nalité étant de se rapprocher d'une distribution connue
ou exploitable comme la loi de Marchenko-Pastur), un estimateur robuste de Σ est utilisé.
Il correspond à l'unique solution de l'équation suivante et est noté Σ̂ :

Σ =
1

N

N∑
i=1

u

(
1

m
yHi Σ−1 yi

)
yiy

H
i , (2.10)

où la fonction u véri�e les hypothèses de Maronna (1.8), légèrement modi�ées :

Hypothèses de Maronna modi�ées

(i) u : [0, +∞) 7→ (0, +∞) positive, continue et décroissante,

(ii) φ : x 7→ xu(x) est strictement croissante, bornée, et véri�e lim
x→∞

φ(x) = Φ∞ > 1,

(iii) lim
N−→∞

cN < Φ−1
∞ .

L'hypothèse (ii) est légèrement plus restrictive que les hypothèses classiques de Maronna
(1.8) puisque la fonction φ doit être strictement croissante, et ceci est nécessaire dans cer-
taines des preuves des théorèmes suivants. En�n, une dernière hypothèse nécessaire ici est
la suivante :

pour tout a > b > 0, alors lim sup
t→∞

lim sup
N

ν((t,∞))

Φ(a t)− Φ(b t)
= 0 p.s. .

Cette hypothèse permet de contrôler la vitesse relative de la queue de distribution des
variables aléatoires τ1, . . . , τN par rapport à la vitesse d'atténuation de la fonction Φ, et per-
met d'assurer p.s. que les valeurs propres extrêmes dues à la matrice T seront correctement
atténuées.

L'idée est donc d'étudier la distribution des valeurs propres de l'unique solution de l'équa-
tion du M-estimateur de Maronna choisi, c'est à dire de l'équation (2.10). Cependant, la
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dépendance du terme u

(
1

m
yHi Σ−1 yi

)
aux vecteurs yi ne permet pas d'étudier cette dis-

tribution spectrale [34], [91]. L'article [34] s'applique donc à reformuler le problème pour
aboutir à une forme équivalente sans cette dépendance. Ceci passe par la réécriture de Σ̂ en
enlevant un terme dépendant des yi :

Σ̂i = Σ̂− 1

N
u

(
1

m
yHi Σ̂−1 yi

)
yiy

H
i .

Σ̂i ne dépend de yi que par Σ̂ qui est dé�ni comme l'unique solution de (2.10), équation qui
dépend des yi. Mais cette dépendance des données est assez faible et des approximations
peuvent être faites pour s'en a�ranchir. La réécriture de ce terme montre, en �n de compte,
que trouver l'unique solution de (2.10), ainsi que montrer son existence et son unicité, revient
à faire de même pour la nouvelle écriture de Σ̂ :

Σ̂ =
1

N

N∑
i=1

τi v (τi di) xi x
H
i , (2.11)

avec di =
1

m
xHi Σ̂i xi et v : x 7→ (u ◦ h−1)(x), h : x 7→ x

1− cΦ(x)
. Il ne reste ensuite qu'à

trouver un équivalent pour di, en faisant les approximations nécessaires, a�n de s'a�ranchir
de la dépendance des termes xi de l'équation (2.10) et permettre l'étude des valeurs propres
de la solution de cette équation. L'article [34] montre alors qu'il existe une matrice Ŝ qui ne
dépend pas de di, dont la distribution spectrale est connue, telle que :∥∥∥Σ̂− Ŝ

∥∥∥ p.s.→ 0 . (2.12)

La matrice Ŝ est dé�nie comme suit :

Ŝ =
1

N

N∑
i=1

v (τi ξ) τi xi x
H
i , (2.13)

avec ψ la fonction ψ : x 7→ x v(x), ξ donnée par la solution de :

1

N

N∑
i=1

ψ(τi ξ)

1 + cN ψ(τi ξ)
= 1 . (2.14)

Alors, la distribution spectrale de la matrice Σ̂ est connue : sa transformée de Stieltjes
se dé�nit comme l'unique solution de l'équation suivante, sur C+ :

m(z) =

(
−z + ξ−1 1

N

N∑
i=1

ψ(τi ξ)

1 + c ξ−1 ψ(τi ξ)m(z)

)−1

. (2.15)

Le support de cette distribution est borné, et a déjà été présenté dans la partie introduction
(1.43) pour un cas plus simple. Il est ainsi possible de trouver un seuil t tel qu'aucune valeur
propre de Ŝ ne dépasse se seuil. En e�et, comme τi v(τi ξ) = ξ−1 ψ(τi ξ) < ξ−1 ψ∞ avec

ψ∞ =
φ∞

(1− c φ∞)
, alors :

Ŝ � φ∞
(1− c φ∞)

1

N

N∑
i=1

xi x
H
i . (2.16)

Puis, d'après [7], la borne supérieure de la loi de Marchenko-Pastur étant (1 +
√
c)2 :∥∥∥Ŝ∥∥∥ ≤ φ∞ (1 +

√
c)2

ξ (1− c φ∞)
. (2.17)
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Il est donc possible de choisir le seuil t comme suit : [29]

t =
φ∞ (1 +

√
c)2

ξ (1− c φ∞)
. (2.18)

Ce seuil prend bien en compte la distribution des variables aléatoires τ1, . . . , τN à travers ξ.

Dans le cas où p endmembers sont ajoutés au bruit, c'est à dire pour Y = M S+X T1/2,
si p� N , alors les résultats précédents ne sont pas modi�és [29], à part qu'un nombre p de
valeurs propres peuvent dépasser le seuil t, sous réserve d'avoir un RSB assez élevé. En e�et,
la matrice de covariance estimée contient une partie signal et une partie bruit. La partie
bruit est contrôlée par les résultats précédents, et la distribution de ces valeurs propres est
notée µ, tandis que la partie signal peut présenter des valeurs propres au delà du seuil t, les
parties bruit et signal étant supposées indépendantes, leurs valeurs propres le sont aussi. La
position de ces valeurs propres en fonction de leur RSB est décrite dans [29], et dépend de
la distribution ν.

Ces résultats sont résumés ci-après pour information (puisqu'en pratique, la distribution
des variables aléatoires τ1, . . . , τN n'est pas connue) : pour des endmembers de la forme
p∑
j=1

si,jmj pour i ∈ J1, NK, avec mj =
√
RSBjaj , RSBj le RSB du jième endmember, alors

les valeurs propres de Σ̂ : λj , j ∈ J tel que J = {j / λj > t} véri�ent :

λj
p.s.→ Λj > t pour tout j tel queλj > t , (2.19)

où Λj sont les uniques solutions positives de

−c
(
δ(Λj)

∫
v(τ ξ)

1 + δ(Λj) τ v(τ ξ)
ν(dτ)

)−1

= RSBj ,

et, pour tout x ∈ R [inf(Supp(µ)), sup(Supp(µ))] :

δ(x) = c

(
−x+

∫
v (t ξ)

1 + δ(Λ) t v (t ξ)
ν(dt)

)
.

Cela dit, l'article [29] propose une méthode pour estimer ces positions dans le cas où la
distribution des τ est inconnue. Dans ce cas, il s'agit d'utiliser les valeurs observées des τi en
remplaçant dans les équations précédentes, les intégrales par des sommes empiriques. Mais
encore faut il avoir accès aux valeurs de ces τi, ce qui n'est pas le cas, en pratique, ici.

L'estimation de p se fait donc de la manière suivante :

p̂ = ]{J } . (2.20)

2.4.2 Approche non-robuste pour un bruit CES corrélé

Le modèle considéré est de nouveau celui présenté en introduction, sans la présence de
sources, c'est à dire : Y = C1/2 X T1/2. La plupart des résultats présentés ci-après peuvent
être vu comme une généralisation de l'article [34].

Étape de Blanchiment

L'approche non robuste consiste à calculer d'abord ĈSCM =
1

N
Y YH qui correspond

ainsi à la SCM. Une fois cet estimateur calculé, la matrice C étant de Toeplitz, l'estimateur
biaisé suivant peut être considéré (l'opérateur T dé�ni dans les notations) :

C̃SCM = T
(
ĈSCM

)
, (2.21)
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ou, autrement écrit,[
C̃SCM

]
i,j

= [L(c̃SCM )]i,j avec c̃SCM,k =
1

mN

m−1∑
i=0

N−1∑
j=0

yi,j y
?
i+k,j 10≤i+k<m . (2.22)

L'estimateur est biaisé dans le sens où les derniers termes de la matrice se rapprochent
de zéro pour m grand. Cela dit, l'avantage de cet estimateur est qu'il donne de meilleurs
résultats que l'estimateur non biaisé qui consisterait à diviser chaque somme d'éléments dia-
gonaux de la matrice ĈSCM par le nombre d'élément sur la diagonale. En e�et, les erreurs
d'estimations sont minimisées par la moyenne faite sur chaque diagonale. Or, comme moins
il y a d'éléments sur la diagonale, moins l'estimation de la diagonale sera consistante, une
solution est de faire tendre ces éléments vers zéro, pour leur donner en quelque sorte moins
de poids. De plus, la présence des p endmembers sera en quelque sorte atténuée par cette
étape, de la même manière que les erreurs d'estimations sont minimisées. Ainsi, cette étape
a le double avantage d'ajouter de la robustesse à la méthode et de minimiser l'in�uence des
sources dans l'estimation de la matrice de covariance du bruit.

Le théorème suivant établit la consistance de cet estimateur :

Théorème 2.4.1. Consistence de C̃SCM

Sous les hypothèses 1, 2 (2.1), 3 (2.1) et 4 (2.4), et pour Y = C1/2 X T1/2, le résultat
suivant s'applique :

‖ C̃SCM − E[τ ]C ‖p.s.→ 0 . (2.23)

La matrice dé�nie par ČSCM =
1

E[τ ]
C̃SCM caractérise l'estimation biaisée de Toeplitz de

C.

Démonstration.
La preuve de ce théorème est donnée en Annexe B. Il est à noter que la dernière hy-

pothèse prise en compte dans la partie précédente 2.4.1 n'est ici pas nécessaire puisque la
preuve s'appuie sur d'autres propriétés de comportement des plus grandes valeurs propres
de certaines distribution, et assure p.s. la correcte atténuation des valeurs propres.

Dans le cadre plus général où Y = M S + C1/2 X T1/2, le résultat est biaisé. Le biais
dépend ne sera pas étudié dans la preuve mais peut être développé en suivant la preuve de
[119] . A�n d'utiliser ce théorème, en pratique, il est donc nécessaire de disposer de données
secondaires pour estimer correctement et séparément la partie liée aux endmembers a�n de
pouvoir la soustraire aux données Y.

La �gure 2.2 trace
∥∥∥C̃SCM − E[τ ] C

∥∥∥ pour des N allant de 0 à 6000. Le signal est consti-

tué d'un bruit blanc gaussien X corrélé par une matrice de Toeplitz C = L
((
ρ0, ρ1, . . . , ρm−1

)T)
avec ρ = 0.7. Les textures {τi}i∈J0,N−1K sont des variables aléatoires de lois inverse gamma
de moyenne unité. La �gure 2.2 représente la norme spectrale de la di�érence entre la vraie
matrice de covariance C et ČSCM pour c = 0.7. Le taux de convergence de 2.4.1 est assez
lent. Même s'il semble possible d'améliorer cette vitesse de convergence par exemple avec
des méthodes de "banding" ou de "tapering" comme proposé dans l'article [15], ce problème
n'est ici pas l'intérêt principal et ne sera pas traité.

La �gure 2.3 montre, sur la moyenne de 20 échantillons type Monte Carlo, les mêmes
résultats que sur la �gure 2.2, pour le même bruit mais pour c = 0.2 et sur une échelle
logarithmique. Est rajoutée, sur cette �gure, la di�érence en norme spectrale entre la SCM
et la vraie matrice C. Ainsi, la SCM ne renvoie pas du tout les bonnes valeurs propres et
aucune étude des valeurs propres ne peut être menée sur la SCM.
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Figure 2.2 � Illustration du Théorème 2.4.1 pour c = 0.7 et pour des {τi}i∈J1,NK suivant
une loi inverse gamma (N ∈ J20, 6000K)
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Figure 2.3 � Comparaison de la convergence entre ČSCM et la SCM, pour c = 0.2,
ρ = 0.7, échelle logarithmique.
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Une fois la matrice ČSCM estimée, le signal est blanchi : Y̌wSCM = Č
−1/2
SCM M S +

Č
−1/2
SCM C1/2 X T1/2, avec Y̌wSCM = [y̌wS0, ..., y̌wSN−1].

Estimation de la matrice de covariance

Il est ensuite possible d'utiliser ces données blanchies pour estimer leur matrice de cova-
riance E[XTXH ] et ensuite étudier la distribution théorique de ses valeurs propres. Cette
estimation s'e�ectue à l'aide d'un estimateur robuste, et ceci, pour éviter que des valeurs
isolées mais élevées de la texture T ne viennent altérer la structure de la matrice de cova-
riance estimée. L'estimateur robuste choisi est du même type que présenté en introduction,
parfois appelé estimateur du Point Fixe (FP) bien que cette dénomination corresponde en
fait à un cas particulier de ces M-estimateurs où la fonction u est la fonction inverse. Ici,
cette dénomination correspondra au cas général des M-estimateur, et l'estimateur dit de
Tyler au cas particulier de la fonction inverse. ( Cette double dénomination se retrouve dans
la littérature sur le sujet et peut parfois porter à confusion. ) Il est noté Σ̌SCM et dé�ni
comme l'unique solution de cette équation :

Σ =
1

N

N∑
i=1

u

(
1

m
y̌HwSi Σ

−1 y̌wSi

)
y̌wSiy̌

H
wSi , (2.24)

où la fonction u véri�e les hypothèses de Maronna modi�ées (2.4.1), c'est à dire, pour rappel :

(i) u : [0, +∞( 7→ (0, +∞( positive, continue et décroissante,

(ii) φ : x 7→ xu(x) est strictement croissante, bornée, et véri�e lim
x→∞

φ(x) = Φ∞ > 1,

(iii) lim
N−→∞

cN < Φ−1
∞ ,

sachant que pour cette partie, les hypothèses de Maronna (1.8) su�sent également.

Il s'agit ensuite d'étudier la distribution des valeurs propres de cette matrice.

Une fois la matrice Y blanchie, il est possible d'étudier la distribution des valeurs propres
de Σ̌SCM , toujours en exploitant la matrice Ŝ pour permettre de s'a�ranchir de la dé-

pendance du terme u

(
1

m
yHi Σ−1 yi

)
aux vecteurs yi. La matrice Ŝ est la même que

celle de la partie précédente, et véri�e l'équation (2.13). Soit Yw la matrice telle que :
Yw = [yw0, . . . ,ywN−1] = C−1/2 M S + X T1/2. Dans ce cas, il a déjà été prouvé, dans
l'article [29], le théorème suivant : ∥∥∥Σ̂− Ŝ

∥∥∥ p.s.→ 0 , (2.25)

où Σ̂ est l'unique solution de l'équation :

Σ =
1

N

N∑
i=1

u

(
1

m
yHwi Σ

−1 ywi

)
ywiy

H
wi . (2.26)

Alors le théorème 2.4.2 permet d'établir la relation entre les matrices Ŝ et Σ̌SCM :

Théorème 2.4.2. Convergence de la matrice Σ̌SCM

Sous les mêmes hypothèses que précédemment, la convergence suivante est établie :∥∥∥Σ̌SCM − Ŝ
∥∥∥ p.s.→ 0 . (2.27)
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Démonstration. La preuve de ce théorème, qui est également la preuve du théorème 2.4.4,
est donnée en Annexe B.

Sélection de l'ordre du modèle

Ainsi, la distribution des valeurs propres de la matrice Σ̌SCM étant liée à celle de Ŝ, il de-
vient possible, en utilisant des résultats sur la matrice Ŝ, d'obtenir le nombre d'endmembers
ou de sélectionner l'ordre du modèle. Les résultats de la partie précédente s'appliquent alors,
et un seuil t véri�ant la même équation que précédemment, c'est à dire :

t =
φ∞(1 +

√
c)2

ξ (1− c φ∞)
,

peut être appliqué sur la distribution des valeurs propres de la matrice Σ̌SCM . Soient
λ̌SCM i, i ∈ J1,mK les valeurs propres de Σ̌SCM . Soit JSCM = {i ∈ J1,mK / λ̌SCM i > t}.
Le nombre d'endmembers est alors :

p̂ = ]{JSCM} . (2.28)

Une autre façon équivalente de noter ce nombre d'endmembers, en triant les valeurs
propres dans l'ordre croissant : λ̌SCM 1 ≥ . . . ≥ λ̌SCM m, est :

p̂ = min
k

(
λ̌SCM k > t

)
. (2.29)

La �gure 2.4 montre la correspondance entre la distribution des valeurs propres de Σ̌SCM

et de Ŝ lorsqu'il n'y a pas d'endmembers dans le signal, et illustre le théorème 2.4.2. Le seuil
t, qui dépend de la fonction u par la fonction Φ∞, est également traçé, en rouge. La fonction
u est choisie pour correspondre à l'EMV pour des variables aléatoires τi, i ∈ J1, NK, distri-

bués selon une loi inverse gamma. Ainsi, u : x 7→ 1 + α

x+ α
. Le paramètre α est �xé à 0.1. Le

seuil t a alors l'expression suivante : t =
(1 + α) (1 +

√
c)2

ξ (1− c (1 + α))
.

Comme la distribution des valeurs propres de Σ̌SCM suit celle de Ŝ, aucune valeur propre
ne dépasse le seuil t. L'utilisation d'un estimateur robuste pour l'estimation de la matrice
C permet donc d'annihiler correctement l'in�uence des τ qui peuvent engendrer de grandes
valeurs propres.

La �gure 2.5 montre que si l'étape de blanchiment n'est pas suivie, les valeurs propres
de l'unique solution de

Σ =
1

N

N∑
i=1

u

(
1

m
yHi Σ−1 yi

)
yiy

H
i , (2.30)

notée Σ̌, ne permettent pas de véri�er le théorème 2.4.2. Les valeurs propres de Σ̌ ne suivent
en e�et pas la même distribution que la matrice Ŝ, et le seuil est dépassé par un grand nombre
de valeurs propres alors qu'aucun endmember n'est présent dans le signal. En�n, la �gure 2.6
montre les mêmes résultats mais pour une fonction u qui ne correspond pas à la distribution
des variables τi, i ∈ J1, NJ. En e�et, pour rappel, la fonction u peut être choisie de telle
façon à correspondre à l'EMV pour une distribution des τi connue. Dans le cas où la fonction
u ne correspond pas à l'EMV, la méthode est toujours valable puisqu'aucune hypothèse ne
requiert cette condition pour que le théorème puisse être appliqué. Ceci est ainsi illustré
par la �gure 2.6, où le cas choisi est assez éloigné de la distribution qui correspondrait à
l'EMV pour la fonction choisie. Cependant, la méthode semble moins �able dans le sens où
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Figure 2.4 � Valeurs propres des matrices Σ̌SCM et Ŝ lorsque le signal Y a été blanchi
par ČSCM et le seuil correspondant t pour ρ = 0.7, m = 900, N = 2000, τ = inverse

gamma, α = 0.1, p = 0.
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Figure 2.5 � Valeurs propres des matrices Σ̌ et Ŝ lorsque le signal Y n'a pas été blanchi
par ČSCM , et le seuil correspondant t pour ρ = 0.7, m = 900, N = 2000, τ = inverse

gamma, α = 0.1, p = 0.
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Figure 2.6 � Valeurs propres des matrices Σ̌SCM et Ŝ et le seuil t, pour ρ = 0.7, m = 900,
N = 2000, τ = t2 − student, α = 0.1, p = 0.

les valeurs propres de Σ̌SCM se rapprochent du seuil, car la convergence vers les valeurs
propres de la matrice Ŝ est moins rapide. Il faut donc un N (et donc un m) plus grand pour
assurer la superposition des deux distributions.

De plus, comme, en pratique, la distribution des variables aléatoires τ1, . . . τN est incon-
nue, il semble judicieux d'améliorer la méthode, ce qui est fait par la suite.

2.4.3 Approche robuste pour un bruit CES corrélé

Au lieu d'utiliser la SCM préalablement forcée à être de Toeplitz (équation 2.21) pour
estimer la matrice de covariance du bruit, cette partie présente les résultats dans le cas où
l'estimateur choisi serait un M-estimateur de Maronna. Cette fois-ci, la matrice Y contient
des sources M S. La première sous-partie présente le cas général des M-estimateurs. La
seconde, quant à elle, propose d'utiliser un estimateur de Tyler. Les étapes sont les mêmes
que celles de la partie précédente : une étape de blanchiment, une étape d'estimation et une
étape de seuillage des valeurs propres. Cette approche a fait l'objet de deux publications,
[110] et [107].

Cas Général

Étape de Blanchiment

Soit C̃FP un estimateur biaisé de la matrice de covariance C tel que C̃FP = T (ĈFP ) où
ĈFP est l'unique solution de l'équation suivante (correspondant toujours aux M-estimateurs
de Maronna [74]) :

Z =
1

N

N−1∑
i=0

u

(
1

m
yHi Z−1 yi

)
yi y

H
i .
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Tout comme dans la partie précédente, la fonction u véri�e les hypothèses de Maronna
modi�ées (2.4.1). Ceci correspond au même estimateur que C̃SCM mais pour un estimateur
de type Maronna. Alors le théorème suivant s'applique pour C̃FP :

Théorème 2.4.3. Consistance de C̃FP

Soit C̃FP l'estimateur dé�ni ci-dessus, alors, sous les hypothèses 1, 2 (2.1), 3 (2.1) et 4
(2.4), et pour Y = C1/2 X T1/2 le résultat suivant est vrai :∥∥∥C̃FP − E [v(τ ξ) τ ] C

∥∥∥ a.s.−→ 0 , (2.31)

où v et ξ sont dé�nis comme précédemment. Pour rappel :

• u véri�e les hypothèses de Marronna (2.4.1)

• h : x 7→ x

1− cN Φ(x)

• v : x 7→ (u ◦ h−1)(x)

• ψ : x 7→ x v(x)

• ξ est l'unique solution de l'équation

1

N

N∑
i=1

ψ(τi ξ)

1 + cN ψ(τi ξ)
= 1 . (2.32)

La matrice ČFP =
C̃FP

E [v(τ ξ) τ ]
caractérise l'estimation de la matrice de covariance C.

Démonstration. La preuve, inspirée de [119] et de [66], est donnée en Annexe B.

Première remarque : [32] montre que C̃SCM = φ−1(1) C̃FP , avec φ dé�nie comme pré-
cédemment, c'est à dire φ(x) = xu(x), et C̃SCM dé�nie en 2.21. Lorsque la fonction u est
bien choisie, il est possible d'obtenir φ−1(1) = 1 et C̃SCM = C̃FP , comme c'est le cas par

exemple pour la fonction u : x 7→ 1 + α

x+ α
, où α est un paramètre à �xer. Mais même dans ce

cas, ČSCM et ČFP di�èrent d'un facteur d'échelle puisque ČSCM =
E [v(τ ξ) τ ]

E(τ)
ČFP .

Seconde remarque : le résultat peut être considéré comme vrai dans le cas où Y =
M S + C1/2 X T1/2. En e�et, la partie signal sera fortement atténuée par l'estimation ro-
buste de la matrice. Le biais résultant est calculé de manière exacte dans [67]. Ce biais ne
dépend pas du SNR du signal, et ne sera donc pas impacté par la puissance des sources.

A�n d'illustrer le théorème 2.4.3, la �gure 2.7 montre la consistance de l'estimateur
ČFP pour un c �xé, lorsque N → ∞. Les paramètres de la �gure sont les mêmes que ceux
de la �gure 2.2 et sont rappelés ici : le signal est constitué d'un bruit blanc gaussien X

corrélé par une matrice de Toeplitz C = L
((
ρ0, ρ1, . . . , ρm−1

)T)
avec ρ = 0.7. Les texture

{τi}i∈J0,N−1K sont des variables aléatoires de loi inverse gamma de moyenne unité. La �gure
2.7 représente la norme spectrale de la di�érence entre la vraie matrice de covariance C et
ČFP lorsque c = 0.7.

Remarque : La convergence observée sur la �gure 2.7 est légèrement plus rapide que celle
de la �gure 2.2 même si cette vitesse de convergence reste assez faible.

Comme dans la partie précédente, les données Y peuvent être blanchies avec Č
−1/2
FP .

Soient Y̌wFP = [y̌wF0, ...y̌wF N−1] les données blanchies, c'est à dire :

Y̌wFP = Č
−1/2
FP Y ,

soit : Y̌wFP = Č
−1/2
FP M δH Γ1/2 + Č

−1/2
FP C1/2 X T1/2 .
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Figure 2.7 � Illustration de la consistance du Théorème 2.4.3 pour c = 0.7 et pour des
{τi}i∈J1,NK suivant une loi inverse gamma (N ∈ J20, 6000K).

Estimation de la matrice de covariance

L'estimation robuste de la matrice de covariance et celle du nombre d'endmembers (qui
correspond à l'ordre du modèle) sont menées comme précédemment. L'estimateur utilisé est
toujours un M-estimateur de Maronna, noté Σ̌FP et est dé�ni comme l'unique solution de
l'équation suivante :

Σ =
1

N

N−1∑
i=0

u

(
1

m
y̌HwFi Σ

−1 y̌wFi

)
y̌wFi y̌

H
wFi . (2.33)

De cette façon, Σ̌FP est un estimateur robuste de la matrice de covariance du signal blanchi.
Un équivalent au théorème 2.4.2 peut être proposé :

Théorème 2.4.4. Convergence de la matrice Σ̌FP

Sous les mêmes hypothèses que précédemment, la convergence suivante est établie :∥∥∥Σ̌FP − Ŝ
∥∥∥ p.s.−→ 0 . (2.34)

Démonstration. La preuve, fournie en Annexe B, est la même que pour le théorème 2.4.2.

Sélection de l'ordre du modèle

Le même seuil t que celui véri�ant l'équation (2.18) peut donc être retenu sur la distribu-
tion des valeurs propres de la matrice Σ̌FP , et ce, grâce au Théorème 2.4.4. Ainsi, le dénom-
brement du nombre d'endmembers ou l'estimation de l'ordre du modèle se fait comme précé-
demment, c'est à dire, en considérant les valeurs propres de Σ̌FP , notées λ̌FP i , i ∈ J1,mK,
et avec JFP = {i ∈ J1,mK / λ̌FP i > t}. Le nombre d'endmembers est alors estimé selon :

p̂ = ]{JFP } , (2.35)
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Figure 2.8 � Distribution des valeurs propres des matrices Ŝ et Σ̌FP ainsi que le seuil t
pour ρ = 0.7, m = 900, N = 2000, τ ∼ inverse gamma.

ou encore, en classant les valeurs propres par ordre décroissant : λ̌FP 1 ≥ . . . ≥ λ̌FP m :

p̂ = min
k

(λ̌FP k > t) . (2.36)

Les �gures suivantes représentent di�érentes distributions de valeurs propres, pour dif-
férents cas de �gure. Pour chaque �gure, les paramètres sont les suivants ρ = 0.7, m = 900
et N = 2000 soit c = 0.45. La fonction u est choisie pour correspondre à l'EMV pour des

variables aléatoires τ1, . . . , τN distribuées selon une loi inverse gamma. Ainsi, u : x 7→ 1 + α

x+ α
,

et α est encore choisi égal à 0.1. La �gure 2.8 représente la distribution des valeurs propres
associées aux matrices Ŝ et Σ̌FP . Sur cette �gure, les deux distributions sont parfaitement
superposées et correspondent, tout comme sur la �gure 2.4.

Quant au cas où la fonction u choisie ne correspond pas à l'EMV, la méthode proposée
donne des résultats qui semblent plus robustes, comme le montre la �gure 2.9 qui peut être
comparée à la �gure 2.6 ou, sur cette �gure, les variables aléatoires τi suivent une distribu-
tion t2, où t est une t-distribution de Student. La �gure 2.9 montre que les valeurs propres
de Ŝ et Σ̌FP ont des distributions toujours bien superposées.

Soit la matrice Σ̃FP = Č
1/2
FP Σ̌FP Č

1/2
FP , c'est à dire la matrice correspondant à la solu-

tion d'un M-estimateur sans avoir au préalable blanchi les données. Alors dans ce cas, le
théorème ne s'applique plus, ce qui est visible sur la �gure 2.10. Sur cette �gure, le seuil ne
dépasse pas la plus grande valeur propre du bruit. En présence d'endmembers, la méthode
surestimerait le nombre de spectres purs contenus dans l'image.

La �gure 2.11, quant à elle, montre la distribution des valeurs propres de la matrice Ŝ et
celle de la SCM des données blanchies avec l'estimateur ČFP proposé pour estimer C. Dans
ce cas, le théorème 2.4.4 n'est plus valable, et les distributions des valeurs propres des deux
matrices ne correspondent pas, comme illustré par la �gure 2.11.
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Figure 2.9 � Illustration de la robustesse au choix de u. Distribution des valeurs propres
des matrices Ŝ et Σ̌FP et le seuil t pour ρ = 0.7, m = 900, N = 2000, τ = t2, t ∼ Student
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Figure 2.10 � Distribution des valeurs propres des matrices Ŝ et Σ̃FP pour un signal non
blanchi ainsi que le seuil t pour ρ = 0.7, m = 900, N = 2000, τ = t2, t ∼ Student.
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Figure 2.11 � Distribution des valeurs propres des matrices Ŝ et de la matrice
représentant la SCM de Y̌wFP Y̌H

wFP /N et le seuil t pour ρ = 0.7, m = 900, N = 2000,
τ ∼ inverse gamma.

En�n, la �gure 2.12 montre la distribution des valeurs propres pour les mêmes matrices
Ŝ et Σ̌FP mais cette fois-ci en présence d'un endmember, d'un RSB de 10 dB. Le spectre
m1 de cet endmember est simulé de la manière suivante : [m]j,1 = 10RSB/20 exp

(
2iπ j−1

m

)
,

pour j ∈ J1,mK. Cet endmember engendre bien la présence d'une valeur propre au delà du
seuil, et sera donc détecté. Les autres valeurs propres restent bien en dessous du seuil.

Ainsi, il est possible de connaître et de caractériser un seuil sur la distribution des valeurs
propres pour en déduire le nombre d'endmembers. Comme beaucoup de méthodes reposent
sur l'étude des valeurs propres, ce nouvel estimateur améliore la consistance de ces méthodes.

Cas de l'estimateur de Tyler

Le cas de l'estimateur de Tyler est un cas particulier de la méthode précédente. En e�et,

au lieu de considérer n'importe quelle fonction u, il est toujours possible de choisir u : x 7→ 1

x
.

Dans ce cas, les résultats du cas précédent ne s'appliquent pas tous puisque les hypothèses de
Maronna modi�ées (paragraphe 2.4.1) ne sont pas toutes véri�ées. Cependant, les hypothèses
de Maronna du paragraphe 1.8 sont elles, bien véri�ées et il est possible d'obtenir le même
type de résultats, plus facilement exploitables. Les étapes des parties précédentes sont donc
ici reprises (blanchiment, estimation de la matrice de covariance et seuillage des valeurs
propres) mais développées pour le cas particulier de l'estimateur de Tyler, ou aussi appelé
estimateur du Point Fixe (FP). Attention toutefois encore une fois à ne pas confondre avec
la notation Σ̌FP qui représente bien l'estimée dans le cas général d'un M-estimateur (la
confusion vient du fait que le Point-Fixe admet dans la communauté du traitement du
signal plusieurs dé�nitions). Certains résultats peuvent se simpli�er et mènent à d'autres
théorèmes présentés ci-dessous. La suite s'appuie sur les récents résultats publiés dans les
articles [127] et [33].

Étape de Blanchiment
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Figure 2.12 � Distribution des valeurs propres des matrices Ŝ et Σ̌FP lorsqu'un
endmembers est présent dans la signal, RSB = 10dB ainsi que le seuil t, pour ρ = 0.7,

m = 900, N = 2000, τ ∼ inverse gamma.

La première étape est toujours de blanchir le signal, cette fois-ci avec un M-estimateur
de Tyler, qui est ensuite recti�é, c'est à dire forcé à être de Toeplitz. Le M-estimateur de
Tyler ĈTY L véri�e l'équation suivante [87] :

Σ =
m

N

N∑
i=1

yi y
H
i

yHi Σ−1 yi
. (2.37)

Cette équation, comme les équations des M-estimateurs précédents, nécessite une approche
itérative pour estimer ĈTY L à partir de la valeur �nale de Σ. Puis, ĈTY L est ensuite recti�é
en utilisant l'opérateur T dé�ni précédemment (équation 2.21), a�n d'obtenir ČTY L =

T
(
ĈTY L

)
. Alors le théorème suivant donne :

Théorème 2.4.5. Consistance de ČTY L

Sous les hypothèses 1, 2 (paragraphe 2.1), 3 (paragraphe 2.1) et 4 (paragraphe 2.4), la
convergence suivante est vraie : ∥∥ČTY L −C

∥∥ p.s.→ 0 . (2.38)

Démonstration. La démonstration se trouve en Annexe B et dans l'article [107].

La �gure 2.13 montre la consistance de cet estimateur pour c = 0.7 et des τi distribués
selon une loi inverse gamma. La décroissance est plus rapide que pour les deux théorèmes
précédent 2.4.1 et 2.4.3. Cette méthode semble donc a priori justi�ée.

Une fois que la matrice ČTY L a été calculée, il est possible de blanchir le signal de la
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même manière que précédemment, c'est à dire :

Y̌wTY L = Č
−1/2
TY L Y ,

soit : Y̌wTY L = Č
−1/2
TY L M δH Γ1/2 + Č

−1/2
TY L C1/2 X T1/2 ,

et Y̌wTY L = [y̌wT1, . . . , y̌wTN ].

Estimation de la matrice de covariance

Une fois le signal blanchi, il est possible d'utiliser le même estimateur que celui utilisé
pour estimer C, mais cette fois-ci, pour estimer la matrice de dispersion du signal blanchi.
Soit Σ̌TY L l'unique solution de l'équation suivante :

Σ =
m

N

N∑
i=1

y̌wTiy̌
H
wTi

y̌HwTi Σ
−1 y̌wTi

. (2.39)

Soit également la matrice Ŝw, dé�nie comme :

Ŝw =
1

N
X XH . (2.40)

Alors les valeurs propres de Ŝw suivent la loi de Marchenko-Pastur. Le théorème suivant
permet alors de relier la distribution des valeurs propres de Σ̌TY L à la distribution de
Marchenko-Pastur :

Théorème 2.4.6. Consistance de la matrice Σ̌TY L

Sous les mêmes hypothèses que précédemment, l'équation suivante s'applique :∥∥∥Σ̌TY L − Ŝw

∥∥∥ p.s.→ 0 . (2.41)
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Démonstration. La démonstration se trouve en Annexe B. Elle s'appuie sur la démonstration
du Théorème 2.4.4 et se trouve également dans l'article [107].

Sélection de l'ordre du modèle

Ainsi, comme la distribution des valeurs propres de Ŝw converge en loi vers la loi de
Marchenko-Pastur, dont le support est connu et borné, la distribution des valeurs propres
de Σ̌TY L converge presque sûrement vers cette distribution. Si certains endmembers ont un
RSB su�samment élevé, il sera possible de les détecter. Le support de la loi de Marchenko-
Pastur étant borné par (1 +

√
c)2, il est possible de choisir cette valeur comme seuil sur les

valeurs propres de Σ̌TY L. Le nombre de valeurs propres qui dépassent de ce seuil sera donc
lié au nombre d'endmembers. L'estimation du nombre d'endmembers se fait donc comme
précédemment : soient λ̌TY L i les valeurs propres de Σ̌TY L pour i ∈ J1,mK. Soit JTY L =
{i ∈ J1,mK / λ̌TY L i > t}. Alors p peut s'estimer comme suit :

p̂ = ]{JTY L} , (2.42)

ou encore, si les valeurs propres sont classées par ordre décroissant : λ̌TY L 1 ≥ . . . ≥ λ̌TY Lm :

p̂ = min
k

(λ̌TY Lk > t) . (2.43)

Les �gures suivantes permettent d'illustrer les résultats théoriques qui viennent d'être
présentés. Sur ces �gures, le bruit est un bruit CES, où les variables aléatoires τ1, . . . , τN
sont distribuées suivant une loi inverse gamma pour les �gures 2.14 et 2.16 et suivant une
loi t2, où t suit une loi de Student pour la �gure 2.15. Sur la �gure 2.14 sont tracées les
valeurs propres de Σ̌TY L pour un signal contenant 4 endmembers avec un RSB = 10 dB.
Ces endmembers sont simulés comme précédemment, c'est à dire que leurs spectres, pour

k ∈ J1, 4K correspondant aux 4 endmembers, sont [m]j,k = 10RSB/20 exp
(

2iπ (k−1)(j−1)
m

)
,

pour j ∈ J1,mK. Même si ce RSB peut sembler faible, il permet cependant aux 4 sources
d'être détectées, puisque les valeurs propres correspondantes sont au-delà du seuil de la loi
de Marchenko-Pastur.

Pour les données permettant de tracer la �gure 2.15, le bruit est donc di�érent mais elles
contiennent aussi 4 endmembers avec un RSB = 30 dB, et simulés comme pour la �gure
2.14. Les valeurs propres sont plus fortes que sur la �gure 2.14 puisque les RSB sont plus
élevés. De plus, la méthode est beaucoup plus robuste aux di�érents types de bruits, comme
ici, où les variables aléatoires τi ne suivent pas la même distribution que sur la �gure 2.14.

En e�et, la fonction u choisie, c'est à dire ici u : x → 1

x
rend l'estimation insensible aux

facteurs multiplicatifs des données puisque
m

N

N∑
i=1

τi yi y
H
i√

τi yHi Σ−1
√
τi yi

=
m

N

N∑
i=1

yi y
H
i

yHi Σ−1 yi

pour tout scalaire τi, i ∈ J1, NK. L'estimateur est donc parfaitement robuste aux di�érents
types de τ choisis, ce qui peut se remarquer sur la �gure 2.15.

La �gure 2.16, quant à elle, superpose les valeurs propres de la loi de Marchenko-Pastur,
et les valeurs propres de l'estimateur proposé dans le cas où le bruit est blanchi à l'aide

d'un estimateur du Point �xe où la fonction u est choisie égale à
1 + t

t+ x
, t = 0.1. Dans ce

cas, les deux distributions de valeurs propres ne correspondent plus et il n'est pas possible
de considérer la limite droite de la loi de Marchenko-Pastur comme seuil pour déterminer
quelles valeurs propres appartiennent au bruit.

En utilisant un estimateur de Tyler, la méthode est rendue plus robuste, puisque les
résultats ne dépendent plus de la distribution des τi, i∈J1,NK. Elle est aussi moins laborieuse,
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Figure 2.14 � Distribution de Marchenko-Pastur et distribution des valeurs propres de
Σ̌TY L pour 4 endmembers de RSB=10 dB, N = 2000, m = 900, c = 0.7, les {τ}i∈J1,NK

suivant une loi inverse gamma.
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Figure 2.15 � Distribution de Marchenko-Pastur et distribution des valeurs propres de
Σ̌TY L pour 4 endmembers de RSB=30 dB, N = 2000, m = 900, c = 0.7, les {τ}i∈J1,NK

suivant une loi t2, t distribué selon Student-t.
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Figure 2.16 � Distribution de Marchenko-Pastur et distribution des valeurs propres de
l'estimation de la matrice de covariance avec un blanchiment FP u(x) = 1+0.1

x+0.1 , pour 4
endmembers de RSB = 10dB, N = 2000, m = 900, c = 0.7, les {τ}i∈J1,NK suivant une loi

inverse gamma.

car le seuil est directement calculable en fonction des dimensions de l'image et vaut (1+
√
c)2.

Le seul obstacle à la détection est alors les RSB des sources, qui peut être trop faible
et entraîner une non-détection. Quant au cas de fausse alarme, théoriquement impossible
d'après [7], il ne peut être dû en pratique qu'aux erreurs de modèle : l'image ne correspondrait
pas au modèle supposé ici et des valeurs propres du bruit dépasseraient du seuil.
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2.5 Récapitulatif des algorithmes proposés pour l'estima-

tion du nombre d'endmembers

A�n de donner une vue d'ensemble des di�érentes méthodes proposées, cette partie ré-
capitule les di�érents algorithmes qu'il est possible de mettre en place dans les di�érents cas
de �gure du bruit. Il est rappelé au lecteur que tous les algorithmes sont applicables pour
un cas gaussien blanc ou corrélé, le cas CES étant une généralisation de ce cas.
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2.5.1 Bruit gaussien blanc

Algorithme 2.5.1 :

Acquisition des données de l'image Y

Calcul de la SCM
1

N
Y YT ou

1

N
Y YH si le bruit simulé est complexe

Calcul des valeurs propres de la SCM λ̂0 ≥ . . . ≥ λ̂m−1

Calcul du seuil pour une PFA = α choisie k = 0

σ̂2(0) =
1

m− k − 1

m−1∑
k+1

λ̂j

ρ̂2
j − ρ̂j

(
λ̂j + σ̂2(k)− σ̂2(k)

m− k − 1

N

)
+ λ̂j σ̂

2(k) = 0

A : k = k + 1

σ̂(k)2 − 1

m− k − 1

 m−1∑
j=k+1

λ̂j +

k∑
j=0

(λ̂j − ρ̂j)

 = 0

ρ̂2
j − ρ̂j

(
λ̂j + σ̂2(k)− σ̂2(k)

m− k − 1

N

)
+ λ̂j σ̂

2(k) = 0

Tant que σ̂ ne converge pas : ⇒ A

ζN = σ̂2(k)

(
bN +

σN

m2/3

(
F−1
TW (1− α)

))

Estimation du nombre d'endmembers p̂ = arg min
k

(
λ̂k < ζN

)
2.5.2 Bruit corrélé i.i.d. de moyenne nulle

La seule méthode qui présente un intérêt pour l'imagerie hyperspectrale est celle de
l'étude de l'espacement entre valeurs propres.

Algorithme 2.5.2 :

Acquisition des données de l'image Y

Calcul de la SCM
1

N
Y YT ou

1

N
Y YH si bruit simulé complexe

Calcul des valeurs propres de la SCM λ̂0 ≥ . . . ≥ λ̂m−1

Et λ̂−1 =∞

Choix d'un seuil ζ

Estimation du nombre d'endmembers p̂ = arg max
k

(
λ̂k−1,N

λ̂k,N
> 1 + ζ

)
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2.5.3 Bruit CES blanc

Algorithme 2.5.3 :

Acquisition des données de l'image Y

Calcul de la SCM
1

N
Y YH

Calcul des valeurs propres de la SCM λ̂0 ≥ . . . ≥ λ̂m−1

Calcul du seuil t Choix de u
Φ(x) = xu(x) et v(x) = u ◦ h−1 (x)
ψ(x) = x v(x)

Calcul de ξ :
1

N

N∑
i=1

ψ(τi ξ)

1 + cN ψ(τi ξ)
= 1

t =
φ∞(1 +

√
c)2

ξ (1− c φ∞)

Estimation du nombre d'endmembers p̂ = arg min
k

(
λ̂k < t

)
2.5.4 Approche RMT non-robuste

Algorithme 2.5.4 :

Acquisition des données de l'image Y

Estimation de la matrice C ĈSCM ←
1

N
Y YH

C̃SCM ← T
(
ĈSCM

)
ČSCM ←

1

E[τ ]
C̃SCM

Blanchiment Y̌wSCM ← Č
−1/2
SCM Y

Estimation de la matrice de covariance Choix d'une erreur ε (par exemple 10−3)
Choix d'une fonction u
Σ̌SCM ← Im, erreur = 1

Tant que erreur > ε

Σ̌2 ←
1

N

N∑
i=1

u

(
1

m
y̌HwSi Σ̌

−1
SCM y̌wSi

)
y̌wSiy̌

H
wSi

erreur =
‖Σ̌2 − Σ̌SCM‖F
‖Σ̌SCM‖F

Σ̌SCM ← Σ̌2

Calcul des valeurs propres de Σ̌SCM λ̌0 ≥ . . . ≥ λ̌m−1

Calcul du seuil t =
φ∞ (1 +

√
c)2

ξ (1− c φ∞)

Estimation du nombre d'endmembers p̂ = arg min
k

(
λ̌k < t

)
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2.5.5 Approche RMT robuste cas général

Algorithme 2.5.5 :

Acquisition des données de l'image Y

Estimation de la matrice C ĈFP ← Im
Choix d'un ε, choix d'une fonction u, calcul de v
erreur = 1
Tant que erreur > ε

Ĉ2 ←
1

N

N∑
i=1

u

(
1

m
y̌Hi Ĉ−1

FP y̌i

)
y̌i y̌

H
i

erreur =
‖Ĉ2 − ĈFP ‖F
‖ĈFP ‖F

ĈFP ← Ĉ2

C̃FP ← T
(
ĈFP

)
ČFP ←

1

E[v(τ γ) τ ]
C̃FP

Blanchiment Y̌wFP ← Č
−1/2
FP Y

Estimation de la matrice de covariance Σ̌FP ← Im
Choix d'un ε
erreur = 1
Tant que erreur > ε

Σ̌2 ←
1

N

N∑
i=1

u

(
1

m
y̌HwFi Σ̌

−1
FP y̌wFi

)
y̌wFiy̌

H
wFi

erreur =
‖Σ̌2 − Σ̌FP ‖F
‖Σ̌FP ‖F

Σ̌2 ← Σ̌FP

Calcul des valeurs propres de Σ̌FP λ̌0 ≥ . . . ≥ λ̌m−1

Calcul du seuil t =
φ∞(1 +

√
c)2

ξ(1− cφ∞)

Estimation du nombre d'endmembers p̂ = arg min
k

(
λ̌k < t

)
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2.5.6 Approche robuste RMT : cas de l'estimation de Tyler

Algorithme 2.5.6 :

Acquisition des données de l'image Y

Estimation de la matrice C ĈTY L ← Im
Choix d'un ε
erreur = 1
Tant que erreur > ε

Ĉ2 ←
m

N

N∑
i=1

y̌i y̌
H
i

y̌Hi Ĉ−1
TY L y̌i

erreur =

∥∥∥Ĉ2 − ĈTY L

∥∥∥
F

‖ĈTY L‖F
ĈTY L ← Ĉ2

ČTY L ← T
(
ĈTY L

)
Blanchiment Y̌wTY L ← Č

−1/2
TY L Y

Estimation de la matrice de covariance Σ̌TY L ← Im
Choix d'un ε
erreur = 1
Tant que erreur > ε

Σ̌2 ←
m

N

N∑
i=1

y̌wTiy̌
H
wTi

y̌HwTi Σ̌
−1
TY L y̌wTi

erreur =
‖Σ̌2 − Σ̌FP ‖F
‖Σ̌TY L‖F

Σ̌2 ← Σ̌TY L

Calcul des valeurs propres de Σ̌TY L λ̌0 ≥ . . . ≥ λ̌m−1

Calcul du seuil t = (1 +
√
c)2

Estimation du nombre d'endmembers p̂ = arg min
k

(
λ̌k < t

)
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2.6 Synthèse

Ce chapitre a présenté les résultats théoriques concernant l'estimation du nombre d'end-
members. Les premiers résultats présentés sur les modèles simpli�és sont des résultats déjà
publiés, à part pour les simulations et �gures tracées dans ce chapitre. Ils ont été ici adaptés
au cas de l'imagerie hyperspectrale et permettent de caractériser tout un panel d'algorithmes
et de méthodes potentiellement intéressantes pour l'imagerie hyperspectrale.

En ce qui concerne les derniers résultats présentés et prouvés en Annexe, ils donnent
la possibilité d'utiliser des résultats de la théorie des matrices aléatoires pour permettre
l'estimation du nombre d'endmembers. Ces résultats ont fait l'objet de publications [108],
[109], et [110]. Ils montrent qu'il est possible, malgré le peu d'a priori sur les images, d'estimer
correctement le nombre d'endmembers en utilisant des estimées de matrices de covariance.



Chapitre 3

Applications

Les applications présentées dans ce chapitre sont des applications des résultats théoriques
du chapitre précédent. Une première partie présente les résultats sur des images

hyperspectrales réelles, simulées ou sur des images hyperspectrales simulées avec de vrais
spectres hyperspectraux. Une seconde partie présente une adaptation des résultats

précédents sur des données du domaine de la �nance. Cette partie permet de montrer que
tous les résultats théoriques développés dans cette thèse et adaptés jusqu'ici au cas de

l'imagerie hyperspectrale peuvent être adaptés à d'autres applications.

3.1 Imagerie hyperspectrale

Dans cette partie sont appliqués les résultats théoriques du chapitre précédent au cas
d'images hyperspectrales réelles, simulées et au cas d'images hyperspectrales construites à
partir de spectres réels obtenus sur des bases de données diverses. Certains résultats clas-
siques ne peuvent être adaptés au cas de l'imagerie hyperspectrale sous les hypothèses réunies
précédemment, notamment les méthodes nécessitant l'accès à des données secondaires ou à
des données non-corrélées. Ces méthodes sont donc dé�nitivement écartées et ne feront pas
l'objet de simulations dans ce chapitre.

3.1.1 Approche RMT non CES

Avant de parler du cas général de cette thèse, qui considère une image hyperspectrale sans
aucun a priori, est considéré ici le cas de la détection de cible ou de la détection de change-
ment, un problème fréquent en imagerie hyperspectrale. La particularité de ce problème par
rapport au dénombrement du nombre d'endmembers est que l'image avant le changement
ou avant la présence de cible est connue. Ainsi, une image hyperspectrale constitué d'infor-
mation non pertinente est supposée connue. Cette image peut être associée à une image de
bruit ou de données secondaires. Sur une image connue, c'est en dire en ayant quelques a
priori sur les données tels que la connaissance de la nature du bruit, il est possible d'adapter
le Théorème 2.3.3 au cas de l'imagerie hyperspectrale. Il est en e�et dans ce cas possible de
choisir un seuil ζ (2.8), en fonction du bruit de l'image. En ce qui concerne la détection de
cible ou de changement, l'image avant changement ou présence de la cible peut alors être
considérée comme une image de bruit, car ne contient pas l'information recherchée, c'est à
dire ne contient pas les endmembers recherchés. Il devient alors intéressant de montrer que
des méthodes développées en théorie des matrices aléatoires peuvent s'appliquer sans grand
changement au cas de l'imagerie hyperspectrale dans le cas où une image hyperspectrale
sans la présence des endmembers recherchés est connue.

L'exemple choisi est celui d'une image hyperspectrale contenant de la végétation, une
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Figure 3.1 � Image hyperspectrale utilisée, avec et sans la voiture, de taille m = 167,
N = 6561.
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Figure 3.2 � Courbe de la PFA en fonction du seuil, m = 167, N = 21× 21.

route et une voiture. Sur cette image, la position de la voiture étant connue, il est possible
de la supprimer et de la remplacer par la route a�n de disposer de la même image avec et
sans la voiture. L'idée est donc non pas de détecter le nombre d'endmembers mais le nombre
d'endmembers di�érents du fond connu de l'image, soit ici, pour le cas présenté, de détecter
la voiture. Ce genre de technique peut être utilisé notamment pour des problèmes de détec-
tion de changement entre deux images hyperspectrales, comme déjà mentionné plus haut.
Pour appliquer la méthode décrite par le Théorème 2.3.3, il est nécessaire de choisir un seuil
ζ + 1. Il faudrait disposer de plusieurs images du bruit ou du fond de la même zone pour
estimer statistiquement les seuils associés à di�érentes PFA. Ceci permettrait de choisir le
seuil de détection par rapport au fond de l'image considérée.

Comme l'image est assez homogène, il est possible de la découper en plusieurs images de
tailles réduites, ici des images de taille 21 × 21 pixels, et de considérer ces images comme
des réalisations statistiques di�érentes du même fond. De cette façon, l'ensemble des valeurs
propres de la SCM obtenus pour chaque image permet de calculer la PFA pour chaque seuil
choisi. La �gure 3.1 à gauche, montre l'image analysée, sur laquelle il est possible de distin-
guer une route sur laquelle se trouve une voiture. A droite, se trouve l'image sans la voiture,
de taille 81 × 81 qui est ensuite divisée en plusieurs images de taille 21 × 21 à l'aide d'une
fenêtre glissante, pour donner la courbe PFA-seuil. La courbe PFA-seuil obtenue est tracée
sur la �gure 3.2. Grâce à cette �gure, il est possible de choisir un seuil adapté à cette image
pour une PFA choisie.



3.1. Imagerie hyperspectrale 75

Table 3.1 � Rapports des valeurs propres successives obtenus pour l'image de taille
81× 81× 167

Rapports de valeurs propres
k 1 2 3 4 5 6

avec voiture 37 3.4 4.3 3.6 1.1 2.0
sans voiture 16 3.1 4.3 3.3 1.3 2.0

L'image originale est ensuite testée, en utilisant l'équation (2.8), pour une PFA choisie
de 0.05. Le seuil est alors de 34.7. Le tableau 3.1 présente les di�érents rapports des valeurs

propres de l'algorithme 2.5.2, c'est à dire les valeurs de
λ̂k−1,N

λ̂k,N
pour les premières valeurs

de k > 1.

Sur ce tableau, le premier rapport de la première ligne est le seul à dépasser le seuil, (en
plus de celui pour lequel k = 0). Le nombre d'endmembers estimé est alors p̂ = 1. De plus,
sur la seconde ligne, le seul rapport à dépasser le seuil est pour k = 0 ce qui donne bien
p̂ = 0 pour l'image sans la voiture.

L'estimation du nombre d'endmembers peut donc se faire correctement ici mais à condi-
tion d'avoir certaines connaissances sur les données, a�n de pouvoir �xer un seuil.

3.1.2 Comparaison des méthodes adaptés au bruit CES

Dans le cas le plus probable où les images hyperspectrales étudiées ne sont pas connues
a priori, les algorithmes 2.5.4, 2.5.5 et 2.5.6 permettent d'estimer le nombre d'endmembers.
Ces algorithmes ont été testés avec deux types d'images : des images constituées d'un bruit
CES simulé sur lesquelles s'ajoutent des spectres simulés, des images constituées d'un bruit
CES simulé sur lesquelles s'ajoutent des spectres réels issus de la base de données [60], et des
images hyperspectrales réelles issues de la base de données [35] ainsi que des images issues
de DSO National Laboratories.

Comparaison sur bruit simulé

Spectres Simulés

Les trois algorithmes proposés ont été appliqués sur des images simulées. La première
série de �gures compare les méthodes fondées sur une estimation robuste dans le cas général
(voir l'algorithme 2.5.5) et celles dans le cas non robuste (voir l'algorithme 2.5.4). À ces
courbes est ajoutée, à titre de comparaison, la courbe obtenue pour le même algorithme
robuste dans le cas général mais sans l'étape de blanchiment Č−1/2Y, notée "p̂ avec Σ̌NB".

La fonction u choisie est u : x 7→ 1 + α

x+ α
, la matrice C est générée de la même façon

que dans la partie précédente, avec C = L
((
ρ0, ρ1, . . . , ρm−1

)T)
. Les spectres sont aussi

simulés de la même façon que dans la partie précédente, avec, pour j ∈ J1,mK : [m]j,k =

10RSB/20 exp

(
2iπ

(j − 1)(k − 1)

m

)
, pour k ∈ J1, pK . Chaque simulation est le résultat de

la moyenne sur 4 tirages de bruit indépendants. Les di�érents paramètres choisis sont les
suivants :

• sur la �gure 3.4 : les variables {τi}i∈J1,NK sont indépendantes, identiquement distribuées
selon une loi inverse gamma, de moyenne 1 et de paramètre 10. De plus, le paramètre
α a été �xé d'une manière subjective à 0.7. En�n, ρ = 0.7.
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Figure 3.3 � Di�érentes distributions de bruit, à gauche lorsque les {τi}i∈J1,NK suivent
une loi du t2 (carré d'une loi de Student) et à droite une loi inverse gamma.

• sur la �gure 3.5 : les {τi}i∈J1,NK sont indépendantes, identiquement distribuées et
suivent la même loi que t2 pour t ∼ Student-t, de paramètre 100. Le paramètre α a
été �xé également d'une manière subjective à 0.1. Et de même, ρ = 0.7.

Les données générées avec les variables aléatoires {τi}i∈J1,NK qui suivent une loi de Student-t
au carré sont fortement non gaussiennes, comme illustré par la �gure 3.3, où sont comparées
les distributions de bruit utilisées pour la �gure 3.6 et celle pour la �gure 3.7.

Sur la �gure 3.4, les résultats sont corrects à partir d'un RSB de 0 dB, c'est à dire qu'ils
sont acceptables à partir d'un RSB assez faible, tandis que sur la �gure 3.5, les RSB doivent
être plus importants avant de pouvoir être détectés. Dans tous les cas, la méthode AIC,
comme prévu, donne de mauvais résultats pour ce genre de données. Quant à l'étape de
blanchiment, elle est bien indispensable à l'algorithme puisque les résultats théoriques sont
faux si les données n'ont pas été blanchies. C'est d'ailleurs ce qui est visible sur les �gures
3.4 et 3.5, où les résultats obtenus pour ces méthodes ne sont même plus pertinents.

Sur les �gures 3.6 et 3.7 sont comparés les résultats entre l'algorithme robuste général et
l'algorithme robuste de Tyler. Les paramètres m et N ne sont pas tout à fait les mêmes, ce
qui permet de véri�er que les résultats ne sont pas dépendants de ces paramètres. Les autres
paramètres sont les mêmes que pour les deux �gures décrites précédemment, c'est à dire :

• sur la �gure 3.6 : les variables aléatoires {τi}i∈J1,NK sont indépendants, identiquement
distribués selon une loi inverse gamma, de moyenne 1 et de paramètre 10. Le paramètre
α a été également �xé d'une manière subjective à 0.1. En�n, ρ = 0.7.

• sur la �gure 3.7 : les variables aléatoires {τi}i∈J1,NK sont indépendants, identiquement
distribués et suivent la même loi que t2 pour t ∼ Student-t, de paramètre 100. Le
paramètre α a, encore une fois, été �xé subjectivement à 0.1. Et de même, ρ = 0.7.

La méthode reposant sur l'estimateur de Tyler donne des résultats beaucoup plus robustes

que la méthode utilisant une fonction u de type u : x 7→ 1 + α

x+ α
. Ceci s'explique en e�et

par l'insensibilité de l'estimateur de Tyler aux facteurs multiplicatifs τ mais aussi par le fait
que le seuil n'est pas, pour cette dernière méthode, dépendant de la fonction u choisie. Ces
simulations sont donc en faveur du dernier algorithme présenté avec l'algorithme 2.5.6.

Spectres Réels

Les algorithmes précédents ont été utilisés avec des spectres réels, issus de la base de don-
nées [60]. Deux spectres ont été choisis et sont représentés sur la �gure 3.8. Ces spectres sont
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Figure 3.4 � Estimation du nombre d'endmembers p̂ pour un bruit CES corrélé, m = 400,
c = 0.2, p = 4, ρ = 0.7, {τ} ∼ inverse gamma, en fonction du RSB.
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Figure 3.5 � Estimation du nombre d'endmembers p̂ pour un bruit CES corrélé, m = 400,
c = 0.2, p = 4, ρ = 0.7, {τ} ∼ t2 avec t ∼ Student-t , en fonction du RSB.
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Figure 3.6 � Estimation du nombre d'endmembers p̂ pour un bruit CES corrélé, m = 900,
c = 0.45, p = 4,ρ = 0.7, {τ} ∼ inverse gamma, en fonction du RSB.
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Figure 3.7 � Estimation du nombre d'endmembers p̂ pour un bruit CES corrélé, m = 900,
c = 0.45, p = 4,ρ = 0.7, {τ} ∼ t2 avec t ∼ Student− t , en fonction du RSB.



3.1. Imagerie hyperspectrale 79

0 50 100 150 200 250
0

50

100

150

200

250

300

350

Bandes spectrales

R
SB
×
R
ad
ia
nc
es

Spectres utilisés

Actinolite
Stonwll Ply2grnGrass

Figure 3.8 � Spectres réels utilisés pour la �gure 3.9.

ceux de l'Actinolite et de Stonwll_Ply2grnGrass . Le spectre de Stonwll_Ply2grnGrass
est répété deux fois pour des raisons de dimension des données, les autres spectres s'étendant
sur deux fois plus de bandes spectrales.

À ces spectres est ajouté un bruit CES dont les variables {τi}i∈J1,NK suivent une loi

inverse gamma de paramètre 2. Le paramètre ρ tel que C = L
((
ρ0, ρ1, . . . , ρm−1

)T)
vaut

ρ = 0.7, et le paramètre α pour la fonction u : x 7→ 1 + α

x+ α
est �xé à α = 0.1. Les para-

mètres m et N valent m = 240 et N = 1000. Sur la �gure 3.9 sont tracés di�érents résultats
pour les algorithmes présentés dans le chapitre précédent. La méthode Σ̌FP correspond à
l'algorithme 2.5.5, la méthode Σ̌SCM à l'algorithme 2.5.4, celui Σ̌TY L à 2.5.6 et pour �nir
la méthode Σ̌TY L correspond aussi à l'algorithme 2.5.6 mais pour un bruit blanc, ce qui
correspond au cas idéal où le bruit CES serait égal à X T1/2. Le RSB correspond comme
précédemment à 20 log10 P avec P la puissance des sources, c'est à dire le facteur multipli-
catif du spectre.

Sur la �gure 3.9, la méthode qui fonctionne le mieux est encore la méthode robuste utili-
sant un estimateur de Tyler, comme proposé par l'algorithme 2.5.6. Elle commence à détecter
un endmember pour un RSB de 0 dB, et le bon nombre d'endmembers à partir de 40 dB. Les
méthodes robustes 2.5.5 et non-robustes 2.5.4 sous-estiment le nombre d'endmembers tandis
que la méthode AIC le surestime. L'idéal serait de trouver une méthode qui se rapproche le
plus que possible du cas du bruit blanc. la méthode qui s'en approche le plus parmi celles
proposées est donc la méthode robuste utilisant un estimateur de Tyler. En ce qui concerne
le temps de calcul, pour des images de cette dimension, il est de quelques secondes.

Comparaison sur images réelles

Les images réelles utilisées sont des images hyperspectrales de types assez variés. L'image
Indian Pines est une image contenant entre 10 et 16 endmembers di�érents, dépendant du
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Figure 3.9 � Estimation du nombre d'endmembers p̂ pour un bruit CES corrélé, m = 240,
c = 0.24, p = 2,ρ = 0.7, {τ} ∼ inverse gamma , en fonction du RSB.

Table 3.2 � Estimation du nombre d'endmembers sur des images hyperspectrales

Images Indian Pines SalinasA PaviaU Cube
p 16 9 9 6

p̂AIC 219 203 102 143
p̂Hysime 19 14 60 19
p̂FP 11 9 1 3
p̂TY L 13 2 10 13

niveau de précision de l'imageur hyperspectral, chaque endmember représentant des types
de cultures di�érentes, répartis par zone sur l'image de gauche de 3.10. L'image de droite
3.10 sur montre une partie de l'Université Pavia, contenant théoriquement 9 endmembers
di�érents, correspondant à di�érents types de matériaux. Ces images sont issues de la base
de données [35]. L'image 3.11, montre deux dernières scènes étudiées, celle de gauche la
même scène que précédemment, c'est à dire une route avec des voitures et de la végétation,
contenant 6 endmembers principaux, et celle de droite, tirée de [35], correspondant à une
partie de la scène Salinas-A.

Ces images sont de types très di�érents et représentent un bon échantillon d'images hy-
perspectrales prises en vue aérienne pour tester les algorithmes proposés. Les algorithmes
testés sont les algorithmes robustes proposés 2.5.5, avec l'estimation de p notée p̂FP et 2.5.6,
dont l'estimation de p sera notée p̂TY L. Pour comparer les résultats obtenus sur ces images
réelles, ils sont comparés ici à la méthode AIC par p̂AIC , mais aussi à la méthode Hy-
sime avec p̂Hysime, méthode proposée dans [11] et décrite dans l'introduction. Les résultats
obtenus sur les quatre images présentées sont résumés dans le tableau 3.2, sachant que p
représente une vérité terrain (pour rappel, la vérité terrain reste une notion assez subjective).

Les résultats en rouge sont les résultats qui se rapprochent le plus de la vérité terrain.
La méthode AIC, comme prévu, ne donne pas de bons résultats. La méthode Hysime donne
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Figure 3.10 � Une bande spectrale des images Indian Pines (à gauche) et PaviaU (à
droite)

20 40 60 80 100 120 140 160 180 200

20

40

60

80

100

120

140

160

180

200

Figure 3.11 � Une bande spectrale des images "Cube" (à gauche) et SalinasA (à droite)
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de bons résultats pour une image mais surestime souvent le nombre d'endmembers, tandis
que la méthode robuste 2.5.5 a tendance à sous-estimer ce nombre. La méthode robuste cas
de Tyler, quant à elle, semble plutôt stable et donne de relativement bons résultats.

L'hypothèse qui a été faite sur la non-gaussianité du bruit semble réaliste, puisque les
résultats obtenus ne sont pas moins bons que ceux obtenus par des méthodes plus "clas-
siques". Les images utilisées étant de types assez variés, les résultats sont plutôt concluants,
et sont un bon indicateur de la pertinence du modèle et des méthodes proposées. Sur des
images sans aucun a priori, il est ainsi possible de retrouver le nombre d'endmembers, ou,
en tout cas, un ordre d'idée.

Le principal problème est bien entendu de déterminer des critères qui permettraient
d'évaluer la pertinence du nombre d'endmembers trouvés. Á part comparer plusieurs mé-
thodes ou appliquer une technique de démélange pour véri�er la cohérence de la répartition
des endmembers sur l'image, comme il n'y a aucune information sur l'image, il ne semble
pas y avoir de possibilités de contrôle des résultats.

Les applications qui recherchent un changement dans l'image reposent sur la connaissance
de l'image avant ce changement, comme présenté ci-avant. Ce type d'application donne des
résultats qu'il est possible d'imaginer plus véri�ables et plus �ables, puisqu'une grossière
erreur de calcul sur le nombre d'endmembers estimé donnera un résultat qui ne semblera
pas cohérent avec les images avant et après le changement.

3.2 Allocation de portefeuilles en �nance

Les méthodes proposées sont des méthodes issues de résultats théoriques généraux, et
même si cette thèse s'occupe avant tout de l'imagerie hyperspectrale, il semble intéressant
d'appliquer les résultats obtenus sur des données d'un tout autre genre, et d'en démontrer
l'utilité. Cela pourrait s'appliquer au problème de la détection et l'estimation en radar, du
traitement d'antennes et de la localisation de sources, à tous les problèmes d'estimation
d'ordre de modèle, et à d'autres applications de ce type ou utilisant des données de grande
dimension.

Les résultats théorique précédents sont ainsi appliqués à l'allocation de portefeuille en
�nance et notamment à un cas pour lequel la fonction d'optimisation ne dépend que de la
matrice de covariance des rendements des actifs �nanciers, à savoir l'allocation en variété
maximale.

Cette partie de la thèse a donc pour vocation de prouver l'adaptabilité des résultats
théoriques du second chapitre à d'autres types de données et en particulier à l'allocation de
portefeuille.

3.2.1 Petite introduction du problème

L'allocation de portefeuilles est un problème central en �nance. A partir d'un ensemble
d'actifs (ou titres) �nanciers, l'objectif est de calculer les proportions à allouer sur chacun de
ces actifs pour maximiser un gain ou rendement en fonction de risques choisis. Il s'agit d'un
problème d'optimisation qui dépend d'une fonction choisie, fonction qui permet de détermi-
ner le poids à donner à chaque actif pour maximiser les rendements. La performance d'un
actif �nancier est d'ailleurs dé�ni comme étant son rendement (dé�ni mathématiquement
ci-après) sur une période de temps �xe. Les méthodologies sont nombreuses, allant d'une
allocation équi-pondérée à des allocations résultant de la maximisation (ou minimisation)
de critères de risque ou de performance pouvant être assez complexes.
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Un rendement, noté pt, est le taux d'évolution d'un prix entre les instants t−1 et t, c'est
à dire qu'un rendement r(t) est dé�ni par :

r(t) =
p(t)− p(t− 1)

p(t− 1)
. (3.1)

Pour un portefeuille P d'actifs constitué de N actifs et dont les poids sont notés wi(t),
i ∈ J1, NK pour une date t �xée, le rendement rP (t) s'écrit :

rP (t) =

N∑
i=1

wi(t) ri(t) . (3.2)

Le risque, quant à lui, est souvent mesuré par l'écart type des rendements des porte-
feuilles, appelé volatilité dans le domaine �nancier. Soit rP = [rP (1), . . . , rP (T )]

T le vecteur
pour tout temps t ∈ J1, T K des rendements de P , alors ce vecteur est tel que rP = Rw, R la
matrice de taille T ×N des N actifs observés sur la longueur de temps T et w les vecteurs
des N poids supposés constants sur la période T . La volatilité des rendements de P s'écrit
alors :

VP =
√

wHΣw , (3.3)

où Σ est la matrice de covariance de taille N ×N des rendements des actifs, c'est à dire que
Σ = E[RHR].

Un des premiers développements d'optimisation de portefeuille a été proposée par H.
Markowitz [73] dans les années 1950. La solution envisagée, connue sous le nom d'allocation
mean-variance, peut se résumer comme suit : pour un rendement de portefeuille attendu
(ou pour un niveau de volatilité �xé), l'objectif est de minimiser la variance du portefeuille
(ou respectivement de maximiser son rendement). Il est donc nécessaire de déterminer les
rendements des actifs pour déterminer le rendement attendu du portefeuille, ainsi que d'esti-
mer la matrice de covariance des rendements des actifs. De nombreuses études montrent que
l'estimation des rendements attendus conduisent à des erreurs importantes d'estimation, ce
qui n'est pas forcément le cas pour l'estimation de la matrice de covariance. C'est pourquoi
les méthodes telles que le Global Minimum Variance (GMV), Equally-Risk Contribution
(ERC) ou encore la variété maximale (VarMax ou MDP pour Most Diversi�ed Portfolio)
sont également très étudiées.

Il est possible de choisir di�érents types de poids, en fonction de ce qui est recherché.
Pour cette thèse, c'est la maximisation du ratio de diversi�cation tel qu'utilisé et dé�ni
chez Fideas Capital qui est étudié. Ce ratio de diversi�cation est la fonction f qui permet
d'assurer une certaine diversité des actions. Elle se dé�nit comme suit :

f(w,Σ) = max
w

N∑
i=1

wi(t) ri(t)

√
wT Σ w

. (3.4)

C'est cette fonction qui sera choisie pour la suite des applications. Il est donc nécessaire
d'estimer la matrice de covariance des rendements Σ pour optimiser le problème en question,
car cette matrice permet de donner l'erreur d'estimation nécessaire à la fonction d'optimi-
sation.

Les solutions proposées dans cette partie ont été développées grâce à une des méthodes
précédemment exposée et ont été mises en place par E. Jay [53]. Les résultats qui suivent
sont donc de sa contribution.
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Pour estimer les poids à attribuer aux di�érentes actions, il est ainsi nécessaire de mettre
en place une stratégie pour estimer les di�érents autres paramètres, dont la matrice de cova-
riance Σ. Cependant, la SCM, souvent utilisée, est optimale dans le cas gaussien, ce qui n'est
pas forcément le cas pour les séries �nancières (une série �nancière représente l'évolution
des prix d'une action), qui peuvent présenter des valeurs qui ont des queues de distribution
plus larges que la loi gaussienne. De plus, le nombre d'échantillons N disponibles peut aussi
être du même ordre de grandeur que la dimension des données, ce qui, comme présenté dans
l'introduction, fait de la SCM un estimateur non-consistant pour la matrice de covariance.
L'idée proposée par E. Jay est donc d'utiliser un des estimateurs proposés dans le chapitre
précédent pour mieux estimer la matrice de covariance des rendements.

Soit la matrice R = [r1, . . . , rN ] la matrice contenant les rendements considérés comme
les observations, de taille m × N . Parmi ces observations, il existe K facteurs principaux
générant l'espace des observations. Le modèle suivi par les observations est le même que
celui des images hyperspectrales, c'est à dire :

rt = Bt ft +
√
τt C

1/2 xt pour tout t ∈ J1, NK , (3.5)

avec Bt une matrice de taille m ×K contenant les coe�cients qui dé�nissent la sensibilité
des actions à chaque facteur à un instant t, ft, vecteur de taille k, contenant les valeurs des
facteurs à un instant t et supposé commun à toutes les actions. xt est un vecteur aléatoire
de taille m uniformément distribué sur une sphère de rayon un, C la matrice de dispersion
du bruit, de taille m×m, supposée de Toeplitz, et en�n τt des variables aléatoires positives
représentant, à l'instant t, la variance du bruit.

Le problème peut donc se résumer à un problème d'estimation de la matrice C, a�n
d'optimiser correctement la fonction f choisie.

3.2.2 Méthode suivie

L'estimateur choisi pour la matrice C est le M-estimateur robuste utilisant la méthode
de Tyler (2.37), de telle façon que Ĉ se dé�nit comme l'unique solution de :

C =
m

N

N∑
i=1

ri r
T
i

rTi C−1 ri
. (3.6)

Une fois Ĉ calculée, cette matrice est aussi forcée à être de Toeplitz, par l'opérateur de
recti�cation T :

Č = T
(
Ĉ
)
. (3.7)

Les résultats du chapitre précédent s'appliquent et cet estimateur est un estimateur
consistant. Les rendements sont ensuite blanchis : rw,i = Č−1/2 ri. Puis la matrice de co-
variance Σ est estimée grâce à l'estimateur de Tyler des données blanchies : Σ̌ est l'unique
solution de l'équation suivante en Σ :

Σ =

N∑
i=1

rw,i r
T
w,i

rTw,i Σ
−1 rw,i

. (3.8)

Une fois Σ̌ calculée, il est ainsi possible de maximiser la fonction f choisie, et de dé�nir
les poids w nécessaires.

3.2.3 Comparaison des résultats

La méthode a ainsi été comparée par E. Jay et al [53] aux autres méthodes fréquemment
utilisées. Des contraintes sont posées sur les poids wi, qui correspondent aux contraintes
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Table 3.3 � Performances du portefeuille d'actions

Méthode Rendements Ann. Volatilité Ann. Rapport Rend/Vol Max drawdown
RMT tyler 9.71 % 12.9 % 0.75 50.41%

SCM 8.51 % 13.80 % 0.62 55.02 %
Référence 4.92 % 15.19 % 0.32 58.36 %

posées sur les abondances des endmembers : la somme est supposée égale à un et les poids
sont positifs, de valeur comprise entre 0 et 1. Pour tester la méthode, les prix de 40 actifs
sont observés entre Juin 2000 et Janvier 2018. Les prix observés sont les prix à la fermeture
de la bourse, dits prix de clôture. Ces actifs représentent des indices constitués d'actions
européennes appartenant à un même secteur, à un même pays ou construit selon les valeurs
d'un facteur identi�é comme important sur les marchés �nanciers comme par exemple le
facteur Momentum ou encore Value [6]. Toutes les quatre semaines, la matrice de covariance
des actions est estimée sur la base des rendements de l'année précédente, et les poids qui
permettent de maximiser l'équation (3.4) sont calculés sur cette période. Puis les poids sont
�xés sur la période des quatre semaines suivantes. Les résultats sont alors comparés entre la
méthode utilisant la SCM et la méthode décrite.

La �gure 3.12 montre l'évolution de la richesse des portefeuilles, et compare les méthodes
SCM et la méthode proposée notée "RMT Tyler blanchi". La méthode "benchmark" cor-
respond aux valeurs de référence, qui représente l'évolution de l'indice Stoxx R©Europe 600
[105], constitué de 600 actions européennes de 17 pays d'Europe. Les actions incluses dans
cet indice constituent la base de la construction des indices "pays", "secteurs" et "facteurs"
sus-cités et donnent ainsi une indication de la valeur apportée par la méthode d'allocation
en comparaison de la méthode d'allocation de l'indice lui-même.

Sur la �gure 3.13 est représenté le "turnover" ou roulement des portefeuilles, c'est à
dire l'ajustement qu'il a du être fait sur les poids entre deux périodes t et t + 1, soit
m∑
j=1

|wi,t+1 − wi,t|. Il permet de quanti�er l'importance des changements à e�ectuer sur les

compositions des portefeuilles entre deux périodes d'allocation consécutives (c'est à dire ici,
toutes les quatre semaines). De plus, ces changements sont assujettis à des frais de transac-
tion lors du passage des ordres sur le marché. Ce "turnover" est donc un indicateur de la
stabilité de la méthode ainsi qu'une manière de quanti�er les frais à payer pour modi�er la
composition du portefeuille à chaque rebalancement. Ces simulations et ces données ont été
respectivement faites et rassemblées dans l'article [53].

Sur ces �gures, les résultats sont en faveur de la méthode proposée, puisque celle-ci
aboutit à des modi�cations moins brutales et donc à un "turnover" plus faible qu'avec la
SCM. A noter cependant que les performances des portefeuilles sur la �gure 3.12 ne tiennent
pas compte des frais de transactions, l'écart entre les deux courbes bleue et verte serait donc
légèrement plus important dans ce cas. De même pour la courbe du "benchmark" qui ne
prend pas en compte les possible frais de transaction.

En�n, le tableau suivant 3.3 donne quelques statistiques sur les performances du por-
tefeuille résultant. Il compare sur la période totale, les rendements annuels, la volatilité
annuelle, qui représente l'importance des �uctuations de valeurs d'une action, le rapport
entre le rendement et la volatilité ainsi que le "drawdown" maximal c'est à dire la perte
maximale enregistrée. La méthode proposée est notée RMT Tyler. La référence correspond
aux valeurs de référence.
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Figure 3.12 � richesse du portefeuille, débutant à 100 pour la première période, sur le
début du mois de Janvier.
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Figure 3.13 � "Turnover" entre les di�érentes périodes consécutives.
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Une fois encore, c'est la méthode proposée qui donne les meilleurs résultats, pour tous
les critères regardés. La meilleure estimation de la matrice de covariance entraîne donc une
meilleure allocation des actifs pour les portefeuilles d'actions. L'amélioration vient, en grande
partie, de l'estimation robuste de cette matrice, puisque la SCM ne prend pas bien en compte
la non-gaussianité des signaux. De plus, le modèle choisi pour modéliser les données est une
bonne représentation de celles-ci puisque les résultats obtenus avec des données réelles sont
bons. La théorie ayant déjà été démontrée dans le chapitre précédent, la conformité du
modèle est ainsi validée.

3.3 Synthèse

Le modèle du bruit CES corrélé a donc de nombreuses applications possibles, renforçant
son intérêt. En ce qui concerne l'imagerie hyperspectrale, il a été montré que les algorithmes
proposés donnent des résultats satisfaisants, et que la dernière méthode utilisant un M-
estimateur de Tyler améliore les résultats obtenus par des méthodes plus "classiques", qui
peuvent s'appliquer au cas du modèle choisi pour cette thèse.

Plusieurs applications des résultats sont envisageables, et les algorithmes présentés dans
le chapitre précédent peuvent améliorer di�érents types de situation. C'est ce qu'il a été
possible de montrer par l'application des résultats obtenus au cas de la constitution de por-
tefeuilles d'actions. L'utilisation de la SCM, souvent systématique, peut être remplacée par
le M-estimateur de Tyler recti�é proposé dans le chapitre précédent. Les résultats sont alors
meilleurs, ce qu'il a été possible de montrer sur des données réelles.

Les applications des résultats théoriques du chapitre précédent con�rment leur pertinence
et la conformité du modèle choisi.





Chapitre 4

Le problème du démélange

spectral

Ce chapitre s'attèle au problème du démélange spectral, c'est à dire, une fois que le nombre
d'endmembers est connu, à déterminer quels sont leurs spectres et leurs positions dans
l'image. Les méthodes proposées ici s'appuient sur des méthodes classiques de démélange
spectral, qui sont ici rendues robustes ou modi�ées pour permettre leur utilisation sous les
hypothèses générales de la RMT. Une méthode limite est aussi proposée dans le cas où il y
aurait un grand nombre d'endmembers, même si ceci ne correspond pas aux hypothèses

initiales.

Le démélange spectral est un problème récurrent en imagerie hyperspectrale, où il s'agit
d'identi�er le spectre des endmembers ainsi que leurs positions dans l'image. Pour cela, il est
nécessaire d'avoir, au préalable, au moins identi�é le nombre d'endmembers présents dans
l'image hyperspectrale. C'est d'ailleurs ce problème qui est traité dans les chapitres précé-
dents de cette thèse. Bien entendu, connaître par avance le spectre des endmembers présents
sur l'image ou disposer d'une bibliothèque spectrale rend la résolution plus facile. Ici, comme
précédemment, il n'est supposé aucun a priori sur l'image hyperspectrale considérée, c'est
à dire qu'il n'y a aucune information sur les spectres et les positions des endmembers. Il
n'y a pas non plus de données secondaires. Le nombre d'endmembers est supposé connu
ou correctement estimé. Le problème de la variabilité spectrale, c'est à dire la variabilité
du spectre, due par exemple aux conditions climatiques ou à d'autres phénomènes (comme
décrits en introduction), n'en est ici plus un, puisque les spectres ne sont pas déduits d'une
librairie spectrale mais de l'image en elle-même. En e�et, un spectre n'est pas recherché à
partir d'un dictionnaire mais il est identi�é grâce à l'image. L'étape suivante, c'est à dire
l'identi�cation de ce spectre, devra alors quant à elle tenir compte de la variabilité spectrale.
Mais ce n'est pas le problème considéré ici.

Le problème peut se dé�nir comme suit : à partir d'une image Y = M S + C1/2 X T1/2,
de l'estimation Č et de p, la dimension du sous espace des endmembers, retrouver les ma-
trices M et S. Ces matrices estimées seront, par la suite, notées M̂ et Ŝ. La matrice S doit
également véri�er l'hypothèse suivante, comme postulé dans le chapitre d'introduction :

Hypothèse 6

Non-négativité : ∀i ∈ [1, p] , ∀j ∈ [1, N ] ŝi,j ≥ 0 ,

Somme égale à un : ∀j ∈ [1, N ] ,

p∑
i=1

ŝi,j = 1 . (4.1)

89
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Les di�érents types d'images hyperspectrales qui existent sont divisés ici en deux caté-
gories : des images qui contiennent un nombre modéré d'endmembers en comparaison au
nombre de bandes spectrales retenues et au nombre de pixel, c'est à dire p � m, et des
images qui contiennent un grand nombre d'endmembers, c'est à dire p ∼ m ou p < m. Le
premier cas de �gure se rencontre par exemple dans le cas de la détection de changement
ou de la détection d'anomalies ou encore de cibles sur une image hyperspectrale. C'est aussi
le cas de beaucoup de données géologiques prises en aéroporté, lorsque la résolution des
capteurs n'est pas trop importante et que l'étendue spatiale reste raisonnable. Le second
cas est moins souvent rencontré, c'est le cas de données de grande précision spatiale, ou
encore lorsque les endmembers recherchés sont dé�nis avec une grande précision spectrale,
soit encore le cas d'images qui contiennent tout simplement un grand nombre d'endmembers.

4.1 Démélange spectral dans le cas où p� m

Ce cas correspond à un cas assez répandu où le nombre d'endmembers n'est pas du même
ordre que le nombre de bandes spectrales. C'est d'ailleurs le cas étudié dans les chapitres
précédents, c'est à dire que p � m. Dans ce cas, il est possible d'utiliser des méthodes de
démélange spectral dîtes "classiques" et de les améliorer au cas d'un bruit non gaussien et
de la grande dimension.

4.1.1 Problème et méthodes

Le type de méthode retenue ici est celui présenté en introduction, sur les méthodes
géométriques de démélange spectral. C'est ce type d'algorithme amélioré qui sera utilisé par
la suite. Avant de présenter les apports de cette thèse sur ces algorithmes, voici un rappel
sur les méthodes qui serviront d'éléments de comparaison et de point de départ pour les
nouveaux algorithmes.

La méthode MVC-NMF semble souvent utilisée pour des images hyperspectrales. Pour
rappel, cette méthode, issue de l'article [77], minimise le critère suivant de façon itérative et
alternative en fonction des matrices de mélange et des abondances M̂ et Ŝ :

f(M̂, Ŝ) =
1

2
J
(
M̂, Ŝ

)
+ λK

(
M̂
)
, (4.2)

sous l'hypothèse 4, où K(M̂) est une fonction de pénalité sur le volume du simplex de l'esti-
mation de la matrice de M, λ ∈ R un paramètre de régularisation à �xer. Ici, cette fonction
K(.) est choisie de la même façon que dans l'article [77], comme déjà précisé dans le chapitre

d'introduction, c'est à dire : K(M̂) =
1

2 (c− 1)!

∣∣∣∣(1Tp
M̃

)∣∣∣∣2, avec M̃ = UT
(
M̂− ν1Tp

)
et ν

un vecteur colonne contenant la moyenne sur les lignes de la matrice Y, U, de dimension
m× (p− 1) contenant les p− 1 données les plus importantes de Y obtenues par PCA. Cette
contrainte de volume ne représente pas exactement le volume du simplex des endmembers,
seulement une approximation. Cependant, ceci n'est pas un problème, puisque, la contrainte
de volume servant à restreindre et minimiser le volume pris par le simplex des endmembers,
cette fonction K remplit parfaitement cette tâche. De plus, comme un calcul de volume par
un déterminant nécessite une matrice carrée, même si ce calcul ne représente pas le véritable
volume du simplex des endmembers, il a le mérite de pouvoir se calculer facilement.

En�n, la contrainte sur les sommes des colonnes de la matrice Ŝ qui doivent être égales à
un est prise en compte en rajoutant une ligne dans les matrices M̂ et Y lors des étapes
d'estimation de la matrice S. Ces matrices sont notées M̄ et Ȳ, et sont calculées comme
suit : avec 1N et 1p deux vecteurs de dimension N et p respectivement, constitués de 1, tels



4.1. Démélange spectral dans le cas où p � m 91

que

M̄ =

(
M̂
δ1N

)
et Ȳ =

(
Y
δ1p

)
.

Ce paramètre δ joue un rôle sur la vitesse de convergence vers une solution pour l'estimation
de la matrice S, et permet d'avoir une main mise sur l'importance donnée au critère. Le
choisir entre 10 et 20 semble, d'après l'article [77], un bon compromis. L'algorithme est
un algorithme de descente itératif, où, à chaque itération k, des nouvelles valeurs pour les
matrices M̂ et Ŝ sont calculées :

M̂k ← M̂k−1 + µM̂k−1

∂J
(
M̂k−1, Ŝk−1

)
∂M̂

, (4.3)

Ŝk ← Ŝk−1 + µŜk−1

∂J
(
M̄k−1, Ŝk−1

)
∂Ŝ

. (4.4)

Les pas de descente µMk−1
et µSk−1

peuvent être choisis de di�érentes façons. La méthode
donnant de meilleurs résultats est de calculer le pas optimal qui véri�e la règle d'Armijo
A.2. Cela signi�e concrètement qu'à chaque itération, des itérations sont rajoutées dans
l'algorithme pour calculer le pas optimal, qui se calcule à l'aide des dérivées partielles de J
et pour un paramètre ω = 0.1 (A.2). Ici, à chaque itération du calcul du pas, le pas est réduit
de moitié en partant d'un pas de 1, jusqu'à ce que le critère soit véri�é. Quant aux directions
de descente, elles correspondent ici aux directions des gradients des matrices. Quant à la
fonction J , elle est donnée par l'équation (1.9), c'est à dire :

J
(
M̂, Ŝ

)
=
∥∥∥Y − M̂ Ŝ

∥∥∥2

F
. (4.5)

La méthode PGNMF, également présentée en introduction [64], qui, pour rappel, pro-
jette avant chaque itération les nouvelles valeurs sur un espace permettant de véri�er les
contraintes (4.1), sera aussi utilisée comme un élément de comparaison. L'algorithme de
cette méthode est décrit dans l'article [64]. Cet algorithme n'est pas rappelé ici puisqu'il
peut être trouvé complet dans cet article et qu'il a été pris tel quel pour les simulations.

4.1.2 Nouvelles méthodes de démélange d'images hyperspectrales

Deux méthodes sont proposées. Les méthodes développées dans cette partie s'appuient
toutes deux sur la méthode MVC-NMF. La première méthode, cherche à améliorer la ro-
bustesse de l'algorithme aux outliers et aux données qui ne correspondraient pas au modèle
choisi. Le critère à optimiser cherche à minimiser l'impact des données qui pourraient avoir
un e�et néfaste sur ce critère. La seconde méthode est assez di�érente, et se concentre sur
le blanchiment et la projection des données, rendu possible grâce à l'estimation correcte de
la matrice C, estimation proposée dans le Chapitre 2. Elle exploite la connaissance de la
matrice C et de la dimension du sous espace signal, pour améliorer le critère à optimiser en
le rendant théoriquement plus petit.

Méthode Robuste

La première méthode est une méthode robuste, qui utilise une pondération avec poids de
Huber [50], comme proposé dans l'article [36]. C'est à dire qu'au lieu de chercher à minimiser
la fonction ‖ Y − M̂ Ŝ ‖2F , le problème se pose alors comme suit :

arg min
M,S

∑
i,j

ρ
(

[Y]i,j − [M̂ Ŝ]i,j

)
, sous contraintes , (4.6)
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les contraintes pouvant être diverses. Dans cette thèse sera considéré les contraintes (4.1).
Avec la fonction ρ dé�nie de la manière suivante, à l'aide d'un paramètre υ qui peut être
�xé grâce à di�érents paramètres ou à une loi du χ2, même si en pratique, la méthode est
peu sensible à sa valeur exacte :

ρ(u) =

{
u2 pour |u| ≤ υ/2
υ|u| − υ2/4 pour |u| > υ/2

(4.7)

C'est ici une application de la fonction de coût de Huber au cas matriciel. Il s'agit ensuite
de minimiser la fonction suivante :

J
(
M̂, Ŝ

)
= ρ

((
Y − M̂ Ŝ

)
i,j

)
+ λK

(
M̂
)
. (4.8)

Puis, soient les notations suivantes : pour tout i ∈ J1, NK, yi = M si + bi, avec si un
vecteur colonne de S et M(j, :), de taille 1× p, un vecteur ligne de la matrice M, pour tout
j ∈ J1,mK. Alors, l'équation précédente (4.8) revient à trouver les matrice M̂ et Ŝ telles qu'à
chaque itération, elles soient données par :

∀i , i ∈ J1, NK ŝi = arg min
ŝi

m∑
j=1

ρ
(
yi,j − M̂(j, :) ŝi

)
, (4.9)

∀j , j ∈ J1,mK M̂(j, :) = arg min
M̂(j,:)

(
N∑
k=1

ρ
(
yj,k − M̂(j, :) ŝk

)
+ λK

(
M̂
))

. (4.10)

Initialisation

L'algorithme est initialisé de la façon suivante : un premier vecteur colonne de la matrice
des données Y est tiré pour constituer la première colonne de la matrice M̂. Un second
vecteur colonne de Y est tiré et rajouté à la matrice M̂ à condition que la divergence
de Kullback-Leibler (voir A.1) entre les deux colonnes de M̂ dépasse un certain seuil. Un
troisième vecteur est ensuite tiré de la matrice Y et ainsi de suite jusqu'à obtenir p colonnes
dans la matrice M̂, en véri�ant à chaque fois que la divergence de Kullback-Leibler entre le
nouveau vecteur ajouté à la matrice M̂ et les autres colonnes de cette matrice dépasse le
seuil. C'est d'ailleurs une méthode qui est déjà utilisée, par exemple, dans l'article [65]. Ce
seuil est �xé arbitrairement et va dépendre des données. Cette méthode permet de s'assurer
que les vecteurs pris comme spectres initiaux pour les endmembers sont assez di�érents
les uns des autres, ceci permettant surtout à l'algorithme de converger plus vite vers une
solution possible. Une fois la matrice M̂ initialisée, la matrice Ŝ est obtenue en multipliant
la pseudo inverse de la matrice M̂ par la matrice des données Y.

Phase de calcul
En ce qui concerne le calcul des dérivées partielles, il ne sera développé ici que pour Ŝ,

le calcul pour M̂ étant le même, à l'exception du terme K
(
M̂
)
. Ce terme peut être dérivé

comme dans l'article [77], c'est à dire :

∂K
(
M̂
)

∂M̂
=

1

(p− 1)!
|Z|2 U BT Z−T , (4.11)

où Z =

(
1Tp

0(p−1)×p

)
+

(
0Tp−1×1

Ip−1

)
M̃.

Pour le calcul du reste de la dérivée partielle en fonction de Ŝ, il est en premier lieu nécessaire

de regarder la valeur de u =
∣∣∣yi,j − M̂(j, :) ŝi

∣∣∣2 pour tout j ∈ J1,mK et pour tout i ∈ J1, NK.
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• Si u ≤ υ

2
:
∂ρ(u)

∂ŝi
= 2 M̂(j, :)

(
yi,j − M̂(j, :) ŝi

)
,

• Si u > υ
2 :

∂ρ(u)

∂ŝi
= λ
−M̂(j, :)

(
y?i,j − M̂(j, :) ŝi

)
−
(
yi,j − M̂(j, :) ŝi

)
M̂(j, :)

2
∣∣∣yi,j − M̂(j, :) ŝi

∣∣∣ .

Il s'agit ensuite de sommer ces dérivées partielles pour donner, à chaque itération, les ma-
trices M̂ et Ŝ optimales, en les mettant à jour suivant les équations (4.4). Il est ensuite
indispensable de transformer ce calcul pour qu'il ne se fasse non plus sur chaque élément
des matrices M̂ et Ŝ mais sur les matrices M̂ et Ŝ directement, a�n de diminuer fortement
les temps de calculs. Ceci peut se faire par diverses manipulations et permet d'insérer plus

facilement le terme
∂K

(
M̂
)

∂M̂
dans la dérivée partielle de la fonction J par rapport à M̂.

Arrêt

Le critère d'arrêt pour cet algorithme est la distance euclidienne entre Y et M̂ Ŝ, mais
aussi un nombre d'itérations minimal qui doit être respecté.

Ce nombre d'itérations minimal permet de ne pas donner comme solution un minimum
local trop rapidement et d'être plus robuste à l'existence de ces minima locaux. En e�et,
la méthode n'étant pas convexe, des minima locaux peuvent exister. Tant que la méthode
se rapproche d'un de ces minima, le critère diminue. Par contre, si le nombre d'itérations
minimal n'est pas respecté, même si le critère calculé, c'est à dire la fonction J , est à son
minimum, l'algorithme continue et le critère augmente. Dès que le critère est de nouveau une
fonction décroissante, le nombre d'itérations compté est remis à zéro. De cette manière, si le
critère converge vers un second minimum, c'est à dire si le critère diminue, le nombre d'ité-
rations comparé au nombre d'itérations minimal à respecter est remis à zéro, et l'algorithme
continue ; tandis que si le critère continue d'augmenter, c'est que d'autres minima ne sont
pas à proximité, le nombre d'itérations compté va dépasser le nombre d'itérations minimal
choisi et l'algorithme s'arrête. Ce nombre minimum ne doit pas permettre à l'algorithme
de s'éloigner d'un minimum qui pourrait être le minimum global. C'est donc une di�culté
supplémentaire à la méthode, mais celle-ci donne tout de même de meilleurs résultats que
la technique qui consiste à s'arrêter dès que le critère ne décroit plus.

Cette méthode rend donc le critère plus robuste, et travaille sur la non gaussianité des
données.

Méthode Projetée

Une autre idée qui fût testée est la suivante : connaissant la matrice Č ainsi que la di-
mension du sous espace signal, il est possible de blanchir le signal pour le projeter ensuite
sur le sous espace correspondant. Il s'agit en fait de tirer pro�t de la connaissance d'un bon
estimateur de C.

La méthode se décline donc comme suit : soient les données Y :

Y = M S + C1/2 X T1/2 . (4.12)

Alors, le blanchiment par la matrice Č donne :

Č−1/2Y = Č−1/2 M S + Č−1/2 C−1/2 X T1/2 ,

et
1

N

(
Č−1/2 Y YH Č−H/2

)
= U−1 ∆ U ,
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avec ∆ une matrice diagonale contenant les valeurs propres de l'estimation de l'espérance
du signal blanchi, et U la matrice contenant, en colonne, les vecteurs propres associés.

Il est alors possible de décomposer la matrice des vecteurs propres en deux parties, celle
concernant le sous espace signal et celle concernant le sous espace bruit, la partie du sous
espace signal correspondant aux vecteurs propres associés aux plus grandes valeurs propres :
U = Us + Ub où Us est lié au sous espace signal et Ub au sous espace bruit.

La projection sur le sous espace signal peut ainsi se faire de la manière suivante :

Us UH
s Č−1/2 Y = Č−1/2M S + Ξ ,

puis : Yp = Č1/2 Us UH
s Č−1/2 Y = M S + Ξ′ ,

avec Ξ et Ξ′ le bruit résiduel.

Ainsi, la méthode projetée proposée consiste à minimiser :

J
(
M̂, Ŝ

)
=
∥∥∥Č1/2 Us UH

s Č−1/2 Y − M̂ Ŝ
∥∥∥2

F
+ λK

(
M̂
)
, (4.13)

toujours en suivant la trame de la méthode proposée dans l'article [77].

La méthode reprend ensuite les mêmes étapes que la méthode précédente.

Initialisation
L'initialisation est la même que pour la méthode robuste, c'est à dire que la matrice Ŝ

initiale est obtenue par pseudo-inverse et la matrice M̂ initiale est obtenue en prenant des
vecteurs colonnes de Y qui véri�ent une condition sur la divergence de Kullback-Leibler.

Phase de calcul
L'algorithme en lui même suit le même cheminement que celui proposé dans [77], mis à

part que les données utilisées sont projetées. Ainsi, à chaque itération est d'abord calculé :

∂J
(
M̂k−1, Ŝk−1

)
∂M̂

=
(
M̂k−1 Ŝk−1 −Yp

)
ŜHk−1 +

λ

(p− 1)!
|Z|2 UBT Z−T , (4.14)

∂J
(
M̄k−1, Ŝk−1

)
∂Ŝ

= M̄k−1

(
M̄k−1 Ŝk−1 − Ȳp

)
. (4.15)

Puis la mise à jour des matrices se fait grâce aux équations (4.4).

Arrêt
Le critère d'arrêt est là encore, le même que pour la partie précédente.

4.1.3 Applications

Une première approche intuitive

Pour permettre une comparaison avec les résultats proposés, une méthode simple est
d'abord appliquée aux images qui seront utilisées par la suite. Il s'agit de la méthode PCA
( Pincipal Component Analysis, déjà présentée en introduction et développée dans l'article
[97]). Cette méthode consiste juste à regarder quelles sont les composantes principales de
l'image hyperspectrale, et pourrait sembler, à première vue, être une bonne approche de
démélange pour ce genre d'images.
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Figure 4.1 � 5 premières composantes de la PCA sur l'image Indian Pines [35].

Les �gures 4.1, 4.3, 4.5 et 4.7 représentent les 5 principales composantes de la décom-
position en composantes principales des images Indian Pines, Pavia U, Salinas A de [35]
et l'image "Cube". Ces images ont déjà été utilisées et représentées partiellement dans le
Chapitre 3, sur les �gures 3.10 et 3.11. Les autres composantes correspondant à du bruit
et n'apportant rien d'autre, elles n'ont pas été représentées. Sur certaines, seules les trois
premières composantes semblent correspondre à des endmembers. C'est par exemple le cas
de l'image 4.3 où les trois dernières composantes ne semblent correspondre à rien. Les parties
appartenant à la composante ressortent en blanc, tandis que le reste est noir.

Á part pour la dernière image 4.7 où la voiture semble correctement identi�ée sur la
composante 3 et la végétation sur la composante 2, les résultats sur les autres images sont plus
mitigés. Sur l'image 4.1, les di�érents types de champs ne ressortent pas en tant que di�érents
composants. La �gure 4.2 montre la vérité terrain pour cette image, où chaque couleur
correspond à un endmember di�érent. Sur cette image, il n'y a pas de correspondance entre
les di�érents éléments de la PCA et les endmembers, puisque les endmembers n'apparaissent
pas en clair à tour de rôle sur les di�érents composants. En ce qui concerne les autres
images, le constat est le même : la méthode PCA ne permet pas de correctement identi�er
les endmembers : comme sur les images 4.6 et 4.4 qui montrent la vérité terrain, il n'est pas
possible de distinguer les di�érents endmembers entre les di�érentes composantes résultantes
de la PCA.

Ces résultats montrent l'importance de développer des algorithmes de traitement des
images hyperspectrales plus complexes. Considérer seulement des plus grandes valeurs propres
et les vecteurs propres associés pour former la matrice des abondances ainsi que les méthodes
telles que la PCA ne semblent pas adaptées.
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Figure 4.2 � Vérité terrain pour la �gure Indian Pines.
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Figure 4.3 � 5 premières composantes de la PCA sur l'image Pavia U [35].
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Figure 4.4 � Vérité terrain pour la �gure Indian Pines.
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Figure 4.5 � 5 premières composantes de la PCA sur l'image Salinas A [35].
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Figure 4.6 � Vérité terrain pour la �gure Indian Pines, une couleur correspondant à un
endmember.
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Figure 4.7 � 5 premières composantes de la PCA sur l'image contenant les voitures.
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Quelques critères d'évaluation

A�n de comparer les résultats sur d'autres critères que la répartition visuelle des abon-
dances, la littérature sur le sujet propose di�érents critères d'évaluations dont ceux qui vont
être présentés. Certains sont aussi exploités dans l'article [77]. Ces critères reposent sur un
postulat qui n'est pas négligeable : il suppose la connaissance des matrices M et S réelles.
Cela n'est pas en contradiction ici avec les hypothèses générales de cette thèse puisque ce
paragraphe cherche à démontrer l'e�cacité des méthodes proposées pour pouvoir ensuite les
utiliser sur des images dont on ne connaitrait pas la vérité terrain.

Même si la distance euclidienne entre Y et M̂Ŝ est toujours utilisée par les algorithmes
comme critère d'arrêt, il semble intéressant de regarder la concordance entre les matrices
M et son estimée M̂ mais aussi entre S et son estimée Ŝ, a�n d'évaluer la performance des
algorithmes. Il est ainsi possible de regarder les distances euclidiennes entre ces matrices mais
aussi de regarder d'autres critères qui peuvent s'avérer plus précis : soit m = [m1, . . . ,mm]T

un vecteur colonne de la matrice M et m̂ = [m̂1, . . . , m̂m]T le vecteur colonne de la matrice
M̂ correspondant.

Remarque : Par "correspondant" s'entend correspondant à l'estimation de m, et non à
la position de m. En e�et, l'estimation de la matrice M (et de la matrice S) est donnée
à une rotation près puisque pour toute matrice de rotation U, M U et U−1 S véri�ent
l'hypothèse 4 et sont également solutions du problème d'optimisation. Ainsi, chaque vecteur
m̂ correspond à l'estimation d'un vecteur m qui n'a pas forcément la même position dans
la matrice M̂ que m dans la matrice M.

De même, soit s un vecteur ligne de la matrice S et ŝ le vecteur correspondant sur la
matrice Ŝ. Soient, pour un vecteur x = [x1, . . . , xk]T de dimension k, p(x) = x/

∑
j

xj ,

p̂ = p(x̂) et D(x|x̂) =
∑
j

pj(x) log

(
pj(x)

p̂j(x)

)
. Alors il est possible de considérer les critères

d'évaluation suivants :

SAD = acos

(
mT m̂

‖m| ‖m̂‖

)
, (4.16)

SID = D (m| m̂) +D (m̂|m) , (4.17)

AID = D (s| ŝ) +D (ŝ|s) . (4.18)

Le premier critère représente l'écart angulaire entre le vecteur estimé et le vecteur origi-
nal dans l'espace des spectres. Plus la méthode est bonne, plus ce critère doit se rapprocher
de zéro. Les seconds vecteurs représentent la divergence de Kullback-Leibler (voir A.1) entre
les vecteurs et leurs estimées. Plus la méthode est bonne, plus ces critères doivent être faibles.

En pratique cependant, comme précisé dans la remarque, il est nécessaire de faire les
rotations nécessaires sur les matrices M̂ et Ŝ pour associer à chaque vecteur estimé le vecteur
original correspondant. A�n d'identi�er correctement la rotation à e�ectuer, la méthode
choisie est de calculer le critère SAD pour toutes les combinaisons possibles entre les vecteurs
de la matrice M et ceux de la matrice M̂ pour ensuite choisir la rotation qui donne le critère
minimal. Cette même rotation est ensuite appliquée aux lignes de la matrice Ŝ pour associer
chaque abondance estimée à l'abondance qui correspond à la vérité terrain.
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Table 4.1 � Comparaison entre les méthodes MVC-NMF et PGNMF pour di�érents types
de bruits

Type de bruit Bruit Gaussien Bruit CES 1 Bruit CES 2

AID
MVC-NMF 5.06e-04 0.00350 9.30e-04

PGNMF 5.30e-04 5.14e-04 5.27e-04

SAD
MVC-NMF 0.521 0.439 2.51

PGNMF 0.446 0.405 0.454

SID
MVC-NMF 0.768 0.279 27.2

PGNMF 1.18 0.774 0.916

Évaluation des méthodes existantes

Les résultats des méthodes MVC-NMF et PGNMF serviront d'éléments de comparaison
pour les méthodes proposées. Il semble donc nécessaire d'introduire quelques uns de leurs
résultats.

Le premier tableau 4.1 montre les résultats obtenus pour la méthode MVC-NMF et la
méthode PGNMF sur des signaux gaussiens et CES. Les simulations sont menées sur des
images simulées, et les valeurs sont les moyennes sur cinq itérations. Le nombre de pixels
simulé est 64×64 et le nombre de bandes spectrales est de 224. Les images sont simulées de la
manière suivante : à un bruit gaussien ou CES sont ajoutés 4 vrais spectres hyperspectraux
issus de la base [59], avec des RSB de 100 dé�nis de sorte que la puissance du bruit soit égale

à
1

RSB2 . Le bruit CES 1 fait référence à un bruit CES dont les variables τi suivent une loi

inverse gamma, de paramètre ν = 2. Le bruit CES 2 est un bruit pour lequel les variables√
τi suivent une loi de Student-t, de paramètre ν = 3.

Comme cela pouvait être prévisible, le changement du bruit gaussien en bruit non gaus-
sien induit une baisse des performances de l'algorithme MVC-NMF, mais en ce qui concerne
l'algorithme PGNMF, celui-ci semble plus robuste mais donne, pour un bruit gaussien, de
moins bons résultats que l'algorithme MVC-NMF. Ce même genre de comparaisons est mené
dans l'article [77], pour des simulations di�érentes. Même si ici, les paramètres ont été choisis
pour ressembler au plus aux simulations menées dans cet article [77], les performances de
la méthode PGNMF ont été trouvées bien meilleures que dans leurs simulations. Cela dit,
certains paramètres tels que la puissance du bruit ou les spectres des endmembers ne sont
pas donnés, et il semble donc possible que ceux-ci aient une in�uence non négligeable sur les
résultats.

En�n, le tableau 4.2 montre les mêmes résultats mais pour di�érentes dimensions, et pour
un bruit gaussien. Ce tableau permet de voir l'in�uence de la dimension sur la performance
des algorithmes déjà existants. Les simulations sont menées de la même façon que pour
le tableau précédent. La di�érence entre les deux colonnes correspond aux dimensions des
images simulées, N = 1200 et m = 960 pour la première, soit c = 0.8, N = 4096 et m = 224
pour la seconde, soit c = 0.05. Ces résultats permettent de conjecturer que la dimension des
images peut avoir une in�uence sur le critère AID, c'est à dire sur l'estimation de la matrice
des abondances.
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Table 4.2 � Comparaison entre les méthodes MVC-NMF et PGNMF pour di�érents types
de bruits

Dimensions c = 0.8 c = 0.05

AID
MVC-NMF 1.97 5.06e-04

PGNFM 2.00 5.30e-04

SAD
MVC-NMF 0.356 0.521

PGNFM 0.616 0.446

SID
MVC-NMF 0.272 0.768

PGNFM 0.687 1.18

Ainsi, les hypothèses considérées pour cette thèse qui sont relatives à un bruit non gaus-
sien et une grande dimension dégradent certains des résultats données par ces méthodes.

Évaluation des méthodes proposées

Les simulations suivantes permettent de comparer les résultats obtenus avec les méthodes
décrites et ceux obtenus avec les méthodes ci-dessus. Elles sont obtenues à l'aide de spectres
hyperspectraux issus de [60] qui sont les spectres de l'Actinolite, la Staurolite, l'Ilmenite et le
spectre StonwllPly2grnGrass. Les dimensions de l'image simulée sont m = 960 et N = 1200.
Le RSB est dé�ni comme suit : chaque spectre est multiplié par une puissance P telle que
P = 10RSB/10. Á chaque spectre est ajouté un bruit CES dont la matrice T1/2 contient
des données suivant une distribution de Student-t, ce qui, d'après la �gure 3.3, donne un
bruit fortement non-gaussien. La matrice des abondances est simulée aléatoirement, chaque
pixel suivant une loi gaussienne. Sur chacune des �gures qui vont suivre est représenté, pour
chaque méthode, l'évolution du critère regardé en fonction du RSB. Chaque groupe d'his-
togrammes correspond à une méthode di�érente. Les RSB considérés varient de -50 dB à
50 dB (-50, -37, -24, -11, 2, 15, 14, 26, 38, 50)dB et sont représentés par di�érentes couleurs.
Le nombre maximum d'itérations admis pour chaque algorithme est de 205. Pour chaque
RSB, le tracé correspond à la moyenne sur 100 itérations. En ce qui concerne le critère SAD,
il n'est pas représenté ici car pour la méthode MVC-NMF et pour certains RSB des autres
méthodes, il manque certaines données car des itérations ne renvoyaient pas un résultat
admissible.

La méthode PGNMF ne donne pas de bons résultats par rapport aux autres méthodes.
En revanche, il est intéressant de remarquer que selon le critère évalué, les résultats des di�é-
rentes méthodes ne sont pas les mêmes. Ainsi, les méthodes proposées donnent des résultats
légèrement meilleurs que la méthode MVC-NFM pour le critère AID.

Sur la �gure 4.9 sont tracés les mêmes résultats mais cette fois-ci pour des τi, i ∈ J1, NK
suivant une loi inverse gamma. Les RSB considérés sont alors [-10 dB, 0 dB, 10 dB, 20 dB,
30 dB, 40 dB]. Sur ces �gures, la méthode robuste donne de meilleurs résultats.

Pour terminer, avec les mêmes paramètres que pour la �gure 4.9, les distances eucli-
diennes entre les di�érentes matrices peuvent également être étudiées. La �gure 4.10 trace
la distance euclidienne entre S et Ŝ. Les autres distances ont donné des résultats similaires
pour toutes les méthodes.
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Figure 4.8 � Critères SID et SAD pour des images avec des spectres hyperspectraux réels,
m = 960,N = 1200, pour di�érents RSB et di�érentes méthodes.
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Figure 4.9 � Critères SID et AID pour des images avec des spectres hyperspectraux réels,
m = 960,N = 1200, pour di�érents RSB et di�érentes méthodes.
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Figure 4.10 � Distance euclidienne entre S et Ŝ pour m = 960,N = 1200 et di�érentes
valeurs de RSB.

Sur cette �gure, la méthode robuste est celle qui donne, encore une fois, de meilleurs
résultats. Une simulation similaire a été menée pour des variables aléatoires τi, i ∈ J1, NK
suivant une loi inverse gamma, donnant des résultats similaires.

Sur ces simulations, l'augmentation du RSB n'induit pas forcément une diminution de la
valeur des critères. Ce résultat est commenté dans l'article [77], et provient de la structure
des méthodes.

Simulations sur images hyperspectrales réelles

Pour les données réelles, le problème rencontré est de trouver une vérité terrain qui corres-
pond bien à un bruit additif plus ou moins homogène, c'est à dire une image pour laquelle la
vérité terrain disponible sur la base de donnée correspond bien à la vérité terrain et prend en
compte tous les endmembers. Par exemple, voici à gauche sur la �gure 4.11, pour une image
hyperspectrale de la base de donnée [128] représentant une scène urbaine, la 100ième bande
spectrale de Y−M S. Cette image devrait correspondre au bruit puisqu'il s'agit bien ici des
vraies matrices M et S données comme vérité terrain. Or cette image de gauche de la �gure
4.11 n'est pas la �gure d'un bruit CES ni même d'un bruit puisqu'il est possible de distinguer
en clair des types de sol particuliers. Cette image ressemble plus à la matrice des abondances
pour un ou plusieurs endmembers. Il semble donc rester de l'information dans ce qui devrait
être du bruit. De plus, sur cette �gure 4.11 est aussi représentée à droite une bande spectrale
de M S et la même bande spectrale au milieu de l'image projetée sur le sous espace signal.
Ces deux images ne se ressemblent pas alors qu'elles devraient être théoriquement similaires.

Ainsi, pour avoir des résultats interprétables, il est nécessaire de trouver des images et
leur vérité terrain. L'image Cuprite, issue de la base de données [103] donne de meilleurs
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Figure 4.11 � Une bande spectrale d'une scène urbaine [128], à gauche Y −MS , au
milieu Y projeté sur le sous espace signal et à droite M S.

Figure 4.12 � Vérité terrain des spectres de l'image Cuprite

résultats, seulement les abondances ne sont pas disponibles sous un autre format qu'une
image png. La moyenne de l'image n'est pas systématiquement retirée pour les simulations
suivantes puisque retirer la moyenne revient à retirer une partie du signal.
Ainsi donc, sur les images 4.12 et 4.13 sont tracés les vérités terrain, en spectres et abon-
dances. L'image 4.12 est issue de la base de donnée AVIRIS [80].

Les �gures suivantes sont les résultats des di�érentes méthodes. Pour ces �gures, le
nombre maximal d'itération admis est de 200. Les �gures 4.14 et 4.15 représentent les ré-
sultats de la méthode faisant appel à une projection des données. La �gure 4.15 montre les
spectres des di�érents endmembers. En ordonnée se trouvent les ré�ectances, en abscisse les
longueurs d'ondes numérotées, c'est à dire qu'il ne s'agit pas de la valeur de la longueur
d'onde à laquelle est photographiée la scène mais seulement de la position dans le vecteur
mj ,j ∈ J1, pK de la valeur de la ré�ectance correspondante. En e�et, sans plus d'a priori sur
les images, il n'est pas possible de retrouver la valeur de la longueur d'onde correspondant
à telle ou telle valeur de ré�ectance. Il est possible, sur cette �gure, de reconnaître cer-
tains spectres : la �gure 4.16 montre les vrais spectres de deux endmembers et les résultats
obtenus. Les deux spectres correspondent assez bien.

Les �gures 4.17 et 4.18 présentent les résultats pour la méthode robuste proposée. Les
échelles sont les mêmes que pour les �gures précédentes.

Les �gures 4.19, 4.21 et 4.20 représentent respectivement les résultats en appliquant les
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Figure 4.13 � Vérité terrain des abondances de l'image Cuprite , chaque image
correspondant à un endmember.

méthodes MVC-NMF et PGNMF. Sur la �gure 4.19 n'est représenté qu'un spectre et les
abondances d'un seul endmember car les résultats sont les mêmes pour les autres endmem-
bers. En�n, les �gures 4.23 et 4.22 représentent les résultats de la méthode MVC-NMF
lorsque la contrainte de volume est enlevée, ce qui revient au même que pour les résultats
de la méthode NMF.

D'après toutes ces �gures, La méthode qui donne les meilleurs résultats est ainsi la
méthode qui utilise la projection. La méthode MVC-NFM ne trouve aucun endmember, ni
les abondances associées. Quant à la méthode PGNMF, elle permet d'estimer les spectres
correspondant à la Kaolinite mais pas les autres spectres. En e�et, tous les spectres de
la �gure 4.20 montrent une bonne correspondance avec celui de la Kaolinite. La méthode
NMF, en revanche, donne de bons résultats également, puisqu'elle retrouve di�érents spectres
ressemblant à ceux de la vérité terrain. Ces évaluations restent des évaluations "visuelles",
c'est à dire que les spectres obtenus sont comparés à ceux de la vérité terrain non pas à
partir de la valeur de la ré�ectance obtenue pour une longueur d'onde donnée mais par
corrélation en mettant au mieux le spectre obtenu à l'échelle de celui de la vérité terrain. En
e�et, sans plus d'a priori sur l'image, il n'est pas possible de savoir à quelle longueur d'onde
correspond telle valeur de ré�ectance obtenue, qui, elle même, peut être in�uencée par le
RSB de l'image. Il est cependant possible d'évaluer les résultats autrement, comme proposé
dans la partie précédente ou encore dans le tableau de celle qui suit.

Conclusion sur les méthodes proposées

Sur l'image hyperspectrale Cuprite, les méthodes qui fonctionnent le mieux ne sont pas
celles qui ont montré les meilleures performances sur les images simulées avec les spectres
réels. La seconde méthode proposée, qui utilise l'estimation de la matrice C et projette les
données sur l'espace signal, est la méthode qui donne les meilleurs résultats, ainsi que la
méthode NMF. La méthode MVC-NMF, pourtant présentée comme une amélioration de la
méthode NMF, ne donne pas sur cette image de bons résultats. Il en est de même pour la
méthode PGNMF qui ne trouve qu'un seul type d'endmembers.

Pour �nir, selon le critère d'évaluation choisi, les résultats sont plus ou moins bons selon
les méthodes. Par exemple, s'il est montré un intérêt pour la distance euclidienne ‖Y−M S‖,
les résultats pour l'image Cuprite sont les suivants :
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Figure 4.14 � Abondances obtenues après application sur les données Cuprite de la
méthode projetée.
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Figure 4.15 � Spectres obtenus après application sur les données Cuprite de la méthode
projetée.
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Figure 4.16 � Comparaison entre les spectres de l'Alunite et de la Kaolinite issus de la
vérité terrain et de la méthode projetée, à gauche selon la méthode projetée proposée, à

droite les vérités terrains.
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Figure 4.17 � Spectres issus de la méthode robuste appliquée sur les données Cuprite.
Beaucoup de ré�ectances sont à zéro.
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Figure 4.18 � Abondances issues de la méthode robuste appliquée sur les données Cuprite.
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Figure 4.19 � Résultats de la méthode MVC-NMF sur les données Cuprite, résultats
similaires pour tous les endmembers.
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Figure 4.20 � Spectres issus de la méthode PGNMF appliquée sur les données Cuprite.

Figure 4.21 � Abondances issues de la méthode PGNMF appliquée sur les données
Cuprite.
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Figure 4.22 � Spectres issus de la méthode NMF appliquée sur les données Cuprite.

Figure 4.23 � Abondances issues de la méthode NMF appliquée sur les données Cuprite.
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Méthode PGNMF NMF Méthode Projetée Méthode Robuste
‖Y −M S‖ 9.7e2 7.78e3 1.9e6 4e4

La meilleure méthode est la méthode PGNFM alors que ce n'est pas cette méthode qui
donne de meilleurs résultats pour les autres critères, notamment pour des critères plus "vi-
suels" de la partie précédente. Ainsi, selon les attentes en matière de résultats, le choix de
la méthode peut également changer la donne.

Ces simulations permettent de montrer que les méthodes utilisées sont plus ou moins
e�caces selon l'image en question. Il semble donc di�cile de trouver une méthode universelle
qui permette de trouver les spectres des endmembers et leurs abondances. Cependant, les
deux méthodes proposées semblent améliorer certains résultats dans di�érents cas. Ce sont
donc des méthodes qui peuvent s'appliquer sur un spectre plus large d'images hyperspectrales
et donnent, dans certains cas, une vraie amélioration du problème.

4.2 Limite du démélange spectral dans le cas où p < m

Ce cas correspond à d'autres cas de �gure, où les dimensions de l'image hyperspec-
trale sont assez proches du nombre d'endmembers, par exemple dans le cas d'une image
hyperspectrale plutôt petite, ou avec une grande dé�nition, de telle manière que le nombre
d'endmembers p ne véri�e plus les hypothèses considérées jusqu'ici. Cependant, considérer ce
cas est intéressant car la RMT propose des solutions qui peuvent être adaptées au cas du dé-
mélange spectral, et d'autant plus qu'il est possible, selon l'image hyperspectrale considérée,
de se trouver dans ce cas. Il est donc intéressant de proposer une méthode alternative qui
améliore les résultats existants pour le cas où p < m. Cette méthode repose sur l'estimation
G-MUSIC, comme résumé dans les articles [115] et [75].

4.2.1 Méthode

La méthode ressemble à la méthode projetée, et repose sur l'estimation des valeurs
propres et des vecteurs propres de la matrice Č. La suite s'appuie sur les théorèmes 2.3.2 et
1.6.7. Pour rappel, ce théorème donne une estimation des valeurs propres de la matrice C.
Ce théorème peut être complété de la manière suivante, avec les mêmes notations que dans
le chapitre 1 :

Théorème 4.2.1. Sous les mêmes hypothèses que pour 2.3.2, si la valeur de c =
m

N
permet

d'assurer la consistance (voir [75]) les résultats suivants s'appliquent :

• soient [ě1, . . . , ěK ] les vecteurs propres de la matrice Č associées aux K valeurs propres
distinctes λ̌1, . . . , λ̌K ,

• soient s1 et s2 deux vecteurs de taille m× 1,

• soit, pour tout i ∈ J1,mK

θk(i) =

{
−φk(i) si i /∈Mk

1 + ψk(i) si i ∈Mk

avec

φk(i) =
∑
r∈Mk

(
λ̌r

λ̌k − λ̌r
− µ̂r

λ̌k − µ̂r

)

ψk(i) =
∑
r/∈Mk

(
λ̌r

λ̌k − λ̌r
− µ̂r

λ̌k − µ̂r

)
,
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et pour tout r, µ̂r les uniques solutions réelles de

1

m

m∑
k=1

λ̌k

λ̌k − µ̂
=

1

c
, (4.19)

alors, pour tout k ∈ J1,KK :

η̌k =

m∑
i=1

θk(i) sH1 ěi ě
H
i s2 , (4.20)

sont des estimateurs consistants des formes quadratiques η = sH1 ei e
H
i s2 caractérisant les

vecteurs propres ei de C.

Avec ce théorème, il est ainsi possible de modi�er légèrement l'étape de projection de
l'algorithme projeté, en y ajoutant les coe�cients θk. La projection ne se fait alors plus sur
l'espace signal représenté par les vecteurs propres associés aux plus grandes valeurs propres
λ̌ mais sur l'espace caractérisé par les η̌. La suite de la méthode est ainsi la même que pour
la méthode projetée.

L'article [115] propose également une amélioration de l'estimation du sous espace signal,
en ajoutant des coe�cients sur les vecteurs propres.

La première méthode décrite, issue de 1.6.7, a été testée sur des données simulées et
donne de meilleurs résultats que la méthode PGNMF. Ces simulations ont été menées pour
des signaux de dimensions m = 30, N = 90 et p = 24, pour des raisons de temps de cal-
culs mais aussi pour se positionner dans un cas favorable pour la méthode limite proposée.
Les résultats ne sont en revanche pas concluants en ce qui concerne la comparaison avec la
méthode projetée sans ces coe�cients RMT. Cependant, dans le cas limite où p � m, les
coe�cients calculés sont égaux à 1, ce qui signi�e que les deux méthodes sont bien équiva-
lentes. La méthode limite change donc le sous-espace de projection uniquement dans le cas
p < m.

Il semblerait intéressant, pour des travaux futurs, de reconsidérer cette amélioration de
la projection en comparant les résultats de [75] et de [115] sur des images hyperspectrales
réelles contenant un grand nombre d'endmembers, et non plus uniquement sur des signaux
qui ne correspondent pas à la réalité physique d'une image hyperspectrale puisque le nombre
de bandes et de pixels considérés sont trop faibles.

4.3 Synthèse

Le démélange spectral sans dictionnaire ni données secondaires n'est pas un problème
évident. La première étape étant l'estimation du nombre d'endmembers, si celle-ci n'est pas
e�ectuée correctement, le démélange spectral s'en ressentira. Grâce aux méthodes proposées
dans le chapitre précédent, le démélange spectral a pu être globalement amélioré puisque le
nombre d'endmembers est mieux estimé. Si ce nombre est supposé connu a priori, les mé-
thodes proposées donnent des résultats plutôt bons, mais n'améliorent les résultats existants
que sous certains aspects : la méthode robuste, par exemple, est particulièrement adaptée
aux images ayant un bruit CES et donnera pour l'estimation de la matrice des abondances
de meilleurs résultats que les autres méthodes. La méthode projetée, quant à elle, donne de
meilleurs résultats sur l'image Cuprite. En pratique, pour évaluer les performances des mé-
thodes proposées, et comme l'image hyperspecrale est supposée inconnue, la seule solution
semble d'exécuter plusieurs méthodes et de rester critique par rapport aux résultats obtenus
en comparant par exemple les résultats des di�érentes méthodes appliquées. Cependant, les
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méthodes proposées donnent les résultats les plus robustes au type d'image hyperspectrale
considéré. Ainsi, les appliquer donne déjà une bonne idée des spectres et de leur position dans
l'image sans avoir à se soucier du type de l'image étudiée. Dans le cas d'un grand nombre
d'endmembers, la méthode proposée change l'espace de projection. Il est donc raisonnable
d'envisager une amélioration des résultats, puisque les éléments théoriques vont dans cette
direction.

Ce chapitre propose donc des méthodes qui donnent des résultats au moins aussi bons que
ceux obtenus par les méthodes existantes, mais même en prenant en compte ces dernières,
chaque image hyperspectrale pouvant correspondre à un modèle di�érent, il semble pour le
moment di�cile de discerner, sans a priori sur l'image, une méthode universelle donnant de
meilleurs résultats que toutes les autres méthodes.





Conclusion et Perspectives

Conclusion

Cette thèse a permis de développer des méthodologies permettant d'améliorer à la fois
l'estimation du nombre d'endmembers et le démélange spectral pour le traitement des images
hyperspectrales mais aussi l'amélioration en général des méthodes d'estimation d'ordre de
modèle, problème largement rencontré en �nance, radar ou encore traitement d'antenne.
Ces méthodes s'appliquent au cas d'un bruit non-gaussien corrélé, pour des données de
grande dimension, et permettent une généralisation de techniques déjà existantes comme
la minimisation de critères telles que les méthodes AIC ou encore MDL. Ces techniques
développées dans cette thèse s'appliquent ainsi aussi aux signaux gaussiens blancs et à ceux
corrélés, aux signaux non-gaussien blanc et corrélés. Cet élargissement du cadre applicatif
en imagerie hyperspectrale de méthodes déjà existantes s'appuie sur des preuves théoriques
développées durant cette thèse.

Le développement de ces nouvelles méthodes a été permis grâce à l'utilisation de la
théorie de matrices aléatoires, particulièrement à la page en ces temps où de nombreux
problèmes nécessitent le traitement de données de grandes dimensions. Cette théorie n'a
pas encore été populairement exploitée dans des domaines où elle est pourtant d'un grand
intérêt, comme montré dans cette thèse avec les images hyperspectrales ou avec les données
issues du domaine de la �nance.

Une des plus grandes contributions de cette thèse est ainsi l'amélioration de l'estima-
tion de la dimension du sous espace signal ou de l'estimation de l'ordre du modèle. Cette
étape, indispensable à l'étude des images hyperspectrales, si elle est correctement menée,
permet d'amender le démélange spectral en o�rant une meilleure estimation du nombre
d'endmembers. Des méthodes dîtes "classiques" ont été montrées ine�caces et inconsis-
tantes tandis que celles proposées, issues de la théorie des matrices aléatoires, donnent de
relativement bons résultats.

Trois nouveaux algorithmes ont été proposés, tous trois reposant sur le même principe :

� blanchiment des données avec une estimation de la matrice de covariance du bruit
avec : soit la SCM, soit un M-estimateur, soit l'estimateur de Tyler,

� estimation de la matrice de dispersion avec : soit un M-estimateur soit l'estimateur de
Tyler,

� estimation des valeurs propres de cette matrice,

� calcul d'un seuil en fonction de la méthode choisie, celle utilisant un estimateur de
Tyler permettant d'utiliser un seuil indépendant des données et donc plus facilement
calculable et robuste sans a priori sur les données,

� seuillage des valeurs propres et estimation de la dimension du sous espace signal.
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Ces trois méthodes se sont montrées meilleures que les méthodes auxquelles elles ont été
comparées. Cependant, la dernière méthode proposée, reposant sur l'estimateur de Tyler, est
à la fois plus facile d'utilisation mais aussi plus robuste, puisque ne dépend pas d'un hypo-
thétique modèle choisi voire connu pour l'image hyperspectrale étudiée. Cette méthode est
donc à utiliser en priorité par rapport aux autres. Cette dernière méthode s'est également
montrée particulièrement utile pour l'allocation de portefeuilles en �nance. La robustesse
de cette méthode est par ailleurs un atout par rapport aux autres, puisque, non seulement
adaptée aux données CES, elle peut, par sa forme, s'adapter à d'autres types de bruits.

La seconde partie s'occupe du problème du démélange spectral, qui est un problème assez
général d'optimisation et pourrait également être appliqué à d'autres domaines. Cependant,
les spéci�cités des images hyperspectrales, la non-convexité du problème et le manque d'in-
formation en font un problème di�cile à résoudre.

Deux types de méthodes sont ici proposées, qui utilisent deux idées di�érentes :

� La première repose sur la projection des données sur le sous espace signal, puisque
celui-ci, grâce aux étapes des algorithmes des méthodes précédentes, est a priori connu.
Cette projection permet ensuite d'optimiser un problème classique de factorisation
matricielle d'une façon plus précise.

� La seconde se fonde sur une approche robuste de l'optimisation et repose sur les poids
de Huber. Cette méthode a ses avantages, puisqu'elle est plus robuste que la méthode
précédente, mais elle n'utilise pas la connaissance de la matrice de covariance du bruit
estimée.

Les méthodes proposées permettent d'avoir de meilleurs résultats selon les critères d'éva-
luations considérés. Une conclusion a déjà été tirée à ce sujet dans la partie synthèse du
dernier chapitre. Ce qui semble important est que les méthodes proposées ne sont pas moins
bonnes que les méthodes déjà existantes, et semblent donner des résultats plus constants,
c'est à dire plus robustes à l'image hyperspectrale étudiée. Elles donnent même de meilleurs
résultats au regard de certains critères. Par contre, aucune des méthodes évaluées ne donne
des résultats systématiquement bons ou systématiquement mauvais. Ainsi, même parmi les
méthodes déjà existantes qui sont utilisées couramment, il n'est pas possible de les classi�er
et de donner la meilleure méthode.

Une des di�cultés supplémentaires pour l'évaluation du nombre d'endmembers et du
démélange spectral est la subjectivité de la dé�nition d'un endmember. Selon ce qui est
recherché, un endmember pourra être un regroupement d'endmembers ou une partie d'un
endmember. Ainsi, l'évaluation des méthodes est rendue plus complexe puisque les véri-
tés terrains données avec les images hyperspectrales ne sont pas les mêmes selon ce qui
est recherché. Le nombre d'endmembers sur une image peut ainsi varier presque du simple
au double. Seule la matrice des abondances permet de trancher et de comprendre à quoi
correspondent les endmembers trouvés, mais une fois encore, la méthode pourra être jugée
insu�sante si la précision sur l'image des abondances estimée est trouvée trop grande ou
trop faible.

Finalement, un des freins principal de cette thèse aura été l'obtention d'images hyper-
spectrales et les vérités terrains associées.

L'étude des images hyperspectrales sans aucun a priori n'est donc pas un problème
simple, mais les résultats prometteurs de cette thèse permettent d'apporter certains outils
et solutions pour ce genre de problème.
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Perspectives

Les images hyperspectrales pouvant être de tout type, il semblerait intéressant d'élargir
le problème à l'étude des images ayant un type de bruit encore plus général ou de type dif-
férent. Cette thèse s'est appliquée à généraliser le bruit au bruit de type CES sous certaines
hypothèses (matrice de corrélation de Toeplitz par exemple), mais il pourrait être utile de
généraliser à tout bruit CES, ce qui semble possible, même si très complexe, à l'aide de
nouveaux résultats en théorie des matrices aléatoires.

Plus précisément, une perspective intéressante serait de relier les trois méthodes pro-
posées pour l'estimation du nombre d'endmembers : montrer que le calcul du seuil dans
le cas d'utilisation de la SCM et de l'estimateur de Tyler correspond à un cas particulier
du seuil calculé dans le cas général des M-estimateurs. Les M-estimateurs devant véri�er
des hypothèses particulières que ne véri�ent ni la SCM ni l'estimateur de Tyler, il faudrait
pouvoir relaxer ces hypothèses sans que les conséquences n'aient un impact sur les résultats
d'utilisation de ces méthodes. De plus, il serait utile de développer la preuve des derniers
algorithmes proposés dans le cas où des endmembers sont présents dans la matrice Y.

En ce qui concerne le démélange spectral, des méthodes e�caces dans le cas où p < m
sont encore à développer à l'aide de la théorie des matrices aléatoires. Une ébauche a été ici
proposée, il faudrait cependant mieux étudier le problème. La variabilité spectrale pourrait
par exemple être prise en compte dans les ordres de multiplicités des sous espaces propres.

Il semblerait également intéressant de mener des statistiques sur un grand nombre d'images
hyperspectrales pour désigner la méthode qui, en moyenne, donnerait les meilleurs résultats,
pour un critère choisi. Cette méthode doit être à la fois robuste aux di�érents types de don-
nées (comme les méthodes proposées) mais aussi aux di�érents type d'images hyperspectrales
(nombre d'endmembers, répartition sur l'image entre autres). La principale di�culté sera de
regrouper un nombre su�sant d'images hyperspectrales mais surtout avec la vérité terrain
correspondante.

Il est également possible d'appliquer la méthode robuste aux données projetées. Les pre-
miers résultats obtenus par des simulations menées durant cette thèse, plutôt moins bons
que ceux déjà obtenus avec les autres méthodes, ne sont ainsi pas en faveur de cette méthode.
Cependant, des améliorations doivent pouvoir être apportées.

Plus généralement, il n'a été fait ici aucune étude sur le temps de traitement des images
hyperspectrales. Certains algorithmes étant plus rapides que d'autres, il serait possible de
les classer selon ce critère également. Pour le moment, aucune des méthodes proposées ne
permettrait un traitement des images en temps réel, c'est à dire par exemple sur un grand
nombre d'images hyperspectrales d'une même scène. Ce problème n'est peut être pas perti-
nent puisque les images hyperspectrales sont, pour le moment, trop volumineuses pour être
prises en grande quantité pour une seule même scène : chaque image est une photographie
de la scène et non une suite d'images type vidéo.

En�n, toutes les méthodes développées ici peuvent trouver de nombreuses applications.
Il pourrait être fructueux de les appliquer à d'autres domaines, comme cela à été fait ici pour
la �nance, par exemple au traitement d'antennes, au traitement de signaux radar, STAP ou
encore signaux MIMO.





Annexe A

Généralités

A.1 Dé�nitions

• Dimensions intrinsèque, virtuelle et e�ective
La dimension intrinsèque est la dimension du sous espace signal ou le nombre de para-

mètres nécessaires pour prendre en compte toutes les propriétés des données.

La dimension virtuelle est le nombre d'endmembers nécessaire pour permettre le démé-
lange spectral. Elle dépend ainsi de la méthode choisie pour le démélange.

Quant à la dimension e�ective, c'est la dimension minimale du sous-espace a�ne per-
mettant de décrire correctement chaque pixel.

• Divergence de Kullback-Leibler

La divergence de Kullback-Leibler entre deux variables aléatoires X et Y se dé�nit de la
manière suivante, pour le cas discret :

KL(pX , pY ) =
∑
x∈S

pX(x) log

(
pX(x)

pY (x)

)
, (A.1)

où x et y sont deux réalisations de X et Y , pX et pY les distributions de probabilités de X
et Y , et S l'ensemble des réalisations possibles qui doit être commun à X et Y .

Remarque : cette divergence est nulle lorsque PX = PY .

• Matrice semi-dé�nie positive
Soit une matrice symétrique A. Elle est dite semi-dé�nie positive si et seulement si, pour

tout vecteur x non nul, xTAx ≥ 0.

• Modes de convergence
Le mode de convergence le plus utilisé dans cette thèse est la convergence presque sûre

notée p.s. c'est à dire :
la suite de variable aléatoires Xn converge presque sûrement vers X si

P

(
lim
n→∞

Xn = X
)

= 1 . (A.2)

• Simplexe
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D'une façon générale, un p-simplexe est un ensemble (ici polyèdre) d'un espace vectoriel
de dimension p construit à partir d'un ensemble dont on considère l'enveloppe convexe.

En imagerie hyperspectrale, soit y ∈ Rm tel que y = Ms + b, M ∈ Rm,p, s ∈ Rp tel que

∀i ∈ J1, pK, si ≥ 0 et
p∑
i=1

si = 1. Alors l'enveloppe convexe des colonnes de M de�nit le p− 1

simplexe de Rm.

A.2 Lemmes et théorèmes

• Règle d'Armijo
Pour un problème d'optimisation sans contrainte min

x
f(x), avec f une fonction régulière,

soient dk la direction de descente à l'itération k et αk le pas de descente. Soit ω ∈ ]0, 1[ et
∆f le gradient de la fonction f . Alors la règle d'Armijo permet de trouver le pas optimal
αk pour lequel f va forcément décroitre avec la proportion ω choisie. Dans ce cas, l'équation
suivante sera véri�ée :

f(xk + αkdk) ≤ f(xk) + ω 〈∆f(xk),dk〉 . , (A.3)

la notation 〈·, ·〉 désignant le produit scalaire.

• Inégalité de Markov
Soit z une variable aléatoire réelle positive, dé�nie sur un espace probabilisé (Ω,A,P).

Alors, pour tout a > 0 :

P(z ≥ a) ≤ E(z)

a
. (A.4)

• Lemme de Borel Cantelli
Si la somme des probabilités d'une suite (An)n≥0 d'événement d'un espace probabilisé

(Ω,A,P) est �nie, alors la probabilité qu'une in�nité d'entre eux se réalisent simultanément

est nulle. Autrement écrit : soit (An)n≥0 une suite d'éléments de A. Si
∑
n≥0

P (An) <∞ alors

P ( lim supAn) = 0.



Annexe B

Preuves des théorèmes

B.1 Preuve du Théorème 2.4.1

La preuve de ce théorème s'inspire de [119]. Le théorème ne s'applique rigoureusement
que pour Y = C1/2 X T1/2.

Tout d'abord, soit le lemme suivant, qui est le lemme 4.1 de [41] : pour une matrice

hermitienne et de Toeplitz A = L
(

(a0, . . . , am−1)
T
)
de taille m × m avec {ak}k∈J0,m−1K

des coe�cients absolument sommables (a−k = a∗k), Il est possible de dé�nir la fonction f(.)

telle que, pour tout λ ∈ [0, 2π], f(λ) =

m−1∑
k=1−m

ak e
iλk et Mf caractérise son sup essentiel :

‖A‖ ≤Mf = sup
λ∈[0,2π)

∣∣∣∣∣
m−1∑
k=1−m

ak e
iλk

∣∣∣∣∣ . (B.1)

Rappel des notations : soient Y = C1/2 X T1/2, et soit T l'opérateur de Toeplitz. δ est
supposée gaussienne. Alors, sous les hypothèses 1, 2 (1.4.1), 3 (1.4.2) et 4 (2.4), et comme

les matrices T
(

1

N
Y YH

)
et E[τ ] C sont de Toeplitz, d'après (B.1) :

∥∥∥∥T ( 1

N
Y YH

)
− E[τ ] C

∥∥∥∥ ≤ sup
λ∈[0,2π)

|γ̂m(λ)− E[τ ] γm(λ)| , (B.2)

avec γm(λ) =

m−1∑
k=1−m

ck,m e
i k λ où c−k = c?k et γ̂m(λ) =

m−1∑
k=1−m

čk,m e
i k λ où č−k = č?k.

Le lemme suivant est également utile pour le reste de la preuve :

Lemme B.1.1. La quantité γ̂m(λ) peut s'écrire comme :

γ̂m(λ) = dHm(λ)
Y YH

N
dm(λ) , (B.3)

avec dm(λ) =
1√
m

(
1, e−i λ, . . . , e−i (m−1)λ

)T
.

Démonstration.
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La preuve s'inspire de celle de l'Annexe A1 de [116]. L'équation (B.3) peut se réécrire de
la manière suivante :

dHm(λ)
Y YH

N
dm(λ) =

1

mN

m−1∑
l,l′=0

e−i (l′−l)λ [Y YH
]
l,l′

,

dHm(λ)
Y YH

N
dm(λ) =

m−1∑
k=1−m

e−i k λ
1

mN

m−1∑
i=0

N−1∑
j=0

yi,j y
?
i+k,j10≤i+k≤m ,

dHm(λ)
Y YH

N
dm(λ) =

m−1∑
k=1−m

čk e
−i k λ .

Ainsi, il est possible d'écrire :

γ̂m(λ) = dHm(λ)
Y YH

N
dm(λ) ,

γ̂m(λ) = dHm(λ)
C1/2 X T XH C1/2

N
dm(λ) . (B.4)

Soit :

γ̂noisem (λ) = dHm(λ)
C1/2 X T XH C1/2

N
dm(λ).

Alors (B.2) devient :∥∥∥∥T ( 1

N
Y YH

)
− E[τ ] C

∥∥∥∥ ≤ sup
λ∈[0,2π)

|γ̂noisem (λ)− E[τ ] γm(λ)| . (B.5)

∥∥∥∥T ( 1

N
Y YH

)
− E[τ ] C

∥∥∥∥ ≤ sup
λ∈[0,2π)

∣∣γ̂noisem (λ)− E
[
γ̂noisem (λ)

]∣∣
+ sup
λ∈[0,2π)

∣∣E [γ̂noisem (λ)
]
− E(τ) γm(λ)

∣∣ .
La suite de la preuve consiste à analyser chaque terme de (B.6).

B.1.1 Analyse de sup |E [γ̂noisem (λ)]− E(τ) γm(λ)| pour λ ∈ [0, 2π)

Le lemme suivant permet de développer E
[
γ̂noisem (λ)

]
:

Lemme B.1.2.

E
[
γ̂noisem (λ)

]
= E[τ ] dHm(λ) C dm(λ) = E[τ ] γm(λ) . (B.6)

Démonstration.

L'équation (B.4) donne : E
[
γ̂noisem (λ)

]
= dHm(λ)E

[
C1/2X T XHC1/2

N

]
dm(λ).

Soient V = C1/2X et (V)i,j = vi,j . Alors, E
[
γ̂noisem (λ)

]
= dHm(λ)E

[
V T VH

N

]
dm(λ).

De plus, comme
(
E
[
V T VH

])
ij

=

N∑
k=1

E[τ ]E
[
v∗j,k vik

]
et ck′ = E

[
vp,n v

∗
p+k′,n

]
, alors

(
E
[
V T VH

])
ij

=

N∑
k=1

E[τ ] cj−i = N E[τ ] cj−i.
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Et ceci mène à :

E
[
γ̂noisem (λ)

]
=
N E(τ)

N
dHm(λ) C dm(λ) = E[τ ] γm(λ) .

Ainsi, le second terme de (B.6) se développe de la manière suivante :

sup
λ∈[0,2π)

∣∣E [γ̂noisem (λ)
]
− E(τ) γm(λ)

∣∣
= sup
λ∈[0,2π)

| E(τ) γm(λ)− E(τ) γm(λ) |= 0 .

Ce terme est donc égal à zero.

B.1.2 Analyse de sup |γ̂noisem (λ)− E [γ̂noisem (λ)]| pour λ ∈ [0, 2π)

Pour l'analyse de ce terme, plusieurs méthodes sont envisageables : la méthode des mo-
ments ou une méthode utilisant des inégalités de concentration. La méthode des moments
utilise le lemme de Borel Cantelli et nécessite des calculs de vitesse de convergence. Or, pour
avoir une bonne vitesse de convergence, des calculs de moments d'ordre élevé sont néces-
saires. La méthode retenue est ainsi la même que celle de [116], c'est à dire une méthode
utilisant des inégalités de concentration. Elle consiste à montrer, pour un λi ∈ [0, 2π) et un
réel x > 0, que P

[∣∣γ̂noisem (λi)− E
[
γnoisem (λi)

]∣∣ > x
]
→ 0. Par la suite, il restera à montrer

que P

[
sup

λ∈[λi,λi+1)

∣∣γnoisem (λ)− γnoisem (λi)
∣∣ > x

]
→ 0 et que

P

[
sup

λ∈[λi,λi+1)

∣∣Eγnoisem (λi)− Eγnoisem (λ)
∣∣ > x

]
→ 0 pour obtenir la convergence du terme

étudié vers zero.

Soit b·c la fonction qui renvoie la partie entière d'un réel, soit un β > 2 et soient I =[
0, . . . , bNβc − 1

]
, λi = 2π i

bNβc , i ∈ I. Alors :

sup
λ∈[0,2π)

∣∣γ̂noisem (λ)− E
[
γ̂noisem (λ)

]∣∣ 6 max
i∈I

sup
λ∈[λiλi+1]

∣∣γ̂noisem (λ)− γ̂noisem (λi)
∣∣

+ max
i∈I

∣∣γ̂noisem (λi)− E
[
γ̂noisem (λi)

]∣∣
+ max

i∈I
sup

λ∈[λiλi+1]

∣∣E [γ̂noisem (λi)
]
− E

[
γ̂noisem (λ)

]∣∣ ,
4
= χ1 + χ2 + χ3 . (B.7)

Le paramètre β prend ici toute son importance : si plus de λi sont pris en compte, soit si le
paramètre β est grand, la convergence de sup

λ∈[λiλi+1]

∣∣γ̂noisem (λ)− γ̂noisem (λi)
∣∣ vers zero sera plus

rapide (par continuité, comme montré par la suite) mais celle de maxi∈I
∣∣γ̂noisem (λi)− E

[
γ̂noisem (λi)

]∣∣
sera moins rapide. Un bon compromis est donc à trouver sur ce paramètre β.

L'idée de la preuve dans l'article [116] est de donner des inégalités de concentration pour
les deux termes χ1 et χ2 qui sont bien des termes aléatoires, et une borne sur χ3.

Les deux di�érences avec l'article [116] sont la présence de la matrice T dans γ̂noisem (λ)
et la corrélation à gauche du bruit.

Soit ‖γ‖∞ la norme supérieure de la fonction γ : λ −→
∞∑

k=−∞

ck e
−ikλ pour tout λ ∈

[0 2π). Alors la convergence du premier terme χ1 est montrée dans le lemme suivant.
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Lemme B.1.3. Une constante A > 0 peut être trouvée, telle que, pour tout x > 0 et pour
tout N su�samment grand,

P [χ1 > x] ≤ exp

(
−cN

2

aN

(
xNβ−2

A ‖γ‖∞
− log

(
xNβ−2

A ‖γ‖∞

)
− 1

))
,

presque sûrement, aN ∈ R+ tel que −cN
2

aN
→

N→∞
0 en probabilité.

Démonstration.
Comme déjà mentionné, la preuve suit celle de [116] sauf sur deux points : la présence

de la matrice T et la corrélation à gauche du bruit au lieu d'une corrélation à droite.

PourN �xé, l'inégalité suivante existe :
∥∥VN T VH

N

∥∥ 6 ‖T‖∞
∥∥VN VH

N

∥∥ ≤ ‖T‖∞ ‖C‖ ∥∥∥X XH
∥∥∥

et permet d'écrire :∣∣γ̂noisem (λ)− γ̂noisem (λi)
∣∣ =

∣∣∣∣dHm(λ)
V T VH

N
dm(λ)− dHm(λi)

V T VH

N
dm(λi)

∣∣∣∣ ,
soit :

∣∣γ̂noisem (λ)− γ̂noisem (λi)
∣∣ ≤ 2

N
|dm(λ)− dm(λi)| ‖C‖ ‖T‖∞

∥∥∥X XH
∥∥∥ .

Une fois cette inégalité établie, la suite de la preuve est la même que celle du Lemme 4

de l'article [116] en remplaçant c par
c

‖T‖∞
dans le terme de l'exponentielle, c'est à dire :

P [χ1 > x| ‖T‖∞] ≤ exp

(
− cN2

‖T‖∞

(
xNβ−2

A ‖γ‖∞
− log

(
xNβ−2

A ‖γ‖∞

)
− 1

))
.

Quant à la corrélation à gauche, elle n'a pas de conséquence pour la preuve.

Pour N non �xé, il est nécessaire de rajouter une condition supplémentaire sur la distri-
bution des τ , à savoir qu'ils suivent une loi parmi les suivantes : gaussienne, exponentielle,
gamma, Student, de Pareto ou encore Weibull, c'est à dire une distribution à queue plus
ou moins lourde. Cette condition supplémentaire n'est donc pas très restrictive et pourrait
même s'adapter à d'autres lois avec d'autres travaux de recherche.

Dans ce cas, la théorie des distributions des valeurs extrèmes (Generalized Extreme Value
Distribution) [44] donne alors la distribution de la plus grande valeur propre de T. L'équation
suivante est alors vraie, pour tout entier α > 1 :

P (‖T‖∞ > Nα) = 1− exp
(
− (1 + ζ Nα)

−1/ζ
)
si ζ > 0 , (B.8)

ou P (‖T‖∞ > Nα) = 1− exp (− exp (−Nα))) si ζ = 0 , (B.9)

avec ζ un paramètre dépendant de la loi des τ , c'est à dire positif pour les lois mentionnées
ci-dessus. Alors, pour tout i ∈ J0,m− 1K, P (max(λi(T)) > Nα) →

N→∞
0 pour tout ζ ≥ 0.

Il est alors toujours possible de trouver un réel aN tel que max(λi(T)) < aN avec
−cN2

aN
→

N→∞
0 en probabilité.

La convergence du second terme χ2 est démontrée dans le lemme suivant.

Lemme B.1.4. Pour tout N , il existe aN ∈ R+ avec −cNaN →
N→∞

0 en probabilité et tel que :

P [χ2 > x] ≤ 2Nβ exp

(
−cN
aN

(
x

‖γ‖∞
− log

(
x

‖γ‖∞
+ 1

)))
.

Démonstration.
La preuve est la même que celle du lemme B.1.3 ou que du lemme 5 de [116], avec

c

aN
au numérateur.
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La convergence de χ3 est donnée par le lemme suivant :

Lemme B.1.5. χ3 véri�e l'équation suivante : χ3 ≤ A ‖γ‖∞ N−β+1 .

Démonstration.
Une fois encore, la preuve est presque identique à celle du lemme 6 de l'article [116], an

ajoutant le terme
c

‖T‖∞
au numérateur.

Ces inégalités prouvent ainsi que

∀x ∈ R+∗, P

[
sup

λ∈[0,2π)

∣∣γ̂noisem (λ)− E
[
γ̂noisem (λ)

]∣∣ > x

]
p.s.−→ 0.

Ainsi, comme le terme de droite de (B.5) tend vers zero lorsque N tend vers l'in�ni, à
un facteur près, ceci conclut la preuve de ce théorème.

B.2 Preuve du Théorème 2.4.2

Comme la preuve suit le même cheminement pour Σ̌SCM et Σ̌FP , la notation Σ̌ sera
adoptée pour l'une ou l'autre de ces matrices, et la preuve n'est écrite qu'une seule fois.
D'après les équations (2.10) et (2.33), avec y̌wi = Č−1/2 yi, Σ̌ est l'unique solution de :

Σ =
1

N

N−1∑
i=0

u

(
1

m
yHi Č−1/2 Σ−1 Č−1/2 yi

)
× Č−1/2 yi y

H
i Č−1/2 .

En réécrivant cette équation, avec , cette fois-ci, les variables {y̌wi}i :

C−1/2Č1/2 Σ Č1/2 C−1/2 =
1

N

N−1∑
i=0

u

(
1

m
y̌Hwi

(
C−1/2 Č1/2 Σ Č1/2 C−1/2

)−1

y̌wi

)
× y̌wi y̌

H
wi .

Alors, la relation suivante entre Σ̌ et Σ̂ est établie :

Σ̌ = Č−1/2 C1/2 Σ̂ C1/2 Č−1/2 . (B.10)

Ainsi, les équations (2.27) et (2.34) peuvent se réécrire :∥∥∥Σ̌− Ŝ
∥∥∥ ≤ ∥∥∥Σ̌− Σ̂

∥∥∥ +
∥∥∥Σ̂− Ŝ

∥∥∥ . (B.11)

En ce qui concerne le second terme de (B.11), l'article [29] prouve que la matrice Ŝ dé�nie
par (2.13) est telle que : ∥∥∥Σ̂− Ŝ

∥∥∥ p.s.−→ 0 . (B.12)

L'équation (B.10) permets de réécrire le premier terme de droite de l'équation (B.11) de la
manière suivante :∥∥∥Σ̌− Σ̂

∥∥∥ ≤ ∥∥∥Č−1/2 C1/2 Σ̂ C1/2 Č−1/2 − Σ̂ C1/2 Č−1/2
∥∥∥+

∥∥∥Σ̂ C1/2 Č−1/2 − Σ̂
∥∥∥ .

Puis, après factorisation à droite et à gauche, comme
∥∥Σ̌∥∥ est p.s. bornée [29], ceci donne :∥∥∥Σ̌− Σ̂

∥∥∥ ≤ ∥∥∥Č−1/2 C1/2 − Im

∥∥∥∥∥∥Σ̂∥∥∥(∥∥∥C1/2 Č−1/2
∥∥∥+ 1

)
.

Comme le support de ‖C‖ est borné, ‖Č‖ est aussi borné puisque le support de la distribution
de ses valeurs propres converge presque sûrement vers la vraie distribution. De plus, les
Théorèmes 2.4.2 et 2.4.4 ont montré la consistance de

∥∥C− Č
∥∥ p.s.−→ 0.

Ceci termine la preuve.
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B.3 Preuve du Théorème 2.4.3

La preuve suit la même idée que la preuve du Théorème 2.4.1. Avec la notation suivante :
ČFP = T (ĈFP ) où T est l'opérateur de Toeplitz dé�ni dans l'introduction, l'équation à
démontrer devient : ∥∥∥T (ĈFP )− E [v(τξ) τ ] C

∥∥∥ p.s.−→ 0 . (B.13)

Cette équation peut être découpée en deux parties :∥∥∥T (ĈFP

)
− E [v(τξ) τ ] C

∥∥∥ ≤ ∥∥∥T (ĈFP − Ŝ
)∥∥∥+

∥∥∥T (Ŝ
)
− E [v(τ ξ) τ ] C

∥∥∥ .
Et en considérant les notations suivantes :

• Ŝ la matrice telle que
∥∥∥Σ̌− Ŝ

∥∥∥ p.s.−→ 0. Pour rappel, Ŝ est la matrice dé�nie par :

Ŝ =
1

N

N∑
i=1

v (τi ξ) ywi y
H
wi ,

où chaque ξ est l'unique solution (si elle existe) de :

1 =
1

N

N∑
i=1

ψ(τi ξ)

1 + c ψ(τi ξ)
,

où g : x 7→ x

1− c φ(x)
, v : x 7→ u o g−1(x) et ψ : x 7→ x v(x). En�n, pour la dé�nition

de Ŝ, Σ̌ représente indi�éremment Σ̌SCM ou Σ̌FP .

• Pour toute matrice A = T
(

(a0, . . . , am−1)
T
)
de Toeplitz (a−k = a∗k), alors γ̂

A(λ)

sera dé�ni comme sa densité spectrale estimée :

γA(λ)
∆
=

m−1∑
k=1−m

ak e
i k λ .

A�n de prouver la consistance, il est possible de séparer
∥∥∥T (ĈFP

)
− E[v(τ ξ) τ ] C

∥∥∥ en

deux parties. Comme les matrices T
(
ĈFP

)
et C sont de Toeplitz, l'équation donnée par

(B.1) introduite pour la preuve du théorème 2.4.1 au début de cette annexe permet d'écrire :∥∥∥T (ĈFP

)
− E[v(τ ξ) τ ] C

∥∥∥ ≤ sup
λ∈[0,2π)

∣∣∣γ̂Ŝ(λ)− γE[v(τ ξ) τ ] C(λ)
∣∣∣+
∥∥∥T (ĈFP − Ŝ

)∥∥∥ ,

≤ χ1 + χ2, (B.14)

Avec : χ1 = sup
λ∈[0,2π)

∣∣∣γ̂Ŝ(λ)− γE[v(τ ξ) τ ] C(λ)
∣∣∣ et χ2 =

∥∥∥T (ĈFP − Ŝ)
∥∥∥.

Part 1 : convergence de χ1

Le terme χ1 peut être décomposé comme suit :

sup
λ∈[0,2π)

∣∣∣γ̂Ŝ(λ)− γE[v(τ ξ) τ ] C(λ)
∣∣∣ ≤ sup

λ∈[0,2π)

∣∣∣γ̂Ŝ(λ)− E
[
γ̂Ŝ(λ)

]∣∣∣
+ sup

λ∈[0,2π)

∣∣∣E [γ̂Ŝ(λ)
]
− γE[v(τ ξ) τ ] C(λ)

∣∣∣ ,
≤ χ11 + χ12 ,

où χ11 = sup
λ∈[0,2π)

∣∣∣γ̂Ŝ(λ)− E
[
γ̂Ŝ(λ)

]∣∣∣ et χ12 = sup
λ∈[0,2π)

∣∣∣E [γ̂Ŝ(λ)
]
− γE[v(τ ξ) τ ] C(λ)

∣∣∣.
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Part 1.1 : convergence de χ11

Pour montrer la convergence de χ11, le lemme suivant est nécessaire :

Lemme B.3.1. Les résultats suivants sont véri�és :

γ̂Ŝ(λ) = dHm(λ) Ŝ dm(λ) , (B.15)

et : E

[
γ̂Ŝ(λ)

]
= E [v(τ ξ) τ ] dHm(λ) Im dm(λ) , (B.16)

avec dm(λ) =
1√
m

[
1, e−i λ, . . . , e−i (m−1)λ

]T
.

Démonstration. La preuve suit le même déroulement que le Lemme B.1.1. Tout d'abord, il
est possible d'écrire :

γ̂Ŝ(λ) =

m−1∑
k=1−m

šk e
i k λ ,

=
1

mN

m−1∑
k=1−m

ei k λ
m−1∑
j=0

N−1∑
n=0

ŝj,n ŝ
?
j+k,n 10≤j+k<m ,

=
1

mN

m−1∑
l,l′=0

e−i (l′−l)λ
N−1∑
n=0

ŝl,n ŝ
?
l′,n = dHm(λ) Ŝ dm(λ) .

De cette façon, la première partie du lemme est montrée.

En ce qui concerne E
[
γ̂Ŝ(λ)

]
, il est possible d'introduire une matrice D diagonale,

contenant les {v(τi ξ)}i∈J0,N−1K. Puis :

E

[
γ̂Ŝ(λ)

]
= dHm(λ)E

[
Ŝ
]

dm(λ) ,

= dHm(λ)E

[
Yw D YH

w

N

]
dm(λ) .

En développant chaque terme de E
[
Yw D YH

w

]
, cela donne :

(
E
[
Yw D YH

w

])
i,j

= E

[
N−1∑
n=0

v(τn ξ) yw i,n y
?
w j,n

]
,

=

N−1∑
n=0

E [v(τn ξ) τn] = N E [v(τn ξ) τn] .

Et ainsi : E
[
γ̂Ŝ(λ)

]
= E [v(τ ξ) τ ] dHm(λ) Im dm(λ).

Le reste de la preuve concernant χ11 est la même que pour γ̂noise du Théorème 2.4.1,
sauf pour le terme ‖T‖∞ qui sera remplacé par ‖T‖∞ ‖D‖∞ pour la �n de la preuve, sans
conséquences sur les résultats.

Ainsi, χ11
p.s.−→ 0 lorsque m −→∞.
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Part 1.2 : convergence de χ12

Le Lemme B.3.1 et l'équation (B.15) permettent d'écrire :

E

[
γ̂Ŝ(λ)

]
= E [v(τ ξ) τ ] dHm(λ) C dm(λ) .

et

E [v(τ ξ) τ ] γC(λ) = E [v(τ ξ) τ ] dHm(λ) C dm(λ) .

Ainsi, χ12 = 0.

Part 2 : convergence de χ2 =
∥∥∥T (ĈFP − Ŝ

)∥∥∥
Il a déjà été montré, dans l'article [34], que

∥∥∥ĈFP − Ŝ
∥∥∥ p.s.−→ 0. Soit J une matrice telle

que (J)j−i=1 = 1 et 0 partout ailleurs. Jk contient des 1 seulement sur la kieme diagonale.
Comme précédemment, grâce à (B.1), il est possible d'écrire :

∥∥∥T (ĈFP − Ŝ
)∥∥∥ ≤ sup

λ∈[0,2π)

∣∣∣∣∣
m−1∑
k=1−m

(
f̌pk − šk

)
ei k λ

∣∣∣∣∣ .
Soit T

(
ĈFP

)
= L

((
f̌p0, . . . , f̌pm−1

)T)
où f̌p−k = f̌p

∗
k et T

(
Ŝ
)

= L
(

(š0, . . . , šm−1)
T
)

avec š−k = š∗k. Alors :

sup
λ∈[0,2π)

∣∣∣∣∣
m−1∑
k=1−m

(
f̌pk − šk

)
ei k λ

∣∣∣∣∣ = sup
λ∈[0,2π)

∣∣∣∣∣
m−1∑
k=1−m

1

m

m∑
p−1

(
f̌pk − šk

)
ei k λ 10≤p+k≤m

∣∣∣∣∣ ,
= sup
λ∈[0,2π)

∣∣∣∣∣Tr

((
ĈFP − Ŝ

) 1

m

m−1∑
k=1−m

(
JT
)k
ei k λ

)∣∣∣∣∣ .
De plus,

1

m

m−1∑
k=1−m

(
JT
)k
ei k λ = dm(λ) dHm(λ). Ceci permet d'écrire :

∥∥∥T (ĈFP − Ŝ
)∥∥∥ ≤ sup

λ∈[0,2π)

∣∣∣Tr((ĈFP − Ŝ
)

dm(λ) dHm(λ)
)∣∣∣ ,

= sup
λ∈[0,2π)

∣∣∣dHm(λ)
(
ĈFP − Ŝ

)
dm(λ)

∣∣∣ .
Pour tout vecteur x, la dernière équation devient :

sup
λ∈[0,2π)

∣∣∣dHm(λ)
(
ĈFP − Ŝ

)
dm(λ)

∣∣∣ ≤ sup
‖x‖2=1

∣∣∣xH (ĈFP − Ŝ
)

x
∣∣∣ ,

Soit :

sup
λ∈[0,2π)

∣∣∣dHm(λ)
(
ĈFP − Ŝ

)
dm(λ)

∣∣∣ ≤ sup
‖x‖2=1

∥∥∥(ĈFP − Ŝ
)

x
∥∥∥

2
≤
∥∥∥ĈFP − Ŝ

∥∥∥ .
Finalement,

∥∥∥T (ĈFP − Ŝ
)∥∥∥ ≤ ∥∥∥ĈFP − Ŝ

∥∥∥. Comme ∥∥∥ĈFP − Ŝ
∥∥∥ p.s.−→ 0 alors χ2

p.s.−→ 0

et la preuve tu théorème est ainsi achevée.



B.4. Preuve du Théorème 2.4.5 129

B.4 Preuve du Théorème 2.4.5

La preuve du Théorème 2.4.5 s'appuie sur des résultats précédents et sur l'article [33].
La preuve est menée sous les hypothèses de Maronna (1.8), où le théorème 2.4.1 s'applique.
Soit ĈSCM = 1

NYYH . Alors :

‖ ČTY L −C ‖ ≤ ‖ ČTY L −
1

E(τ)
T (ĈSCM ) ‖ + ‖ 1

E(τ)
T (ĈSCM )−C ‖ . (B.17)

De plus, il a été montré précédemment, d'après le Théorème (2.4.1), que :

‖ 1

E(τ)
T (ĈSCM )−C ‖ p.s.→ 0 .

Pour un bruit de moyenne nulle, il a été montré dans l'article [33] que : ‖ ˆCTY L−ĈSCM ‖
p.s.→ 0.
Comme le bruit peut ici s'écrire yi =

√
τiC

1/2xi, les xi de moyenne nulle et indépendants des

τi, il est ainsi possible d'adapter ce résultat de la manière suivante : ‖ ĈTY L− 1
E(τ)ĈSCM ‖

p.s.→
0.
En e�et, la multiplication des xi par des scalaires τi ne modi�e pas l'estimateur ĈTY L

puisque ces termes s'équilibrent au numérateur et au dénominateur. Il ne reste donc qu'à
diviser par la moyenne des (

√
τi)

2 le second terme de l'équation, pour se retrouver avec un
bruit de moyenne nulle.

L'opérateur de Toeplitz T étant un opérateur linéaire,

‖ T (ĈTY L)− 1

E(τ)
T (ĈSCM ) ‖ p.s.→ 0 .

Ceci termine la preuve du Théorème (2.4.5).

B.5 Preuve du Théorème 2.4.6

Soit Yw = C−1/2M S + X T1/2, et Yw = [yw1, . . . ,YwN ]. Soit la matrice Σ̌w, l'unique
solution de :

Σ̌w =
m

N

N∑
i=1

ywiy
H
wi

yHwi Σ̌
−1
w ywi

. (B.18)

De plus, pour rappel,

Σ̌TY L =
m

N

N∑
i=1

ywiy
H
wi

yHwi Σ̌
−1
TY L ywi

.

Ainsi, en remplaçant y̌wi par C−1/2 Č
1/2
TY L ywi pour tout i tel que 1 ≤ i ≤ N , il reste :

C−1/2 Č
1/2
TY L Σ̌TY L Č

1/2
TY LC−1/2 =

m

N

N∑
i=1

ywiy
H
wi

yHwi

(
C−1/2Č

1/2
TY LΣ̌TY LČ

1/2
TY LC−1/2

)−1

ywi

.

(B.19)
Cette précédente équation permet ainsi de déduire que :

Σ̌TY L = Č
−1/2
TY L C1/2 Σ̌w C1/2 Č

−1/2
TY L . (B.20)

Puis, l'équation (2.41) peut se développer de la manière suivante :

‖ Σ̌TY L − Ŝw ‖≤
∥∥Σ̌TY L − Σ̌w

∥∥+
∥∥∥Σ̌w − Ŝw

∥∥∥ . (B.21)
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En ce qui concerne le second terme de l'équation, il a déjà été montré dans l'article [127]

que
∥∥∥Σ̌w − Ŝw

∥∥∥ p.s.→ 0.

Quant au premier terme de l'équation, il peut être réécrit de la manière suivante :∥∥Σ̌TY L − Σ̌w

∥∥ ≤ ∥∥∥Č−1/2
TY LC1/2Σ̌wC1/2Č

−1/2
TY L − Σ̌wC1/2Č

−1/2
TY L

∥∥∥+
∥∥∥Σ̌wC1/2Č

−1/2
TY L − Σ̌w

∥∥∥ .
Puis, en factorisant à droite et à gauche :∥∥Σ̌TY L − Σ̌w

∥∥ ≤ ∥∥∥Č−1/2
TY LC1/2 − Im

∥∥∥∥∥Σ̌w

∥∥(∥∥∥C1/2Č
−1/2
TY L

∥∥∥+ 1
)
.

Or, comme ‖C‖ a un support borné, le Théorème 2.4.5 assure que
∥∥ČTY L

∥∥ est aussi à

support borné. De plus, ce théorème montre la consistance puisque
∥∥C− ČTY L

∥∥ p.s.−→ 0.
Ceci termine la preuve.
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Titre : Théorie des matrices aléatoires pour l'imagerie hyperspectrale
Mots-clés : Théorie des matrices aléatoires, imagerie hyperspectrale, modèle linéaire, bruit CES, estimation
d'ordre de modèle, démélange spectral, estimation robuste, optimisation sous contraintes.

Résumé : La �nesse de la résolution spectrale et spa-
tiale des images hyperspectrales en font des don-
nées de très grande dimension. C'est également le
cas d'autres types de données, où leur taille tend à
augmenter pour de plus en plus d'applications. La
complexité des données provenant de l'hétérogénéité
spectrale et spatiale, de la non gaussianité du bruit
et des processus physiques sous-jacents, renforcent
la richesse des informations présentes sur une image
hyperspectrale. Exploiter ces informations demande
alors des outils statistiques adaptés aux grandes don-
nées mais aussi à leur nature non gaussienne. Des
méthodes reposant sur la théorie des matrices aléa-
toires, théorie adaptée aux données de grande di-
mension, et reposant sur la robustesse, adaptée aux
données non gaussiennes, sont ainsi proposées dans
cette thèse, pour des applications à l'imagerie hyper-
spectrale.

Cette thèse propose d'améliorer deux aspects

du traitement des images hyperspectrales : l'estima-
tion du nombre d'endmembers ou de l'ordre du mo-
dèle et le problème du démélange spectral. En ce
qui concerne l'estimation du nombre d'endmembers,
trois nouveaux algorithmes adaptés au modèle choisi
sont proposés, le dernier présentant de meilleures
performances que les deux autres, en raison de sa
plus grande robustesse. Une application au domaine
de la �nance est également proposée. Pour le démé-
lange spectral, trois méthodes sont proposées, qui
tiennent comptent des di�érentes particularités pos-
sibles des images hyperspectrales.

Cette thèse a permis de montrer que la théo-
rie des matrices aléatoires présente un grand inté-
rêt pour le traitement des images hyperspectrales.
Les méthodes développées peuvent également s'ap-
pliquer à d'autres domaines nécessitant le traitement
de données de grandes dimensions.

Title: Random Matrix Theory for Hyperspectral Imaging
Keywords: Random matrix theory, hyperspectral imaging, linear model, CES noise, model order selection,
unmixing, robust estimation, constrained optimization

Abstract: Hyperspectral imaging generates large
data due to the spectral and spatial high resolution,
as it is the case for more and more other kinds of
applications. For hyperspectral imaging, the data
complexity comes from the spectral and spatial het-
erogeneity, the non-gaussianity of the noise and other
physical processes. Nevertheless, this complexity en-
hances the wealth of collected informations, that
need to be processed with adapted methods. Ran-
dom matrix theory and robust processes are here
suggested for hyperspectral imaging application: the
random matrix theory is adapted to large data and
the robustness enables to better take into account
the non-gaussianity of the data.

This thesis aims to enhance the model order se-
lection on a hyperspectral image and the unmixing
problem. As the model order selection is concerned,
three new algorithms are developped, and the last
one, more robust, gives better performances. One
�nancial application is also presented. As for the
unmixing problem, three methods that take into ac-
count the peculierities of hyperspectral imaging are
suggested.

The random matrix theory is of great interest for
hyperspectral image processing, as demonstrated in
this thesis. Di�erents methods developped here can
be applied to other �eld of signal processing requier-
ing the processing of large data.
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